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Abstract

This work is focused on usage and development of automatic methods for
opinion summarisation. Opinion summarisation could be used as a helpful
tool for processing larger quantities of input data from electronic media. The
first part of this work covers theoretical knowledge, including summarisation
algorithms.The second part is an implementation and experimentation with
automatic opinion summarisation. At the end, the reader should be able to
construct own software for automatic opinion summarisation.



Abstrakt

Tato práce je zaměřena na použit́ı a vývoj automatické sumarizace názor̊u.
Sumarizace názor̊u může být použita jako pomocný nástroj pro zpracováńı
velkého množstv́ı vstupńıch dat z elektronických médíı. Prvńı část této práce
je zaměřena na teoretické znalosti zahrnuj́ıćı algoritmy sumarizace. Druhá
část obsahuje implementaci a experimentálńı část automatické sumarizace
názor̊u. Po přečteńı by měl být čtenář schopen naimplementovat vlastńı soft-
ware pro automatickou sumarizaci názor̊u.
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1 Úvod

V dnešńı technologicky vyspělé době zaměřené z hlediska médíı zejména na
jejich elektronickou podobu je č́ım dál častěǰśı potřeba pracovat s textem
na vyšš́ı úrovni. Nekonč́ıme tedy jen u pouhého čteńı, ale např́ıklad z hle-
diska efektivity potřebujeme v textu vyhledávat souvislosti, tř́ıdit d̊uležité
informace nebo vyhodnocovat stručné závěry. Do tohoto odvětv́ı také v po-
sledńıch pár letech velice d̊urazně promlouvaj́ı sociálńı śıtě, z jejichž dat se
dá vypozorovat opravdu velké množstv́ı d̊uležitých informaćı.

S takovými daty tedy můžeme nakládat opravdu mnoha zp̊usoby a mů-
žeme je využ́ıvat za r̊uzným účelem. Tato práce je však zaměřená principiálně
na sumarizaci názor̊u. Znamená to, že data z výše zmı́něných zdroj̊u jsou
zpracovávána tak, abychom jednoduchým zp̊usobem zjistili hlavńı myšlenky
a názory. Standardně byste museli fyzicky proč́ıst veškerá zdrojová data tak,
abyste vyvodili vlastńı závěry. To však může být u rozsáhlých dat opravdu
náročná metoda. Tato práce je tak zaměřena na zp̊usob, jakým tuto sumari-
zaci můžeme provádět automaticky za použit́ı speciálńıch algoritmů.

Druhým ćılem této práce je implementace automatického sumarizátoru
s následným testováńım, experimentováńım a samozřejmě analýzou dosaže-
ných výsledk̊u, porovnáváńım s reálně vytvořenými závěry. V tomto př́ıpadě
je automatický sumarizátor názor̊u zaměřen na zpracováńı zdrojových dat
ze sociálńı śıtě Facebook. Neńı však problém upravit software tak, aby byl
schopen analyzovat data z jiných sociálńıch śıt́ı nebo elektronických médíı.

Po přečteńı této práce by měl mı́t čtenář přehled o automatické sumari-
zaci názor̊u, jej́ım využit́ı a také o jej́ı efektivnosti v daném algoritmickém
zpracováńı. Dále by měl být schopen upravit sumarizátor pro analýzu dat z ji-
ných zdroj̊u a vylepšovat celkovou efektivnost algoritmu. Přiložena je také
demo aplikace pro kompletńı dokresleńı využit́ı v praxi.

1.1 Zdroje pro automatickou sumarizaci

Jak již bylo výše zmı́něno, sumarizátor by měl být schopen zpracovat jakáko-
liv textová data s jakýmkoliv objektivńım názorem. Nav́ıc již bylo zmı́něno, že
sumarizace je vhodná zejména pro odvětv́ı, kde mohou výsledky poskytnout
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kromě pouhé informace i něco nav́ıc. Obchod, reklama, marketing všeobecně.
To jsou přesně ta odvětv́ı, kde se mohou výsledky využ́ıt s největš́ım užitkem.
Dı́ky správné a rychlé analýze určitých zdrojových dat může firma flexibilně
reagovat na jakékoliv problémy, které se k ńı od nespokojených klient̊u nebo
zákazńık̊u dostanou. Dostáváme se tak do úrovně zásadńıch odlǐsuj́ıćıch fak-
tor̊u úspěchu a neúspěchu firem.

Mezi hlavńı zdroje těchto dat poč́ıtáme tedy taková mı́sta, kde větš́ı množ-
stv́ı lid́ı ventiluje sv̊uj osobńı názor a t́ım tak dává najevo sv̊uj postoj k určité
situaci, službě nebo výrobku. Patř́ı mězi ně zejména diskuze nebo sociálńı
śıtě.

Facebook je v našem okoĺı momentálně nejrozš́ı̌reněǰśı sociálńı śıt’, která
se pro automatickou sumarizaci názor̊u hod́ı opravdu hodně. Jej́ı největš́ı
výhodou jsou tzv. facebookové stránky r̊uzných firem, společnost́ı nebo vý-
robk̊u, pod kterými mohou dané subjekty př́ımo vystupovat a tvořit svoj́ı
vlastńı sociálńı identitu. Dı́ky vlastnostem velice rozš́ı̌rené sociálńı śıtě se v ide-
álńım př́ıpadě může jednat o velice efektivńı nástroj pro komunikaci s klienty
nebo zákazńıky. Z tohoto d̊uvodu se tak takovéto facebookové stránky stávaj́ı
př́ımo ideálńım zdrojem pro automatickou sumarizaci názor̊u, jelikož se zde
v ideálńım př́ıpadě může nashromáždit opravdu veliké množstv́ı př́ıspěvk̊u,
reakćı a názor̊u na výrobek, službu, společnost nebo děńı kolem ńı. Dı́ky dob-
rému automatickému sumarizátoru by tak mohly tyto společnosti analyzovat
vlastńı přednosti nebo naopak nedostatky.

Twitter je sociálńı śıt’ zaměřená zejména na reakce a glosováńı. V ČR
zat́ım ne tak rozš́ı̌rená jako např́ıklad v USA, ale jej́ı obliba neustále roste.
Proces automatické sumarizace by se zde dal využ́ıt např́ıklad pro zpracováńı
př́ıspěvk̊u s daným hashtagem, tedy s určitým atributem vyjadřuj́ıćı dané
téma. Daj́ı se tak opět analyzovat data, která jsou přidružena k nějaké značce
výrobku nebo společnosti.

Sociálńı śıt’ Google+ vznikla jako reakce společnosti Google na vy-
soce se rozšǐruj́ıćı trend sociálńıch śıt́ı. Má za úkol stejně jako ostatńı so-
ciálńı śıtě podporovat zejména komunikaci a společenskou interakci. Jedná
se o nejmladš́ı sociálńı śıt’ z výše zmı́něných a je proto také zat́ım mezi uživa-
teli nejméně rozš́ı̌rená, ačkoliv tomu tak úplně ř́ıkat nemůžeme, jelikož d́ıky
rozš́ı̌renému využ́ıváńı emailové služby Gmail společnosti Google je každý
takovýto uživatel automaticky vlastńıkem profilu v sociálńı śıti Google+.

Obecně jakékoliv diskuzńı fórum se stává ideálńım předmětem pro ana-
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lýzu pomoćı automatického sumarizátoru názor̊u, jelikož přesně proto jsou
diskuzńı fóra využ́ıvána. Stač́ı jen zvolit vlákno nebo soubor vláken k tématu,
které chceme analyzovat a máme také velice hodnotná zdrojová data.

Analyzovat se však dá téměř jakýkoliv text, jehož sumarizace by nás
potenciálně mohla zaj́ımat.

Blogy jsou v p̊uvodńı podstatě jakési deńıčky, kam mohou uživatelé psát
jakékoliv svoje myšlenky nebo zážitky, které se postupem času přetransfor-
movali také na pomocný prostředek větš́ıch firem k informováńı kolem děńı
ve společnosti nebo kolem novinek z daného odvětv́ı, které nemuśı ani př́ımo
s činnost́ı firmy souviset. Výhodou těchto blog̊u je také to, že se mohou
v mnoha př́ıpadech komentovat jednotlivé články a vzniká tak daľśı prostor
pro názorovou analýzu a následnou sumarizaci.

Recenze je daľśı specifický typ textu, jež vyjadřuje vlastńı názor autora
na určité d́ılo, výrobek nebo službu. Jedná se zde opravdu o subjektivńı po-
city a názory a je tak možnost, že bychom tato data chtěli nějakým zp̊usobem
analyzovat, zejména pak v př́ıpadě, že vznikne na daný výrobek nebo d́ılo
recenźı deśıtky až stovky a my nejsme schopni z nich za rozumné náklady
vyvodit reprezentativńı výsledky.

Ačkoliv by se v rámci zpravodajstv́ı mělo jednat o objektivńı a podlo-
žené zprávy, zkušenosti nám ukazuj́ı, že tomu tak být nemuśı, ba naopak. Je
to tak daľśı z mnoha možnost́ı, kdy využ́ıvat automatickou sumarizaci názor̊u
a to zejména, pokud se zpráv o dané věci sejde v́ıcero z r̊uzných zdroj̊u.
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2 Předzpracováńı textu

Při jakékoliv analýze textu, at’ už českého nebo cizojazyčného, muśıme brát
v úvahu, že jakýkoliv text, který použijeme, nemuśı být pro danou analýzu
zcela ideálńı a měli bychom se tak zamyslet nad jeho předzpracováńım, tedy
př́ıpravě textu k dané analýze tak, abychom dosáhli kvalitńıch výsledk̊u. Př́ı-
kladem uved’me nástroj Although Ark-tweetnlp tool [Gimpel et al.(2011)],
jehož významnou vlastnost́ı je zaměřeńı na emotikony a daľśı speciálńı sek-
vence symbol̊u. Ačkoliv byl tento nástroj vyvinut a optimalizován pro ang-
lický jazyk, [Habernal et al.(2013)] uvád́ı, že podle testováńı na českém ja-
zyce je tento postup úspěšný i tam. Mezi daľśı široce použ́ıvané metody, které
zapř́ıčińı zmenšeńı slovńıku jsou např́ıklad lematizace nebo odstraněńı sto-
pwords (tzv. stopslova, což jsou slova, která žádným zp̊usobem nevyjadřuj́ı
subjektivitu).

2.1 Vlastnosti českého jazyka

Pokud se v rámci této práce chceme zaměřit na automatickou sumarizaci
názor̊u zejména v českém jazyce, měli bychom mı́t základńı znalosti o tomto
jazyku a o tom, jak která slova vznikaj́ı nebo jak s nimi nakládat. Zákla-
dem je tedy znalost slovotvorby, což je podle [Marek Nekula(2003)] odvětv́ı
zabývaj́ıćı se tvorbou jednoslovných pojmenováńı a to bud’ na základě po-
jmenováńı názv̊u již existuj́ıćıch nebo názv̊u odvozených, respektive jejich
vznikem. Obecně můžeme ř́ıci, že slovotvorba se děĺı na dvě metody, derivaci
(odvozováńı nových slov od již existuj́ıćıch) a kompozici (skládáńı nových
slov ze slov již existuj́ıćıch). Mezi základńı informace o českém jazyce, který
je flektivńı (můžeme slova časovat a skloňovat) bychom měli zařadit také
definované části českých slov.

• Kořen - tvoř́ı základ každého slova a je dále nedělitelný. Kořen určuje
základńı význam slova a d́ıky předponám, př́ıponám a koncovkám je
dále rozv́ıjen, č́ımž vznikaj́ı nové a nové tvary slov [Marek Nekula(2002)].

• Předpona - v [Marek Nekula(2002)] je uvedeno, že předpona (prefix)
je rozš́ı̌reńı základového slova, je připojena před toto slovo a měńı jeho
význam, ale slovńı druh z̊ustává nepozměněn.
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• Př́ıpona - neboli sufix je opakem předpony a d́ıky sufixaci (metoda tvo-
ř́ıćı nová slova pomoćı přidáváńı př́ıpon [Marek Nekula(2002)]), vzni-
kaj́ı podobně jako u předpon slova nových významů, ale v tomhle př́ı-
padě docháźı nav́ıc také ke změně slovńıho druhu.

• Koncovka - podle [Marek Nekula(2002)] může být součást́ı př́ıpony
(na jej́ım konci), ale může být však napojena př́ımo na slovńı základ.

2.2 Základńı vlastnosti př́ıspěvk̊u

Pokud se v rámci této diplomové práce zaměř́ıme přednostně na analýzu
př́ıspěvk̊u z nějaké facebookové stránky, máme ideálńı zdrojová data pro
určováńı sentimentu. Ačkoliv se může zdát, že se jedná o zcela ideálńı př́ıpad
pro zkoumáńı sentimentu s následnou sumarizaćı, měli bychom se zaměřit na
určité aspekty, které mohou klasifikaci sentimentu zkreslit.

• Předně muśıme ř́ıci, že výsledný sentiment daného př́ıspěvku nemuśı
být zcela totožný se sentimentem každého určitého slova z př́ıspěvku.
Jinak řečeno např́ıklad slova s kladným sentimentem mohou být obsa-
žena v př́ıspěvku s výsledným záporným sentimentem nebo naopak.

• Jako u většiny text̊u se i ve většině př́ıspěvk̊u budou vyskytovat nez-
významová slova, tzv. stopwords, která mohou analýzu zkreslovat.

• Mezi velké překážky ve správně klasifikaci sentimentu patř́ı např́ıklad
ironie. Př́ıspěvek s ironickým podtextem může být klasifikován zcela
opačně.

• Mezi ostatńı vlastnosti př́ıspěvk̊u na sociálńıch śıt́ı patř́ı primárně lid-
ský faktor. Kv̊uli tomu se v textu vyskytuj́ı r̊uzné překlepy, přesmyčky
nebo dokonce pravopisné chyby, které nelze předem nijak predikovat
a vzniká tak daľśı problém se správnou klasifikaćı.

V ideálńım př́ıpadě bychom se měli všech těchto výše zmı́něných problémů
zbavit a odstranit je, což však může být opravdu složité.
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2.3 Stopwords

Jako stopwords označujeme slova, která nám do oblasti zkoumáńı sentimentu
nepřináš́ı žádný význam a jsou tud́ıž zbytečně rozšǐruj́ıćım faktorem zdrojo-
vých dat a t́ım i jeho zbytečného zkresleńı. Je tedy velice žádoućı, abychom
se takovýchto před samotnou klasifikaćı zbavili a celý proces tak značně zjed-
nodušili. Při detailněǰśım zkoumáńı lze totiž vypozorovat, že se právě zmı́něné
stopwords vyskytuj́ı ve většině textech nefrekventovaněji a při zkoumáńı sen-
timentu i se stopwords by tak docházelo opravdu ke zbytečnému a rozsáhlému
ovlivňováńı klasifikace. Z pohledu slovńıch druh̊u můžeme ř́ıci, že se jedná
zejména o spojky nebo zájmena a jak je známo, tato slova žádný význam z
hlediska sentimentu nenesou.

Jako referenčńı a zároveň reálný seznam stopwords byl použit seznam
poskytnutý Ing. Josefem Steinbergerem, Ph.D., obsahuj́ıćı přes 800 těchto
sentimentově nevýznamných výraz̊u. Kompletńı seznam těchto slov naleznete
v př́ıloze A.

2.4 Lematizace

Pomoćı lematizace dostáváme základńı tvary slova daného významu, který
se však v textu může vyskytovat v r̊uzných pádech nebo časech. Př́ıkladem
bud’ např́ıklad sloveso zaváhat, které se po procesu lematizace ustáĺı ve tvaru
váhat, tedy v infinitivu p̊uvodńıho slovesa. Přesně takovýmto zp̊usobem dojde
ke sjednoceńı slov stejného významu, avšak rozd́ılných tvar̊u. Potenciálně tak
zužujeme seznam slov použitých v analyzovaném textu.

2.5 POS tagging

Metoda zjǐst’uj́ıćı slovńı druh a tvar analyzovaného slova pojmenovaná podle
anglického významu part of speech (POS). Tento algoritmus generuje ke
zkoumaným slov̊um pravidly definované řetězce a t́ım tak poznáme p̊uvodńı
slovńı druh, př́ıpadně tvar. Dı́ky těmto řetězc̊um máme k lematizovaným slo-
v̊um p̊uvodńı informace a můžeme je v př́ıpadě potřeby využ́ıt. Jedná se tak
např́ıklad o zjǐstěńı př́ıslovćı určuj́ıćıch mı́ru, které se po lematizaci zkrátily
na př́ıslušný základ. Při zdokonalováńı klasifikace sentimentu tak můžeme
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využ́ıt i těchto informaćı a výsledky analýzy zpřesnit.

2.6 N-Gramy

Tato konstrukce slouž́ı zejména pro určeńı sentimentu tam, kde bychom ho
pouze za pomoci zkoumáńı jednotlivých slov nikdy neodhalili. N-gram nám
znázorňuje dvě a v́ıce slov, jdoućı po sobě v přesně daném pořad́ı, č́ımž mů-
žeme definovat sentiment i u slovńıch spojeńı, jejichž samostatná slova sama
o sobě žádný sentiment neobsahuj́ı. Konkrétně v našem př́ıpadě následného
praktického využit́ı můžeme nejv́ıce použ́ıvaná slovńı spojeńı (např́ıklad bi-
gramy obsahuj́ıćı dvě slova) s daným sentimentem přidat do použ́ıvaných
slovńık̊u a zvýšit tak přesnost výsledk̊u analýzy.
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3 Analýza názor̊u

V analýze názor̊u je ćılem rozpoznat a klasifikovat subjektivńı obsah textu.
Rozpoznáváme tedy subjektivńı názory, jejichž analýza nám může pomoci
k rychlému pochopeńı zásadńıch myšlenek autora/autor̊u. Zdrojová data mo-
hou být klasifikována jako celek a z hodnoceńı se tak můžeme dozvědět cel-
kový názor na výrobek nebo službu. Např́ıklad v rámci zpravodajstv́ı pak
můžeme klasifikovat jednotlivé zprávy a rychlým zp̊usobem je rozlǐsit na
dobré a špatné. Vše se ovšem odv́ıj́ı od subjektivńıch názor̊u autora textu
a nemuśı to tak jednoznačně znamenat, že obecně dobrá zpráva bude po-
psána v superlativech. Za určitých okolnost́ı pak může nastat situace, že ve
vašich oč́ıch dobrá zpráva bude sentimentově vyhodnocena jako špatná nebo
naopak. Takovéto problémy mohou vznikat předevš́ım u názor̊u na konkrétńı
osoby, celebrity nebo politické děńı. Je proto nutné zaměřit se na celkový
kontext zprávy, což kompletńı klasifikaci zdrojových dat často velice zne-
snadňuje. Pokud se chceme těmto problémům vyhnout a dosáhnout opravdu
hodnotného výsledku, měli bychom na danou situaci sehnat co nejv́ıce zdroj̊u
v ideálńım př́ıpadě od r̊uzných autor̊u, z r̊uzných zemı́ nebo v r̊uzných ja-
zyćıch. Poté bychom měli mı́t mnohem větš́ı jistotu, že výsledky klasifikace
nebudou zkreslené a budou mı́t dostatečnou vypov́ıdaj́ıćı hodnotu.

Co se týče zdroj̊u v r̊uzných jazyćıch, je nutné přiznat, že neńı zcela
snadné vytvořit analyzátor pro v́ıce jazyk̊u, který by nav́ıc pracoval nad ob-
rovským množstv́ım zdrojových text̊u.

Problém také nastává v př́ıpadě diverzifikace zdrojových text̊u. Ve vý-
sledku můžeme prohlásit za použitelné pouze recenze a to ještě ve většině
př́ıpad̊u pouze v angličtině. Sentimentové slovńıky jsou také ve většině př́ı-
pad̊u pouze anglické. V př́ıpadě ostatńıch jazyk̊u nemůžeme slovńıky pova-
žovat za adekvátńı slovńık̊um anglickým, jelikož nejsou vytvářeny pro zcela
stejné účely podle naprosto stejných pravidel.

3.1 Slovńıkové metody

Jedná se o jeden ze dvou základńıch př́ıstup̊u, jak sentimentově analyzovat
zdrojový text [Taboada et al.(2011)]. K určováńı sentimentu se využ́ıvá ručně
nebo automaticky vytvořených slovńık̊u, na jejichž bázi docháźı k dané ana-
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lýze a to tak, že se procháźı slovo od slova a určuje se celkové sentimetnové
skóre na základě výskytu daného slova ve slovńıku. Velkou část každého slov-
ńıku pro analýzu sentimentu zahrnuj́ı př́ıdavná jména, jelikož právě ta jsou
ve velké části nositeli sentimentu.

3.1.1 Slovńıky

Jak již bylo napsáno, slovńıky pro slovńıkové metody mohou být vytvořenu
bud’ ručně nebo automaticky pomoćı základńıch slov a jejich daľśım rozši-
řováńım tak, že každé nové př́ıdavné jméno je dopoč́ıtáno podle frekvence
přidružeńı ke stávaj́ıćım základńım slov̊um. V principu je totiž na věc nahĺı-
ženo tak, že kladná př́ıdavná jména se častěji objevuj́ı v bĺızkosti kladných
základńıch slov a opačně. Velká část výzkumu slovńık̊u a slovńıkových metod
se zaměřuje na použit́ı př́ıdavných jmen jako indikátor̊u sémantické orientace
textu. Takovéto slovńıky tedy tvoř́ı seznam př́ıdavných jmen s určeńım jejich
sémantické orientace, tedy s informaćı, zda se jedná o př́ıdavné jméno kladné
nebo záporné.

[Taboada et al.(2011)] však zmiňuje, že nejen př́ıdavná jména jsou nosi-
teli sémantické informace a proto d̊uležité zaměřit se také na slovńıky pod-
statných jmen, sloves nebo př́ıslovćı. Konkrétně v tomto experimentu byla
pak jednotlivým slov̊um přidána váha od -5 do 5 bod̊u, která vyznačuje in-
tenzitu a polaritu slova. Slovńıky podstatných jmen a sloves byly tvořeny
ručně a slovńık př́ıslovćı byl vytvořen ze slovńıku př́ıdavných jmen s t́ım, že
daným př́ıslovćım byla ponechána váha jeho vzorového př́ıdavného jména.
Samozřejmě existuje několik zvláštńıch př́ıpad̊u, kdy je do slovńıku přidáno
př́ıslovce ručně tak, aby byl výsledný slovńık co nejkvalitněǰśı.

Daľśı možnou součást́ı systému slovńıku jsou slova, která zvyšuj́ı (např.:
”velmi”) nebo snižuj́ı (např.: ”mı́rně”) intenzitu slov vedle sebe. Problémem je
však r̊uzná mı́ra ovlivněńı jednotlivých slov a nav́ıc konkrétńı změna je také
závislá na slově u kterého intenzita měńı. Mezi slovńı druhy těchto zesiluj́ı-
ćıch slov patř́ı většinou př́ıslovce nebo př́ıdavná jména. Neńı však na škodu
do slovńık̊u zařadit také daľśı informace, jako např́ıklad použ́ıváńı velkých
ṕısmen, které lidi použ́ıvaj́ı pro větš́ı zd̊urazněńı nebo použ́ıváńı vykřičńık̊u.

9
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3.1.2 Negace

Jako d̊uležitou vlastnost př́ıspěvk̊u, respektive názor̊u zmiňme negaci. Tato
vlastnost totiž může z potenciálně kladného př́ıspěvku vytvořit názor zcela
opačný, tedy záporný. Zejména v anglickém jazyce je pak velice d̊uležité tyto
záporné výrazy, které neguj́ı jiná slova vyhledávat. Často se však stává, že
tyto negace nejsou př́ımo spojené s daným slovem, které ovlivňuj́ı a je tak
často nutná rozsáhleǰśı analýza k nalezeńı těchto návaznost́ı. V experimentu
[Taboada et al.(2011)] byly použity dvě metody. Hlavńım problémem je však
negace polarity daného výrazu, jelikož neńı zcela správný př́ıstup otáčet skóre
jen pomoćı znaménka. Mnohem je lepš́ı je zavedeńı principu posunu negace,
což v základu znamená posun skóre o určitou hodnotu. Ze skóre 5 nám tak
nevznikne -5, ale např́ıklad 1.

3.2 Algoritmy strojového učeńı

Strojové učeńı můžeme správně z určitého pohledu považovat za podobné
tomu lidskému. Klasifikátor založený na strojovém učeńı totiž funguje tak, že
se nejprve nauč́ı danou věc (analýzu sentimentu) na správně označkovaném
datasetu a následně použije tyto znalosti k roztř́ıděńı zkoumaných dat do
daných kategoríı.

3.2.1 Support Vector Machines

Př́ıstup p̊uvodně založený na binárńı klasifikaci, tedy rozděluje analyzovaná
data do dvou tř́ıd [Corinna et al.(1995)]. Jak nastiňuje [Meyer(2001)] mů-
žeme tento př́ıstup popsat několika základńımi aspekty:

• Rozděleńı tř́ıd - v podstatě hledáme optimálńı děĺıćı nadrovinu mezi
dvěma tř́ıdami s maximálńım rozpět́ım nejbližš́ıch bod̊u (Obr. 3.1).

• Překrývaj́ıćı se tř́ıdy - př́ıkladové body vyskytuj́ıćı se na špatné
straně nadroviny jsou váhově omezovány tak, aby došlo ke sńıžeńı jejich
vlivu.

• Nelineárnost - pokud nastane problém s lineárńı separovatelnost́ı
dané úlohy, pomoćı jádrové transformace (kernel transformation) do-
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Analýza názor̊u Algoritmy strojového učeńı

cháźı k transformaci dat do vyšš́ı dimenze, kde již neńı problém danou
úlohu separovat lineárně.

• Řešeńı problému - celá úloha může být formulována jako problém
kvadratické optimalizace, který může být známými technikami vyřešen.

Program schopný provádět všechny zmı́něné body se nazývá Support Vec-
tor Machine.

Obrázek 3.1: Děĺıćı nadrovina mezi dvěma tř́ıdami (separating hyperlane)
obklopena dvěma vektory (support vectors), které jsou tvořeny př́ıklady nej-
bĺıže nadrovině. Vidět je také maximálńı vzdálenost vektor̊u (margin)
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3.2.2 Naive Bayes

Jedná se o jeden z nejznáměǰśıch algoritmů strojového učeńı založený na
principu nezávislého výskytu slov v dokumentu v závislosti na bayesovskému
teorému. Znamená to, že se jedná o metodu předpokládaj́ıćı podmı́něnou
nezávislost tř́ıdy. Jednotlivá slova dokumentu D jsou postupně analyzována
a tř́ıděna do určených tř́ıd C. I když je tento př́ıstup velice jednoduchý, jeho
účinnost je vcelku dobrá, ale zásadńı výhodou je jeho malá výpočetńı složitost
[Zhang(2004)].

Bayes̊uv teorém

Berme v úvahu, že X je př́ıpad u kterého neznáme zařazeńı do tř́ıdy C.
Poté mějme hypotézu H, že patř́ı do určité tř́ıdy Ci. Účelem je tedy zjis-
tit podmı́něnou pravděpodobnost P (X|H). Na tomto základě a znalostech
pravděpodobnost́ı P (H) a P(X) můžeme podle Bayesova teorému vypoč́ıtat
požadovanou pravděpodobnost P (H|X) (3.1):

(P (H|X) =
P (X|H)P (H)

P (X)
(3.1)

Naivńı Bayes̊uv klasifikátor

Na začátku muśı doj́ıt k naučeńı, tedy muśıme mı́t trénovaćı množinu D, ze
které se klasifikátor nauč́ı zařazováńı do správných tř́ıd. Každý př́ıklad je
totiž v trénovaćı množině přǐrazen do správné tř́ıdy a popsán n-rozměrným
vektorem atribut̊u. Nyńı můžeme předpokládat, že máme m klasifikačńıch
tř́ıd C a chceme každý př́ıklad přǐradit do tř́ıdy s maximálńı pravděpodob-
nost́ı (3.2):

P (Ci|X) > P (Cj|X) (3.2)

Tř́ıda Ci pro kterou je pravděpodobnost v určené tř́ıdě maximálńı, je
podle Bayesova teorému (3.3):
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P (Ci|X) =
P (X|Ci)P (Ci)

P (X)
(3.3)

Zjednodušeně můžeme ř́ıci, že př́ıklad X je zařazen do tř́ıdy, pro kterou je
pravděpodobnost P (X|Ci)P (Ci) maximálńı, jelikož pravděpodobnost P (X)
je konstantńı pro všechny př́ıpady [Manning et al.(2008)].

3.2.3 Modelováńı maximálńı entropíı

Maximum entropy modeling, česky řečeno modelováńı s maximálńı entro-
píı, je zp̊usob, pomoćı kterého se daj́ı klasifikovat informace z r̊uznorodých
zdroj̊u. Problém s touto klasifikaćı je založen na potenciálně velkém počtu
př́ıznak̊u, které mohou být celkem složité a využ́ıvaj́ı předem źıskaných zna-
lost́ı o d̊uležitosti a očekávaném výskytu jednotlivých specifických vlastnost́ı
při následné klasifikaci. Každý tento př́ıznak následně odpov́ıdá určitému spe-
cifickému omezeńı v rámci specifikace. Ze všech model̊u vyhovuj́ıćıch daným
omezeńım se vybere model s maximálńı entropíı. V ideálńım př́ıpadě by měly
být zadány všechny potenciálně d̊uležité informace před začátkem klasifikace
a následně ponechány trénovaćımu procesu pro vytvořeńı nejlepš́ıho modelu.

Pro každou danou sadu př́ıznak̊u se poč́ıtá očekávaný výskyt jednotlivých
př́ıznak̊u na základě trénovaćı množiny. Př́ıznaky jsou tedy binárńı funkce
v následuj́ıćım tvaru (3.4).

p(x, y) =

{
1 když x > 0 a y = 1
0 jinak

(3.4)

kde x je vektor vstupńıho prvku a y je označeńı tř́ıdy.

Nyńı je zapotřeb́ı zjistit rozděleńı pravděpodobnosti p(y|x), kde x je ak-
tuálńı slovo a y je označeńı tř́ıdy. Potřebujeme tedy zjistit maximálńı entropii
všech rozděleńı v souvislosti s p(y|x).

Nejlepš́ı rozděleńı pravděpodobnosti se pak poč́ıtá pomoćı následuj́ıćıho
tvaru (3.5).

p(y|x) =
1

Z(x)
exp

n∑
i=1

λjfj(x, y) (3.5)
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Z(x) =
∑
y

exp
∑
i

λifi(x, y)

kde Z je pouze normalizačńı konstanta, která zajǐst’uje rozděleńı prav-
děpodobnosti p(y|x), n znač́ı počet př́ıznak̊u a λ je váha daného př́ıznaku
([Zapotocky(2012)]).
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4 Automatická sumarizace

V dnešńım světě využ́ıváńı moderńıch technologíı a zejména internetu v rámci
komunikace a sd́ıleńı textových informaćı v elektronické podobě nastává pro-
blém velkého množstv́ı umı́stěných dat a jejich č́ım dál t́ım složitěǰśı a udrži-
telněǰśı struktury a přehled. To má za následek motivaci kondenzace text̊u do
jednodušš́ıch informaćı se základńı vypov́ıdaj́ıćı hodnotou[Jezek et al.(2008)].

Existuje spousta r̊uzných definic, které popisuj́ı význam sumarizace:

• ”Stručné, ale přesné vyjádřeńı obsahu dokumentu.”

• ”Destilace nejd̊uležitěǰśı informace ze zdrojových dat.”

A kvantitativńı aspekty, kterými lze výsledný souhrn charakterizovat:

• Sémantická informativnost - lze charakterizovat jako mı́ru schopnosti
rekonstruovat p̊uvodńı text ze souhrnu

• Koherence - zp̊usob, jakým části souhrnu vytvoř́ı integrovanou souvis-
lou sekvenci

• Kompresńı poměr - pod́ıl délky souhrnu oproti délce vstupńıch dat

Jak již bylo řečeno výše, sumarizátor zpracovává již předpřipravená data
ze zdrojových text̊u. T́ım rozumı́me data (př́ıspěvky, věty, text), která obsa-
huj́ı negativńı, pozitivńı nebo v krajńım př́ıpadě neutrálńı názor.

4.1 Metody sumarizace

4.1.1 Pr̊ukopnické metody

Prvńı algoritmus, který byl využ́ıván pro automatickou sumarizaci textu byl
založen pouze na jednoduchých principech indikuj́ıćı části vybrané do vý-
sledné sumarizace, byl implementován již v roce 1958 [Luhn(1958)]. Jak uvád́ı
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[Jezek et al.(2008)], tak to byl př́ıstup založený na principu zjǐst’ováńı frek-
vence slov v dokumentu s myšlenkou, že často použ́ıvaná slova jsou vypov́ı-
daj́ıćı pro téma daného článku. U daľśıch tip̊u algoritmů se využ́ıvá např́ıklad
pozic daných slov nebo vět v dokumentu a jejich následné analýzy.

4.1.2 Statistické metody

Jak bylo dokázáno v [Salton(1988)], význam výraz̊u použitých v daném do-
kumentu je nepř́ımo úměrný počtu dokument̊u v korpusu obsahuj́ıćı daný
termı́n. V [Kupiec et al.(1995)] byla popsána v́ıce d̊umyslná metoda zalo-
žená na bayesovském klasifikátoru výpočtu pravděpodobnosti, jestli by věta
ze zdrojového dokumentu měla být vybrána do výsledného souhrnu. K učeńı
klasifikátoru autoři využili 188 korpus̊u obsahuj́ı vždy pár dokumentu s jeho
souhrnem. Jako charakteristické př́ıznaky baysovského vzorce využ́ıvali na-
př́ıklad frekvenci použit́ı slova, délku věty nebo pozici slova v odstavci.

4.1.3 Metody založené na textovém propojeńı

Obecně se jedná o metody založené myšlence propojeńı textu nebo jeho kon-
textu. Jako př́ıklad můžeme uvést metodu lexikálńıch řetězc̊u [Barzilay(1997)],
která je založena na stanoveńı určitých vztah̊u mezi jednotlivými slovy (opa-
kováńı, synonyma, antonyma, atd.) a skládáńı závislých slov do řetězc̊u. Věty
se do souhrnu vyb́ıraj́ı podle obsahu nejsilněǰśıch řetězc̊u, tedy řetězc̊u, jejichž
váha je podle počtu a typu vztah̊u nejd̊uležitěǰśı.

Do skupiny těchto metod zahrnujeme také př́ıstupy založené na teorii
rétorické struktury (RST - Rhetorical Structure Theory)[Steinberger(2009)].
Jedná se o metodu zakládaj́ıćı se na principu rétorických vztah̊u struktur
textu, které dohromady spojuj́ı textové jednotky. Snaž́ıme se o práci a pro-
pojeńı jádra (hlavńı myšlenka autora textu) a satelitu, což je méně d̊uležitá
až okrajová část textu. Takovéto vztahy vytvář́ı stromovou strukturu, na
jej́ımž základě se vytvář́ı výsledný souhrn nejčastěji tak, že jsou jednotlivé
věty dokumentu penalizovány podle toho, jako rétorickou roli hraj́ı v celkové
stromové struktuře.
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4.1.4 Aspektově ř́ızená sumarizace

V [Steinberger et al.(2011)] je navržen př́ıstup pracuj́ıćı s v́ıcero jazyky. Tento
systém je zaměřen na podobné otázky, jakými jsou definovány kategorie
TAC’10 a pro zachyceńı daľśıch aspekt̊u využ́ıvá automatického učeńı pojmů
významově souvisej́ıćıch s ručně vytvořeným datasetem. Ćılem bylo vybráńı
nejčastěji zmiňované informace a zároveň okamžitá kontrola zachyceńı poža-
dovaných aspekt̊u. Na tomto základě byla navržena kombinace společného
výskytu výraz̊u a aspektech vycházej́ıćıch z daného systému.

V experimentech byl využit systém NEXUS ([Tanev et al.(2008a)]), který
analyzuje zprávy o násilných činech a př́ırodńıch nebo lidských katastrofách.
Jako př́ıklady můžeme zmı́nit určováńı a identifikaci vražd, povodńı nebo
únos̊u. Systém NEXUS analyzuje jednotlivé zprávy a vraćı podstatná data
v jednotlivých parametrech, jakými jsou např́ıklad: typ události, počet obět́ı,
škoda, atd.. Celý proces je závislý na kombinaci ručně vytvořených pravidel
a výsledk̊u źıskaných ze strojového učeńı. U experiment̊u sumarizace pomoćı
tohoto systému byly sumarizovány novinové články z korpusu a výsledné
atributy byly přǐrazeny k aspekt̊um sumarizace.

Na základě výše zmı́něných experiment̊u bylo zjǐstěno, že některé aspekty
z aspektově ř́ızené sumarizace odpov́ıdaj́ı informaćım źıskaným ze systému
NEXUS. Zejména si pak odpov́ıdaj́ı aspekty typu události parametr̊um ve
strukturách událost́ı NEXUS.

V experimentech [Steinberger et al.(2011)] byly sumarizovány novinové
články z korpusu a výsledné parametry byly navázány na aspekty sumarizace.
Např́ıklad typ události byl navázán na aspekt toho, co se stalo.

Pro ostatńı aspekty byl použit systém Ontopopulis ([Tanev et al.(2008b)]),
který je určen pro automatické učeńı sémantických tř́ıd založený na distri-
bučńı sémantice. Principiálně je tento algoritmus založen na seznamu slov
z určité sémantické tř́ıdy a poté prob́ıhá učeńı daľśıch slov ze tř́ıdy stejné. Je
zřejmé, že pro vytvořeńı přesněǰśıho slovńıku je nutný ručńı zásah a vyčǐstěńı
výsledku. Seznam je seřazený podle spolehlivosti výraz̊u a pokud kontrolu-
jeme seznam shora dol̊u, můžeme si určit přesnost tak, že proces zastav́ıme
na určité úrovni seznamu. Pokud bychom výsledky ručně neupravili, nemuseli
bychom dosáhnout očekávané přesnosti.
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4.1.5 Časová analýza

Časová analýza může být velice d̊uležitá při určitých d́ılč́ıch úlohách sumari-
zace ve spojitosti se zjǐst’ováńım data a času událost́ı. Pomoćı těchto dat mů-
žeme dosáhnout lepš́ı sumarizace zejména u př́ıběhově orientovaných analýz.
Časová analýza byla např́ıklad integrována do procesu zabývaj́ıćı se detekćı
a normalizaćı tzv. časových výraz̊u (Timex) [Steinberger et al.(2012)], jejichž
rozsah a klasifikace jsou definovány v částečném souladu se standardem TI-
MEX2 [Ferro et al.(2005)].

Časové výrazy jsou rozděleny do krátkých seznamů časových typ̊u (da-
tum, čas, ...), zahrnuj́ı č́ıselné i neč́ıselné formáty dat, absolutńı nebo relativńı
výrazy a nakonec taktéž jejich kombinace. Timex analýza se rozděluje na dvě
fáze, rozpoznáváńı a normalizaci. Fáze rozpoznáváńı je založena na detekci
a segmentaci textu částečně závislých na pravidlech použitého jazyka. Pra-
vidla určuj́ı struktury reprezentuj́ıćı časové výrazy, které jsou následně pou-
ž́ıvány normalizačńım modulem. Ten provád́ı výběr, který určuje a udržuje
referenčńı čas pro relativńı rozlǐseńı, jež je na začátku brán jako datum vytvo-
řeńı článku a je postupně aktualizován podle jednoduché heuristiky. Nejprve
se nalezne nejbližš́ı dř́ıvěǰśı analyzovaný časový výraz v téže větě se stejnou
úrovńı granularity. Znamená to, že časové údaje v rámci dn̊u nemohou být
spojeny s datovými údaji v rámci let. Poté se použ́ıvá referenčńı čas na ur-
čeńı relativńıch časových údaj̊u (timex) tak, že prob́ıhá výpočet přesných
kalendářńıch hodnot a nakonec docháźı k normalizaci, d́ıky které se jedno-
duše dostaneme k času ćılové události. Tato metoda je silně ovlivněna pouze
časovými výrazy a nemůžeme tak očekávat správnou funkci u text̊u s jinou
časovou souvislost́ı.

4.1.6 Kompresńı a parafrázové techniky

[Turchi et al.(2010)] empiricky dokazuje, že lidské výsledky sumarizace ob-
sahuj́ı v pr̊uměru v́ıce kratš́ıch vět než výsledky automatické sumarizace.
Kompreśı nebo přeformulováńım bychom tak mohli prvotně zkrátit celkový
výsledek sumarizace a t́ım by vznikl prostor pro daľśı rozš́ı̌reńı výsledk̊u s ob-
sahem daľśıch potenciálně d̊uležitých vět. [Turchi et al.(2010)] také zkoumal
možnosti jazykově nezávislých postup̊u při dosahováńı výše zmı́něných ćıl̊u.
Experimenty ukázali, že takovýto př́ıstup je možný.

Systém je založen na výběru nejv́ıce charakteristického výrazu z každé
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věty. Pro každý výraz je poč́ıtáno skóre z LSA, kde matice U obsahuje zná-
zorněńı pojmu v tématech a matice S obsahuje d̊uležitost těchto témat. Proto
matice T = U ·S představuje prostor ohodnocený podle d̊uležitosti témat. Pro
každý výraz i je vypočteno skóre z ||ti||. Kromě toho je vypoč́ıtán jazykový
model pravděpodobnosti pro 4-gramy. Skóre by mělo odrážet lokálńı d̊ule-
žitost termı́nu v rámci datasetu a jazykový model pravděpodobnosti udává
globálně d̊uležité termı́ny, např́ıklad slovesa. Po normalizaci hodnot jednot-
livých př́ıznak̊u a jejich kombinováńı dostaneme hodnoty, které reprezentuj́ı
význam daného termı́nu ve větě. Finálńı sekvence výraz̊u se skládá přibližně
ze 70% pojmů a pokud dodáme např́ıklad stopwords, dostaneme celou sek-
venci v rozumně čteném tvaru.

4.1.7 Sumarizace založená na LSA

Př́ıstupy založené na společném výskytu výrazu (jako např.: LSA) předsta-
vuj́ı dobrý základ pro budováńı jazykově nezávislého (nebo v́ıcejazyčného)
sumarizátoru. Př́ıstup LSA (Steinberger a Ježek, 2009) nejprve vytvoř́ı ma-
tici jednotlivých vět a obsažených slov ze zdrojového textu, poté se aplikuje
singulárńı rozklad (SVD – Singular Value Decomposition) a nakonec se vý-
sledné matice použij́ı k identifikaci a extrahováńı nejd̊uležitěǰśıch vět. SVD
nacháźı skryté (ortogonálńı) dimenze, které, zjednodušeně řečeno, odpov́ıdaj́ı
r̊uzným témat̊um zdrojového textu.

Detailněji můžeme ř́ıci, že konstruujeme matici A vět a slov v nich obsa-
žených. Každý prvek odpov́ıdá vážené frekvenci daného výrazu v dané větě.
Zabýváme se tedy m r̊uznými výrazy a n r̊uznými větami ze zkoumaného do-
kumentu tvoř́ıćı matici A o velikosti m×n. Prvek ai,j matice A představuje
váženou frekvenci termı́nu i ve větě j a tato váha je definována jako (4.1):

ai,j = Li,j ·Gi, (4.1)

kde Li,j je lokálńı váha termı́nu i ve větě j a Gi je globálńı váha výrazu
i ve zdrojovém dokumentu. Bylo zjǐstěno, že nejlépe funguj́ı váhové systémy
(Steinberger et al, 2007.) použ́ıvaj́ıćı binárńı lokálńı váhu a globálńı váhu
založenou na entropii (4.2):

Li,j = 1 když se slovo i vyskytuje ve větě j alespoň jednou; jinak Li,j = 0,
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Gi = 1−
j<n∑
j=0

pi,j log pi,j
log n

, pi,j =
ti,j
gi
, (4.2)

kde ti,j je frekvence termı́nu i ve větě j, gi je celkový počet daného výrazu
vyskytuj́ıćıho se ve zdrojových datech a n je počet zdrojových vět.

Po tomto kroku je na výše uvedenou matici aplikován singulárńı rozklad
(SVD). Singulárńı rozklad matice m× n je definován jako (4.3):

A = U · S · V T , (4.3)

kde U(m× n) je sloupcově ortonormálńı matice, jej́ıž sloupce nazýváme
levé singulárńı vektory. Matice obsahuje znázorněńı termı́n̊u vyjádřených
v nově vytvořených dimenźıch. S(n × n) je diagonálńı matice, jej́ıž diago-
nálńı prvky jsou nezáporné singulárńı hodnoty řazené v sestupném pořad́ı.
VT (n×n) je řádková ortonormálńı matice, která obsahuje znázorněńı vět vy-
jádřených v nově vytvořených dimenźıch. Rozměry matic jsou redukovány na
r nejd̊uležitěǰśıch dimenźı a dostáváme tak matice U

′
(m×r),S′

(r×r),V′T (r×
n). Hodnota r lze nastavit v závislosti na funkčnosti sumarizátoru. Daľśı mož-
nost́ı je strojové učeńı r na tréninkových datech (Steinberger a Ježek, 2009).

Z matematického pohledu SVD mapuje m-rozměrný prostor určený ma-
tićı A do r-rozměrného singulárńıho prostoru. Z pohledu NLP SVD odvozuje
latentńı sémantickou strukturu dokumentu reprezentovaného matićı A.: tj
rozděleńı p̊uvodńıho dokumentu do r lineárně nezávislých základńıch vek-
tor̊u, které vyjadřuj́ı základńı témata ze zdrojových dat. SVD umı́ zachytit
vztahy mezi termı́ny tak, že pojmy a věty mohou být rozděleny na séman-
tické základy sṕı̌se než na základě pouhých slov. Kromě toho v př́ıpadě, že
se v datovém zdroji opakuje kombinace slov, bude tento jev zachycen a re-
prezentován jedńım ze singulárńıch vektor̊u. Velikost odpov́ıdaj́ıćı singulárńı
hodnoty určuje mı́ru d̊uležitosti tohoto vzoru ve zdrojových datech. Všechny
věty obsahuj́ıćı danou kombinaci slov budou promı́tány do jednoho singu-
lárńıho vektoru a věta, která nejlépe reprezentuje tuto kombinaci bude mı́t
největš́ı hodnotu indexu vektoru. Za předpokladu, že každé konkrétńı slovńı
spojeńı popisuje určité téma v dokumentu, může být každý singulárńı vek-
tor vńımán jako reprezentant takového tématu (Ding, 2005). Velikost jeho
singulárńı hodnoty představuje mı́ru d̊uležitosti takového tématu.

Matice VT obsahuje znázorněńı vět v tématech LSA a S obsahuje d̊u-
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ležitost těchto témat. Proto je jejich výsledkem matice F = S ·Vt, která
reprezentuje větný latentńı prostor vážený podle d̊uležitosti tématu. Výběr
věty zač́ıná měřeńım délky vektoru věty v matici F. Délka vektoru může být
vńımána jako měř́ıtko významu této věty v rámci LSA témat. Věta s nejvyš-
š́ım skóre je vybrána jako prvńı do celkového výsledku (odpov́ıdaj́ıćı vektor
v F je označován jako fbest). Po jeho umı́stěńı ve výsledćıch je zobrazeńı
tématu/vět v matici F změněno odečteńım informace obsažené v této větě
(4.4):

F (it+1) = F (it) − fbest · fT
best

||fbest||2
· F (it), (4.4)

Délky vektor̊u podobných vět jsou anulovány pro př́ıpad, aby nebyly do
souhrnu vybrány znovu a předešlo se tak ke zbytečné redundanci. Po anu-
lováńı informaćı ve vybrané větě pokračuje proces u věty, která má největš́ı
skóre vypočtené na základě aktualizované matice F. Tento proces je itera-
tivně opakován do té doby, než výsledný souhrn obsahuje požadovaný počet
výsledk̊u.

4.2 Sumarizace názor̊u

Jak uvád́ı [Balahur et al.(2012)], dnešńı svět je velice ovlivněn sociálńımi
śıtěmi a weby a lidé na jejich základě produkuj́ı obrovské množstv́ı dat
vhodných k analýze a sumarizaci. Vhodnost je zřejmá např́ıklad při mar-
ketingových pr̊uzkumech apod. Jedńım z velkých problémů je opravdu velké
množstv́ı dat, které můžeme źıskat po zaměřeńı na konkrétńı téma, které nás
zaj́ımá. standardně by tak musel uživatel prob́ırat tiśıce a tiśıce úryvk̊u nebo
př́ıspěvk̊u a utvořit si sám vlastńı souhrn hlavńıch myšlenek a poznatk̊u. Je
známo několik př́ıstup̊u jak se zaměřit konkrétně na sumarizaci názor̊u.

V experimentu popsaném v [Balahur et al.(2012)] je určováńı sentimentu,
tedy určováńı, zda př́ıspěvek nebo věta obsahuje nějaký názor, rozdělováńı
do čtyř skupin. Tyto skupiny znázorňuj́ı mı́ru názoru. Můžeme je jednoduše
pojmenovat jako pozitivńı, silně pozitivńı, negativńı a silně negativńı. K této
analýze jsou použ́ıvány kombinace r̊uzných slovńık̊u. Hlavńı motivaćı pro
tuto metodu je jej́ı jednoduchost a snadné použit́ı.
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4.2.1 Data

Základem pro takovou analýzu a následnou sumarizaci je vhodný výběr dat.
V experimentu byly využity dva datové soubory. Prvńı z nich obsahoval blo-
gové př́ıspěvky a jejich komentáře a druhý datový soubor obsahoval recenze
uživatel̊u britských bank.

Co se týče blog̊u a blogových př́ıspěvk̊u, tak můžeme ř́ıci, že se mnohdy
jedná o činnost vzdělaných lid́ı a nav́ıc je většinou takovýto blog zaměřen
na konkrétńı téma. To je ideálńı př́ıležitost pro jejich analýzu tak, abychom
dostali relevantńı souhrn z daného tématu od několika odborńık̊u. Prvotńı
motivaćı a úspěšným použit́ım taky bylo nasazeńı ke studiu výsledku voleb
nebo ke studiu koĺısáńı tržńıch cen akcíı. K danému experimentu bylo využito
51 blogových vláken psaných v anglickém jazyce. Jejich struktura byla vždy
tvořena hlavńım př́ıspěvkem autora a následnými reakcemi ostatńıch čtenář̊u,
č́ımž byla určena výsledná intenzita dané př́ıspěvku (ńızká, středńı nebo vy-
soká). Datový soubor 89 bankovńıch hodnoceńı byl pak u tohoto experimentu
použit zejména ke kontrola správnosti př́ıstupu k dané problematice.

4.2.2 Základńı analýza názor̊u a sumarizace

Hlavńım ćılem bylo navržeńı funguj́ıćıho systému, který vytvoř́ı kvalitńı sou-
hrn z dvou výše zmı́něných typ̊u dat. Standardńı př́ıstup je založen na kla-
sifikaci jednotlivých př́ıspěvk̊u podle názor̊u a jejich následné sumarizaci.
Blogové př́ıspěvky a komentáře byly postupně tř́ıděny do tř́ı samostatných
skupin: věty obsahuj́ıćı pozitivńı názor, věty obsahuj́ıćı negativńı názor a ne-
utrálńı nebo objektivńı věty. Poté následuje činnost sumarizátoru, který sa-
mostatně provede sumarizaci pozitivńıch a negativńıch vět. Takto oddělená
sumarizace se provád́ı z d̊uvodu zajǐstěńı dvou výsledných souhrn̊u. V opač-
ném př́ıpadě by sumarizátor mohl určit jako d̊uležité pouze věty z jedné nebo
druhé skupiny.

Z pohledu analýzy názor̊u bylo tedy prvotńım úkolem jejich roztř́ıděńı na
negativńı a pozitivńı a následné numerické ohodnoceńı d̊uležitosti (č́ım vyšš́ı
negativńı skóre, t́ım v́ıce negativńı věta a naopak). Jelikož tato klasifikace
nebyla zaměřena na konkrétńı téma, ale byla prováděna v obecném kontextu,
bylo zapotřeb́ı použ́ıt v́ıce r̊uzných slovńık̊u tak, aby byly výsledky co možná
nejlepš́ı. Každý z použitých zdroj̊u byly namapovány do čtyř skupin s r̊uzným
skóre: pozitivńı (1), negativńı (-1), hodně pozitivńı (4) a hodně negativńı (-
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4). Výhoda tohoto př́ıstupu je jeho jednoduchost a možnost využit́ı i pro daľśı
světové jazyky. Nav́ıc bylo prokázáno, že tato metoda zmůže u novinových
citaćı dosáhnout úspěšnosti až 82

Nyńı přicháźı na řadu část sumarizace, pro kterou byla v experimentu
využita LSA (v́ıce v kapitole Sumarizace založená na LSA).

4.2.3 Sumarizace založená na intenzitě názoru

Oproti výše zmı́něné metodě je tato část zaměřena na zkoumáńı vlivu inten-
zity názoru na výslednou sumarizaci. Jinými slovy řečeno je ćılem zkoumáńı,
jestli velmi pozitivńı nebo velmi negativńı věty charakterizuj́ı výsledný sou-
hrn nebo nikoliv. Pro testováńı tohoto jednoduchého principu založeného na
myšlence, že velice intenzivńı názory jsou také velice vypov́ıdaj́ıćı je zapotřeb́ı
tř́ı d̊uležitých část́ı: systém pro analýzu názor̊u produkuj́ıćı také jednotlivé
intenzity, sumarizátor zohledňuj́ıćı tyto intenzity a referenčńı korpus anoto-
vaných dat.

U experimentu [Balahur et al.(2012)] byla využita výš zmı́něná základńı
analýza názor̊u s t́ım, že je algoritmus doplněn o řazeńı komentář̊u podle
intenzity pro danou polaritu a následně se vyb́ırá vždy komentář s nejvyšš́ım
skóre.

Po otestováńı tohoto př́ıstupu bylo zjǐstěno, že tento př́ıstup neńı zcela
reprezentativńı a proto je dobré ho kombinovat s daľśımi funkcemi.

4.2.4 Sumarizace založená na tématu analýzy názor̊u
a sémantických informaćı

Pokud se zaměř́ıme na sumarizaci v obecném kontextu, nejsou výsledky až
tak dobré ([Balahur et al.(2012)]). Nicméně, pokud se jedná o kladný nebo
záporný názor, v celkovém hodnoceńı se objevil. Objevovaly se ale také př́ı-
spěvky, které byly zcela irelevantńı. Je pro nás proto d̊uležité, aby každý
př́ıspěvek, který se dostane do výsledné sumarizace byl zaměřen na kon-
krétńı téma. K analýze byla požita LSA (latentńı sémantická analýza) a byly
v úvahu oproti jiným experiment̊um sémantické informace.

Analýza názor̊u je zde prováděna stejným zp̊usobem jako výše. Znamená
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to, že byly vybrané zdroje mapovány do čtyř skupin (pozitivńı, negativńı,
vysoce pozitivńı a vysoce negativńı). Každé této skupině pak byly přǐrazeny
č́ıselné hodnoty (tedy ve stejném pořad́ı 1, -1, 4, -4). Ve druhé fázi byly po-
moćı LSA odfiltrovány pouze př́ıspěvky spojené z daným tématem a postupně
jako v předchoźım postupu byly určeny skóre těchto vybraných př́ıspěvk̊u.

Pro systém sumarizace byla použita stejná metoda jako výše, tedy sumari-
zace založená na LSA. Zde se však nav́ıc poč́ıtá se sémantickými informacemi
kombinuj́ıćı několik vlastnost́ı zdroj̊u jako jsou lexikálńı informace nebo in-
formace o jednotlivých subjektech. Oproti základńı metodě je tedy vstupńı
matice do LSA rozš́ı̌rená o tyto informace, jakými jsou např́ıklad synonyma
a daľśı vlastnosti.

[Balahur et al.(2012)] také uvád́ı, že tento obecný postup, kdy nejprve
docháźı k analýze př́ıspěvk̊u v závislosti na obsahu subjektivńıho názoru
a následné sumarizaci je motivován lepš́ımi výsledky. V opačném př́ıpadě
se totiž tak dobrých výsledk̊u nedosahuje.
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5 Sumarizátor názor̊u na Facebooku

5.1 Architektura

Celý software je rozdělen do pěti hlavńıch část́ı (baĺık̊u - packages).

• App - obecná část reprezentuj́ıćı hlavńı běh celé aplikace.

• Facebook - baĺık obsahuj́ıćı veškerou komunikaci s facebookem a tř́ıdu
reprezentuj́ıćı źıskaná data.

• GUI - zajǐstěńı grafického rozhrańı aplikace.

• Sent - baĺık obsahuj́ıćı tř́ıdy zaměřené na část aplikace zajǐst’uj́ıćı výběr
sentimentu. S t́ım souviśı také reprezentace jednotlivých slovńık̊u.

• Summ - část zaměřená na samotnou sumarizaci. Řešen je zde celý al-
goritmus sumarizátoru i s jeho pomocnými tř́ıdami.

Na obrázku 5.1 je vidět náhled UML diagramu architektury.

5.2 Implementace

Celou aplikaci můžeme rozdělit na méně zaj́ımavé a obecné části a na zaj́ı-
mavěǰśı a d̊uležité kusy, které detailněji rozebereme. Mezi obecné části patř́ı
baĺık App, ve kterém je implementována metoda Main() a volaj́ı se zde daľśı
d̊uležité metody z ostatńıch baĺık̊u. Zde je dobré zmı́nit, že pro vývoj celé apli-
kace bylo použito vývojové prostřed́ı Eclipse KEPLER za použit́ı knihovny
SWING pro vytvořeńı grafického rozhrańı aplikace. Vše je implementováno
v jazyce Java 1.7. Pro vytvořeńı diagramu UML byla použita aplikace Altova
UModel.

5.2.1 Implementace analýzy sentimentu

Veškeré tř́ıdy a použité algoritmy pro analýzu sentimentu obsahuje baĺık
Sent. Jako hlavńı muśıme zmı́nit tř́ıdu Sentiment.java definuj́ıćı algoritmy
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Obrázek 5.1: Náhled UML diagramu reprezentuj́ıćı architekturu celé aplikace
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a postupy analýzy sentimentu. Prvńı d̊uležitou bodem je voláńı metody se-
tDictionaries, která má za úkol inicializovat veškeré slovńıky potřebné pro
analýzu sentimentu. V našem př́ıpadě se jedná o inicializaci slovńık s klad-
nými výrazy, zápornými výrazy, extra kladnými výrazy, extra zápornými vý-
razy a se stopwords. Slovńıky maj́ı svoji strukturu a samozřejmě také imple-
mentovanou zmı́něnou metodu pro jejich inicializaci. Metoda je velice jedno-
duchá, postupně projde textový soubor daného slovńıku a vlož́ı každý prvek
do vytvořeného pole typu ArrayList. Od této doby tedy můžeme pracovat
s těmito slovńıky v rámci určováńı sentimentu.

Nyńı se dostáváme k využit́ı čtyř proměnných tř́ıdy Sentence.java. Ve
tř́ıdě Sentiment.java je využ́ıvána metoda reduceToSentiment, která má za
úkol proj́ıt celé pole objekt̊u reprezentuj́ıćı jednotlivé př́ıspěvky a inkremento-
vat danou proměnnou při každém výskytu nějakého slova ve slovńıku. Takto
se nám zaktualizuj́ı hodnoty těchto čtyř proměnných, které budou rozhoduj́ıćı
pro konečnou analýzu sentimentu.

Konečně se dostáváme k nejd̊uležitěǰśım metodám a to k getPosSenti-
ment pro vyjádřeńı kladných názor̊u a getNegSentiment pro vyjádřeńı zá-
porných názor̊u. Určováńı takto názorově zabarvených př́ıspěvk̊u je použito
právě hodnot daných čtyřmi proměnnými (p, n, hp, hn) tř́ıdy Sentence.java
reprezentuj́ıćı jednotlivé př́ıspěvky. Metoda zkoumá všechny čtyři hodnoty
a určuje tak podmı́nky, za kterých obsahuje př́ıspěvek kladný nebo záporný
názor. Tyto podmı́nky byly v rámci experimentu obměňovány a laděny. Př́ı-
kladem však můžeme ukázat jednu z použitých podmı́nek výběru př́ıspěvk̊u
s negativńım názorem.

public ArrayList<Sentence> getNegSentiment(){

neg = new ArrayList<Sentence>();

for (int i=0; i<arr.size(); i++){

if(((arr.get(i).n > 1)||(arr.get(i).hn > 1)) &&

((arr.get(i).p < 3)||(arr.get(i).hp < 3))){

neg.add(arr.get(i));

}

}

return neg;

}
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5.2.2 Implementace automatické sumarizace

Celkově baĺık summ obsahuj́ıćı vše potřebné pro samotnou sumarizaci ob-
sahuje tři tř́ıdy, Feature.java, SentenceFeature.java a nejd̊uležitěǰśı Summa-
rize.java. Z pohledu sumarizace je tedy ned̊uležitěǰśı metoda summ(), ve
které je kompletně obsažen algoritmus sumarizace založené na LSA. Tato
metoda se volá v hlavńı tř́ıdě a konstruktorem tohoto objektu sumarizátoru
je ArrayList naplněný jednotlivými př́ıspěvky.

V prvńı fázi se v této metodě volá pomocná metoda setFeatures, která
vytvoř́ı seznam unikátńıch výraz̊u (tř́ıda Features.java) vyjma slov ze slov-
ńıku stopwords a zároveň u každého takového slova při procházeńı aktuali-
zuje č́ıtač reprezentuj́ıćı celkový počet výskytu daného slova v analyzovaném
datasetu. Tento seznam nám poté tvoř́ı y-ovou souřadnici potřebné matice.
Druhý úkol této metody je inicializace a naplněńı pole typu ArrayList objekty
tř́ıdy SentenceFeatrue.java vyjadřuj́ıćı jednotlivé př́ıspěvky na x-ové souřad-
nici potřebné matice a tato matice nám tak ukazuje výskyt jednotlivých slov
v daných př́ıspěvćıch.

Následuje vypočteńı hodnoty každého prvku matice. Znamená to, že po-
č́ıtáme váhu (d̊uležitost) jednotlivých slov. K tomu je určena metoda getClu-
EntWeight, která je vytvořena v návaznosti na adekvátńı vzorec 4.2.

private static double getCluEntWeight(double sentences,

String word, double cluFreq) {

double sum = 0;

for (int i=0; i<sentenceFeatures.size();i++){

if (sentenceFeatures.get(i).getWord().equals(word) == true){

double p = sentenceFeatures.get(i).getFreq() / cluFreq;

sum = sum + (p*Math.log(p));

}

}

return(1 - sum/Math.log(sentences));

}

Následuje normalizace vzniklé matice a následný singulárńı rozklad, jenž
je implementován v dodané knihovně jama.jar poskytnuté Ing. Josefem Steinber-
gerem Ph.D. Vzniklé matice následně zredukujeme.

Posledńım velkým krokem je samotné vybráńı vět do výsledné sumari-
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zace. To prob́ıhá tak, že se vyb́ırá věta s nejdeľśım vektorem. Následně mu-
śıme u této věty (tématu) zaručit, aby se nám do výsledku nedostala znovu.
K tomu slouž́ı pomocná metoda substractColumn, která je založena na vzorci
4.4.

private static Matrix subtractColumn(Matrix F, int chosenIndex) {

Matrix newF = new Matrix(F.getRowDimension(),

F.getColumnDimension());

// výpočet druhé mocniny délky nejlepšı́ho vektoru

double len = 0;

for (int i=0; i<F.getRowDimension(); i++)

len += F.get(i, chosenIndex)*F.get(i, chosenIndex);

// vytvořenı́ matice vbest * vtbest (obě normalizované)

Matrix VV = new Matrix(F.getRowDimension(), F.getRowDimension());

for (int i=0; i<F.getRowDimension(); i++)

for (int j=0; j<F.getRowDimension(); j++)

VV.set(i, j, F.get(i, chosenIndex) *

F.get(j, chosenIndex) / len);

// vytvořenı́ matice VV * F

Matrix VVF = new Matrix(F.getRowDimension(),

F.getColumnDimension());

VVF = VV.times(F);

// odečtenı́ matice VVF z matice F

newF= F.minus(VVF);

return newF;

}

5.2.3 Implementace rozhrańı pro Facebook

Vzhledem k tomu, že v našem př́ıpadě je automatický sumarizátor názor̊u
zaměřen na analýzu př́ıspěvk̊u z facebookových stránek, jedná se o velice
d̊uležitou část.

Pro komunikaci a extrahováńı př́ıspěvk̊u z facebookových stránek bylo
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použito rozhrańı Facebook4J API (http://facebook4j.org/). Toto rozhrańı
je zcela vyhovuj́ıćı a připravené pro veškeré potřeby automatického sumari-
zátoru. Baĺık facebook tedy obsahuje tř́ıdu Join.java reprezentuj́ıćı samotné
rozhrańı a komunikaci s Facebookem.

Zjednodušeně můžeme ř́ıci, že k navázáńı komunikace je zapotřeb́ı tzv to-
kenu, což je unikátńı identifikace uživatele nebo aplikace, jej́ıž pomoćı docháźı
k extrahováńı př́ıspěvk̊u a komentář̊u. Druhou podstatnou věćı je identifikace
facebookové stránky, která může být implementačně řešena př́ımo pomoćı ná-
zvu stránky (URL) nebo jako v našem př́ıpadě pomoćı identifikačńıho č́ısla.
Následně už jen docháźı k navázáńı komunikace a za pomoci metod getFeed
a getMessage dostaneme určený počet hlavńıch status̊u, ze kterých můžeme
extrahovat ještě komentáře a odpovědi metodou getComments.

Druhou d̊uležitou tř́ıdou je Sentence.java, která reprezentuje strukturu
př́ıspěvku i s jeho náležitými vlastnostmi. Obsahuje tedy hlavně ID, což je
unikátńı identifikačńı č́ıslo, d́ıky kterému můžeme daný př́ıspěvek v jakémko-
liv stavu aplikace jednoznačně identifikovat. Toto č́ıslo je také velice d̊uležité
pro analýzu sentimentu a následnou sumarizaci. Samozřejmost́ı tř́ıdy Sen-
tence.java je proměnná text, která je typu String a reprezentuje samotný
text př́ıspěvku. Nesmı́me zapomenout také na čtyři proměnné (p, n, hp, hn),
které jsou typu Integer a při extrahováńı př́ıspěvku vytvář́ıme objekt této
tř́ıdy, jehož startovńı hodnoty zmı́něných čtyř proměnných jsou nulové. Znač́ı
totiž počet slov z každého ze čtyř slovńık̊u se kterými se ovšem pracuje až
při určováńı sentimentu. Na závěr ještě muśıme připomenout daľśıch několik
proměnných, které jsou v této struktuře připraveny pro práci s korpusem, ale
ve standardńım režimu je nepouž́ıváme.

Tato implementace je z uživatelského pohledu úzce spojená s uživatelským
rozhrańım celé aplikace. Ta byla navržena tak, aby byla co možná njesnad-
něji ovladatelná a hlavně přehledná. Uživateli byla poskytnuta také možnost
nastaveńı velikosti výsledné sumarizace. Náhled celé aplikace můžete vidět
na obrázku 5.2. Je vidět, že rozmı́stěńı jednotlivých výčt̊u je velice logické
a nav́ıc jsou uživateli dodávány statistické informace z jednotlivých stádíı
procesu analýzy. Rozhrańı tak zcela přehledně ukazuje veškeré př́ıspěvky ex-
trahované z dané facebookové stránky, které jsou pak analyzovány z pohledu
obsahu subjektivńıho názoru. Tyto názory jsou pak v aplikaci přehledně roz-
děleny na kladné a záporné. Nakonec aplikace ukazuje skutečnou výslednou
kladnou i zápornou sumarizaci opět v oddělených listech.
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Obrázek 5.2: Náhled automatického sumarizátoru názor̊u na Facebooku

5.3 Testováńı aplikace

Celá aplikace je velice jednoduše připravena k okamžitému použit́ı a byla
v reálu otestována na několika facebookových stránkách s r̊uzným zaměřeńım
a r̊uzným stylem testováńı. Jako uživatel sociálńı śıtě Facebook mám mana-
žerská práva k několika veřejným i testovaćım stránkám. Veškerá funkčnost
tak mohla být testována na veřejných stránkách z př́ıspěvky r̊uzných uživa-
tel̊u, ale mohla být testována také na soukromých testovaćıch facebookových
stránkách s možnost́ı ovlivněńı obsahu. Explicitně pak byly otestovány face-
bookové stránky iDnes.cz, Nokia.cz) a

5.3.1 Nokia

Stránky byly vybrány zejména z d̊uvodu velkého počtu názor̊u, jelikož je
známe, že společnost Nokia se v oč́ıch uživatel̊u nejev́ı zcela d̊ustojně. V
tabulce 5.1 můžeme vidět statistiky z konkrétńıho použit́ı při zaměřeńı na
posledńıch 40 status̊u a nastaveńı délky sumarizace na 500 slov.

Konkrétně byly do výsledné kladné sumarizace vybrány tyto př́ıspěvky:

• ”Obĺıbených aplikaćı je několik. Vzhledem k tomu, že mám Lumii 1020,
tak zejména fotoaplikace. Krom těch od Nokie jsem si obĺıbil HDR
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Photo Cameru, která zvládá skvělé HDR sńımky a po vyzkoušeńı v́ıcero
aplikaćı pro HDR ji mohu směle označit za jednu z nejlepš́ıch na Storu v
tomto oboru a v tuto dobu. Dále jsem si obĺıbil fotoeditory Fhotoroom
a Fotor. V tom prvém si člověk může velmi dobře vyhrát s nastaveńım
parametr̊u a krom r̊uzných obligátńıch efekt̊u může směle upravovat i
parametry jako vyvážeńı st́ın̊u a světel, korekce barevnosti a expozice,
atd., takže fotky si často uprav́ıte velmi dobře př́ımo v telefonu a ne-
muśıte je už dále upravovat v poč́ıtači. Fotor se zaměřuje zejména na
efekty, ale pro určité operace je rychleǰśı, než Fhotoroom a nav́ıc umı́ i
hezké koláže. Daľśı obĺıbenou aplikaćı se stalo YouRadio, které umož-
nuje zdarma streamovat muziku dle vybraných ”nálad”a ještě si uložit
až dvě hodiny pro off-line poslech, když je člověk třeba venku a nemá
zrovna ideálńı FUP na datovém baĺıčku. Nálady si lze tvořit vlastńı a
muziku si tak naladit přesně dle mého gusta. Výbornými aplikacemi
jsou české Bouřky s vždy aktuálńım stavem meteoradar̊u nad Českem,
tak předpovědńı Meteoservis. Pro čteńı novinek použ́ıvám už od WP7
skvělou čtečku Nextgen Reader s ńıž se člověk v RSS neztrat́ı a má stále
aktuálńı přehled o děńı v tom, co jej zaj́ımá. Pro sledováńı YouTube
videa dobře poslouž́ı aplikace MetroTube, nebo YouTube HD, byt’ v
IE11 ve WP8.1 už lze video přehrávat skvěle i př́ımo v prohĺıžeči. Ve
světě meziměstské dopravy vždy spolehlivě porad́ı WMM J́ızdńı řády a
v terénu pak zase Mapy.cz od Seznamu. Před spańım si rád pust́ım ně-
jaké ty uklidňuj́ıćı tóny a skvěle se uśıná třeba s aplikacemi Sleep, nebo
Sleep Bug. Zkrátka a dobře - neńı pravda, že by na Storu bylo málo
aplikaćı. Naj́ıt velmi dobré aplikace se daj́ı a kdyby hoši v MS ještě
trochu v́ıce mákli na odstraněńı, nebo alespoň odfiltrováńı ”balastu”,
bylo by hledáńı ve Storu opravdu radost́ı. Těš́ım se, že s oficiálńım př́ı-
chodem WP8.1 se počet kvalitńıch aplikaćı zase zvedne a padnou tak i
posledńı argumenty odp̊urc̊u Windows Phone :).”

• ”Dobrý den, dobre pokud to dobre chápu, tak by mela byt záruka
platna. Podle toho imei se mi nav́ıc na Vašich stránkách objev́ı v za-
ruce v této zemi. Ale potřeboval bych vedet, jak bych postupoval při
pripadne reklamaci, když nemam zarucni list ani doklad o koupi. Jestli
si jen v servise podle č́ısla najdou jestli je v zaruce, a tak to stač́ı.
Dekuji za odpověd’.”

• ”Prosim Vas, nehrajte si tu na chytreho. Psal jsem, ze je mnoho vsriant.
Chtel bych Vas videt vyvijet aplikace. To by asi byla sranda co? Ja to
delam uz dost dlouho. Nokia je dobra a se svoji Lumii 1020 i 1520 jsem
spokojen.”
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• ”hezké lumie :) snad poprvé v životě něco vyhraju :) máte moc hezkou
a informativńı stránku :) a pěknou soutěž kterou jsem udělal :)”

Můžeme vidět, že do kladné sumarizace se dostaly vcelku zaj́ımavé a z velké
části opravdu kladné názory, které nám zjednodušeně mohou pomoci udělat
si obrázek o aktuálńıch pozitivech značky.

Nyńı se pod́ıvejme na výsledky záporné sumarizace:

• ”Jedńım z d̊uvod̊u, proč jsem si poř́ıdil Lumii byla offline navigace
HERE Drive. Většinou stač́ı, ale bohužel k dokonalosti j́ı chyb́ı ještě
hodně (nejv́ıce mi vad́ı chyběj́ıćı navigace v pruźıch, podivné hlášky
držte se vlevo/vpravo a nemožnost zadat pr̊ujezdńı mı́sta). Skvělá je
aplikace Lidé, která je v podstatě automaticky provázaná s mým online
adresářem a sociálńımi śıtěmi. To pro mne bylo velmi př́ıjemné překva-
peńı. Velmi také oceňuji fotoaplikaci NOKIA Camera, Jej́ı ovládáńı a
funkce nemaj́ı chybu a neznám nic lepš́ıho. Mı́t toto i na svém fot’áku,
to by bylo něco :-) A OneDrive, to asi ani nemuśım rozvádět. Poř́ı-
dil jsem si i tablet Nokia Lumia 2520 (trochu krkolomně ze zahranič́ı)
právě kv̊uli provázanosti s PC a mobilem a Nokia aplikaćım.”

• ”Dobrý den, tyto pot́ıže se týkaj́ı účtu Windows Live, proto může být
nutné upravit nastaveńı propojených služeb Live pro Facebook: Pře-
jděte na web http://Live.com a přihlaste se do svého Windows Live
učtu.Vyberte propojené služby Windows Live.Vyberte službu Facebook
a podle pokyn̊u službu propojte. Zkuste v nastaveńı účt̊u v telefonu
zapnout účet služby Facebook. Zvolte možnost Start > Nastaveńı >
e-mail+účty Co se týče přerušováńı hovor̊u, doporučujeme vyzkoušet,
zda přistroj bude normálně fungovat s jinou SIM kartou. V př́ıpadě,
že je to pot́ıž na straně SIM karty, obrat’te se na svého telefonńıho
operátora, aby Vám kartu vyměnil. Nokia Česká republika”

• ”Dobrý den, chci si koupit bluetooth headset Nokia BH-112U. Jak
dlouho vydrž́ı headset spárovaný s mobilem? Jde mi o to, aby když
ho ráno spáruji s mobilem (Lumia 620), tak aby vydržel spárovaný celý
den, resp. pracovńı dobu. Když mi bude někdo volat, aby pokaždé šlo
hovor přijmout headsetem a nemusel jsem šahat na mobil. Známý má
headset HB-108 na Lumii 820 a po nějaké době od spárováńı se toto
zruš́ı a muśı headset znovu s mobilem spárovat, což je problém. Tak
jestli to je chyba jeho kusu nebo to je dáno technologíı a má to tak
každý headset? Děkuji.”
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• ”Dobrý den mám tady takovou pikantnost.... Jde o reklamaci Nokia Lu-
mia 1520.. byl jsem v obchodě kde jsem ji koupil. je na ni vadný pixel....
1 . No a oni mě řekli že do tř́ı pixel̊u je to unosné... :( :( Moc dobře
věděli že je to Nokia z Polska.... poslali fotku do Olomouce a dneska
mě řekli že prostě neuznaj́ı reklamaci..... Mrźı mě to dost zklamala mě
Nokia..... :( :(”

Opět je možno vidět, že se do výsledné záporné sumarizace dostaly z velké
části opravdu záporné názory, které nám naznačuj́ı hlavńı problémy dnešńıch
uživatel̊u produkt̊u společnosti Nokia. Můžeme zde také pozorovat, že zde
správně funguje nastaveńı analýzy názor̊u, jelikož u př́ıspěvk̊u můžeme vidět
osloveńı ”dobrý den”, jenž ovšem na zařazeńı mezi záporné názory nemělo
vliv.

5.3.2 iDnes.cz

Zaměřeńı portálu iDnes je hlavně na aktuálńı děńı u nás i ve světě a je tak
možné v sumarizaci očekávat př́ıspěvky zaměřené právě na témata posledńıch
dńı. Při tomto testováńı byla nastavena délka výsledné sumarizace na 200
slov. Statistické údaje můžete vidět v tabulce 5.1.

Kladná sumarizace:

• ”Je evidentńı, že máme př́ılǐs mnoho politických stran, hnut́ı a r̊uzných
uskupeńı. Bylo by v́ıce než žádoućı aby si strany na svoj́ı existenci za-
čaly vydělávat bez účasti daňových poplatńık̊u. Kvalita našeho života
totiž rozhodně neodpov́ıdá počtu stran ani jejich volebńım programům.
Až na prvńım mı́stě jsou peńıze, i takto lze chápat množstv́ı politických
subjekt̊u. Zvláště, když žij́ı a funguj́ı na základě nikoli svých finančńıch
prostředk̊u. Eurovolby jsou pro ně zvláště v́ıtaným prostředkem k źıs-
káńı finanćı. V př́ıpadě minimálńıho úspěchu dostanou slušné peńıze a
nav́ıc v př́ıpadě zvoleńı do Evropského parlamentu i možnost zaš́ıt se
do instituce, kde na ně nebude z Čech až tolik vidět. Nav́ıc, když se dá
předpokládat ńızká volebńı účast. Je to od stran moudré a chytré, ne
však už tak pro občany této země. Ale ptá se jich tu v̊ubec ještě někdo
na něco? Mysĺım, že ne.”

• ”Bylo to samoúčelné a tud́ıž to nemělo s karikaturou nic společného, jen
s pomluvou. V tom má Petra Paroubková naprostou pravdu! Mysĺım
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ten obrázek v Reflexu!”

• ”A 1000x v́ıc havárii zavinili lide co byli stř́ızliv́ı a nebyli pod vlivem.
Tud́ıž je statisticky lepš́ı jezdit ozralej a nafetovanej pak je menš́ı prav-
děpodobnost havarie :-D”

Můžeme vidět, že jednoznačnost kladných názor̊u neńı zcela tak jasná jako
u stránek Nokia. Je to dáno předevš́ım t́ım, že zde lidé reaguj́ı opravdu na
velké množstv́ı aktuálńıho děńı a tak nemůžeme očekávat, že se v sumarizaci
objev́ı nějaký názor př́ımo na portál iDnes. I přesto je však vidět, že se
do sumarizace dostaly př́ıspěvky zcela tématicky r̊uznorodé, což naznačuje
správnost funkce sumarizátoru z pohledu jeho funkčnosti.

Záporná sumarizace:

• ”Je to vlaštni jak kdejaké neřadstvoo ppostupňé ziska vá i přiznivce
nebo prosté tolerovani..Dokonce by nékteři sohlasli s legalisaci. Ale
otazka je proč zdravi človék potřebujé drogu? Odpovéd je prosta je
to jedinec,ktery ztratil soudnost sam nad sebou a pak je mu jedno jak
jeho jednani ovlivni třeba i život jiného.Jak takoveto jedince přivest na
normalni uvažovani,prosté. Za smrt smrt! Ostatni by pochopili velice
rychle že pit nebo drogovat se prpstě při řizeni nesmi. Když v Norsko
jede opilec a bez nehody skonči na 3 roky v base. V česke rep. Jede
na rekraci na svou chalupu v zamoři a nejde ani k soudu.( Janoušek a
pod). Tak že se dál budeme těšit na daľsi silnični tragedie.věc mě přijde
tako á že si nej ic ožrali a sfetovany jezdi zakonodarci proto se zakon
na tvrdé tresty nedostavaji na program dne”

• ”Kdyby se už konečně začalo něco dělat se zloději a podobnými, kterých
je náš stát plný. Miliardy jsou v pr...i, ale chytaj́ı se malé čudly a velryby
si klidně plavou dál. Je mi z toho našeho Česka na blit́ı.”

• ”Já si prvně myslel, že je to přepadeńı nebo teroristickej útok.”

Zde můžete jasně opět pozorovat r̊uznorodost př́ıspěvk̊u a je zde v́ıce
markantńı výběr opravdu záporných názor̊u, které shrnuj́ı určitý pohled na
danou věc. Zřejmé je to zejména u druhého př́ıspěvku ze záporné sumarizace.
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Nokia iDnes

Adresa facebook.com/nokia.cz facebook.com/iDNES.cz
Celkem př́ıspěvk̊u 219 431
Kladných názor̊u 16 20
Záporných názor̊u 14 24
Kladná sumarizace 4 3
Záporná sumarizace 4 3

Tabulka 5.1: statistické vyhodnoceńı reálného testováńı aplikace na třech
facebookových stránkách
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6 Experiment

Celý experiment je založen na zjǐstěńı a porovnáńı účinnosti automatického
sumarizátoru názor̊u oproti manuálńı subjektivńı sumarizaci. K tomuto účelu
bylo zapotřeb́ı źıskáńı testovaćıch dat, která by se mohla použ́ıt pro oba typy
sumarizace a jejiž výsledky by se dali reálně porovnávat.

6.1 Źıskáńı datasetu

Jako testovaćı data byly použity označkované korpusy poskytnuté Ing. Jo-
sefem Steinbergerem, Ph.D. Tyto korpusy jsou všechny ve stejné formě ve
formátu CSV. Jedná se o posb́ırané př́ıspěvky z facebookových stránek:

• Kofola - www.facebook.com/kofolaceskoslovensko

• McDonald’s - www.facebook.com/McDonalds

• Milka - www.facebook.com/Milka.cz.sk

• O2 - www.facebook.com/o2cz

• Slevomat - www.facebook.com/slevomat

• T-Mobile - www.facebook.com/TmobileCz

• Vodafone - www.facebook.com/vodafoneCZ

• Xparfemy - www.facebook.com/Xparfemy.cz

• ZOO Praha - www.facebook.com/zoopraha

Každý z uvedených korpus̊u obsahuje přibližně 1100 př́ıspěvk̊u z výše
uvedených facebookových stránek.
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Experiment Źıskáńı datasetu

6.1.1 Formát dat

Jedná se o soubory ve formátu CSV obsahuj́ıćı tyto sloupečky:

• ID - jedná se o unikátńı kĺıč daného př́ıspěvku (pořadové č́ıslo)

• Web - jméno facebookové stránky

• Text - konkrétńı text daného př́ıspěvku

• A1 - ohodnoceńı př́ıspěvku prvńı osobou (0, n, p, b)

• A2 - ohodnoceńı př́ıspěvku druhou osobou (0, n, p, b)

• R3 - ohodnoceńı př́ıspěvku třet́ı osobou (0, n, p, b) - v př́ıpadě neshody
A1 a A2

• R4 - ohodnoceńı př́ıspěvku čtvrtou osobou (0, n, p, b) - v př́ıpadě
neshody A1 a A2

• Gold - výsledný názor na př́ıspěvek

• A1=A2 - porovnáńı názor̊u osob A1 a A2

Př́ıklad části korpusu můžete vidět na obrázku 6.1.

Obrázek 6.1: Ukázka označkovaného korpusu facebookových stránek společ-
nosti Vodafone
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6.2 Testováńı

V rámci testováńı bylo tedy zapotřeb́ı źıskat subjektivńı výsledky na základě
anotace a sumarizace fyzických osob a anotace a sumarizaci automatické.

6.2.1 Manuálńı sumarizace

Tato část experimentu prob́ıhala s pomoćı pěti dobrovolńık̊u, kteř́ı měli za
úkol pomoćı doplňkové aplikace pro manuálńı výběr a export vybrat z do-
daných korpus̊u př́ıspěvky obsahuj́ıćı kladný nebo záporný názor. Pro maxi-
málńı rozpět́ı témat bylo pro experiment vybráno těchto pět korpus̊u:

• McDonald’s - www.facebook.com/McDonalds

• Milka - www.facebook.com/Milka.cz.sk

• Slevomat - www.facebook.com/slevomat

• Vodafone - www.facebook.com/vodafoneCZ

• ZOO Praha - www.facebook.com/zoopraha

Každý dobrovolńık si za použit́ı doplňkové aplikace vždy naimportoval
jeden z korpus̊u a následně postupně zkontroloval každý př́ıspěvek. Pokud
uznal nějaký př́ıspěvek jako názorový, mohl jej označit a přesunout do se-
znamu př́ıspěvk̊u, které podle něj názor obsahuj́ı. Takto vytvořený seznam
je pak možné exportovat do souboru ve formátu CSV. Těchto celkem 25
soubor̊u (5 soubor̊u od 5 dobrovolńık̊u) bylo použito k otestováńı úspěšnosti
automatického sumarizátoru názor̊u. Ukázku aplikace pro manuálńı výběr
př́ıspěvk̊u obsahuj́ıćı názor můžete vidět na obrázku 6.2.

Následně byli ještě tito dobrovolńıci požádáńı o manuálńı sumarizaci
těchto př́ıspěvk̊u obsahuj́ıćıch názor. Výsledky jednotlivých dobrovolńık̊u (tes-
ter̊u) můžete vidět v daľśı části této práce.

Rozd́ıly jednotlivých tester̊u nastávaly zejména při obecném pohledu na
určováńı názor̊u. Jedńım z problémů byla např́ıklad analýza korpusu Milka,
jelikož někdo považoval za názory pouze ty, které jasně reagovaly př́ımo na
společnost, ale někteř́ı braly jako názor na společnost také názory na jej́ı

39



Experiment Testováńı

Obrázek 6.2: Náhled doplňkové aplikace pro ručńı výběr př́ıspěvk̊u obsahuj́ı-
ćıch názor

produkty, což ve své podstatě neńı zcela špatný př́ıstup, jelikož názory př́ımo
na produkty firmy jsou názory, které nás zaj́ımaj́ı. Tento problém je, jak
se následně dozv́ıme, také problém automatického sumarizátoru, který má
opačný problém u jiného typu dat. Statisticky se však dobrovolńıci např́ıklad
počtem vybraných př́ıspěvk̊u lǐsili v rámci jednotek procent, což lze považovat
za dobré.

6.2.2 Automatická sumarizace

Stejně jako u manuálńı sumarizace bylo k automatické sumarizaci použito
vybraných pět korpus̊u. Do automatického sumarizátoru bylo postupně vlo-
ženo pět korpus̊u. Po automatické sumarizaci byl vždy vybrán určitý počet
kladných i záporných př́ıspěvk̊u, které byly následně sumarizovány. Tyto vý-
sledky pak byly použity pro porovnáńı výsledk̊u manuálńı sumarizace.
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Tester Vybrané př́ıspěvky Procentuálně Maximálńı váha

Tester 1 101 9% 505
Tester 2 168 15% 840
Tester 3 183 16,4% 915
Tester 4 146 13% 730
Tester 5 155 13,9% 775

Tabulka 6.1: Počet vybraných př́ıspěvk̊u jednotlivých tester̊u korpusu McDo-
nald’s

6.3 Výsledky

6.3.1 Manuálńı výběr subjektivńıch př́ıspěvk̊u

Nyńı se dostáváme k vyhodnoceńı manuálńı sumarizace. Pět tester̊u postupně
manuálně sumarizovalo výše zmı́něných pět korpus̊u. Postupně se seznámı́me
s výsledky jednotlivých tester̊u a vzájemně porovnáme a vyhodnot́ıme jed-
notlivá témata (korpusy). V následuj́ıćıch tabulkách je možné vidět konkrétńı
č́ısla a procentuálńı vyjádřeńı shodnosti anotaćı jednotlivých tester̊u.

Metoda určeńı mı́ry úspěšnosti anotaćı je založena na určeńı váhy jed-
notlivých př́ıspěvk̊u. Nejprve byla tedy určena váha jednotlivých př́ıspěvk̊u
podle toho, kolikrát byl daný př́ıspěvek vybrán jako názor. Pokud tedy ně-
jaký př́ıspěvek označilo jako názor všech pět tester̊u, obdržel tento př́ıspěvek
váhu hodnoty 5. Pokud byl vybrán např́ıklad dvěma testery, obdržel váhu
hodnoty 2. Pokud nebyl př́ıspěvek označen jako názor žádným testerem, z̊u-
stala jeho váha 0. Procentuálńı úspěšnost je pak určována pomoćı součtu
vah vybraných př́ıspěvk̊u, které tvoř́ı určitou část z maximálńıho možného
součtu.

McDonald’s

Celkově tento korpus obsahoval 1118 př́ıspěvk̊u. Základńı č́ıselné vyjádřeńı
výsledk̊u jednotlivých tester̊u vid́ıte v tabulce 6.1 a porovnáńı shody jednot-
livých tester̊u vid́ıte v tabulce 6.2.

41



Experiment Výsledky

Tester Skóre Procentuálńı úspěšnost

Tester 1 415 81,6%
Tester 2 587 70%
Tester 3 654 71,5%
Tester 4 524 71,8%
Tester 5 598 77,2%

Tabulka 6.2: Porovnáńı shodnosti jednotlivých tester̊u u korpusu McDonald’s

Tester Vybrané př́ıspěvky Procentuálně Maximálńı váha

Tester 1 75 6,7% 375
Tester 2 149 13,4% 745
Tester 3 123 11% 615
Tester 4 94 8,4% 470
Tester 5 104 9,3% 520

Tabulka 6.3: Počet vybraných př́ıspěvk̊u jednotlivých tester̊u korpusu Milka

Milka

Celkově tento korpus obsahoval 1117 př́ıspěvk̊u. Základńı č́ıselné vyjádřeńı
výsledk̊u jednotlivých tester̊u vid́ıte v tabulce 6.3 a porovnáńı shody jednot-
livých tester̊u vid́ıte v tabulce 6.4.

Slevomat

Celkově tento korpus obsahoval 1116 př́ıspěvk̊u. Základńı č́ıselné vyjádřeńı
výsledk̊u jednotlivých tester̊u vid́ıte v tabulce 6.5 a porovnáńı shody jednot-
livých tester̊u vid́ıte v tabulce 6.6.

Tester Skóre Procentuálńı úspěšnost

Tester 1 312 83,2%
Tester 2 590 79,2%
Tester 3 501 81,4%
Tester 4 367 78%
Tester 5 393 75,6%

Tabulka 6.4: Porovnáńı shodnosti jednotlivých tester̊u u korpusu Milka
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Tester Vybrané př́ıspěvky Procentuálně Maximálńı váha

Tester 1 57 5,1% 285
Tester 2 76 6,8% 380
Tester 3 39 3,5% 195
Tester 4 78 7% 390
Tester 5 66 5,9% 330

Tabulka 6.5: Počet vybraných př́ıspěvk̊u jednotlivých tester̊u korpusu Slevo-
mat

Tester Skóre Procentuálńı úspěšnost

Tester 1 156 54,7%
Tester 2 253 66,6%
Tester 3 135 69,3%
Tester 4 269 69%
Tester 5 229 69,4%

Tabulka 6.6: Porovnáńı shodnosti jednotlivých tester̊u u korpusu Slevomat

Vodafone

Celkově tento korpus obsahoval 1119 př́ıspěvk̊u. Základńı č́ıselné vyjádřeńı
výsledk̊u jednotlivých tester̊u vid́ıte v tabulce 6.7 a porovnáńı shody jednot-
livých tester̊u vid́ıte v tabulce 6.8.

Tester Vybrané př́ıspěvky Procentuálně Maximálńı váha

Tester 1 88 7,9% 440
Tester 2 146 13% 730
Tester 3 53 4,7% 265
Tester 4 106 9,5% 530
Tester 5 127 11,3% 635

Tabulka 6.7: Počet vybraných př́ıspěvk̊u jednotlivých tester̊u korpusu Voda-
fone
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Tester Skóre Procentuálńı úspěšnost

Tester 1 295 67%
Tester 2 514 70,4%
Tester 3 198 74,7%
Tester 4 367 69,3%
Tester 5 436 68,7%

Tabulka 6.8: Porovnáńı shodnosti jednotlivých tester̊u u korpusu Vodafone

Tester Vybrané př́ıspěvky Procentuálně Maximálńı váha

Tester 1 75 6,6% 375
Tester 2 68 6% 340
Tester 3 54 4,8% 270
Tester 4 70 6,2% 350
Tester 5 76 6,7% 380

Tabulka 6.9: Počet vybraných př́ıspěvk̊u jednotlivých tester̊u korpusu ZOO
Praha

ZOO Praha

Celkově tento korpus obsahoval 1132 př́ıspěvk̊u. Základńı č́ıselné vyjádřeńı
výsledk̊u jednotlivých tester̊u vid́ıte v tabulce 6.9 a porovnáńı shody jednot-
livých tester̊u vid́ıte v tabulce 6.10.

Tester Skóre Procentuálńı úspěšnost

Tester 1 288 76,8%
Tester 2 248 72,9%
Tester 3 193 71,5%
Tester 4 256 73,1%
Tester 5 280 73,7%

Tabulka 6.10: Porovnáńı shodnosti jednotlivých tester̊u u korpusu ZOO
Praha

44



Experiment Výsledky

Korpus Vybrané př́ıspěvky Procentuálně Maximálńı váha

McDonald’s 23 2% 115
Milka 27 2,4% 135

Slevomat 32 2,9% 160
Vodafone 34 3% 170

ZOO Praha 43 3,8% 215

Tabulka 6.11: Porovnáńı shodnosti anotace automatického sumarizátoru
u jednotlivých korpus̊u

6.3.2 Automatický výběr subjektivńıch př́ıspěvk̊u

V tabulce 6.11 je vidět základńı č́ıselné vyjádřeńı výsledk̊u automatického su-
marizátoru se zaměřeńım na část výběru př́ıspěvk̊u s názorem. Zde je nutné
podotknout, že nastaveńı výběru záporných názorových př́ıspěvk̊u automa-
tického sumarizátoru bylo provedeno následuj́ıćım zp̊usobem:

((arr.get(i).n > 1)||(arr.get(i).hn > 1))

&&

((arr.get(i).p < 3)||(arr.get(i).hp < 3))

V překladu to znamená, že jako záporné názory byly vybrány př́ıspěvky,
jenž obsahovaly alespoň dvě slova ze slovńık̊u záporných, ale zároveň však
př́ıspěvek nemohl obsahovat v́ıce než dvě slova ze slovńıku kladných výraz̊u.
U analýzy kladných názor̊u bylo použito principiálně stejné, ale samozřejmě
zcela opačné nastaveńı.

Tabulka 6.12 pak vyjadřuje mı́ru úspěšnosti automatického sumarizátoru
z pohledu určováńı př́ıspěvk̊u obsahuj́ıćı názor.

Z výsledk̊u můžeme vidět, že výběr názor̊u automatickým sumarizátorem
se od ručńıho výběru lǐśı. Z pozorováńı, testováńı a procházená př́ıspěvk̊u
můžeme naj́ıt několik d̊uvod̊u. Jako jeden z hlavńıch d̊uvod̊u můžeme zmı́-
nit opravdu velké množstv́ı př́ıspěvk̊u, které ve své podstatě jsou názory,
avšak ne př́ımo na danou společnost. Markantńı je to např́ıklad u Slevomatu
nebo u ZOO Praha. U Slevomatu se objevuje opravdu velké množstv́ı názor̊u
na služby nebo výrobky, které Slevomat v rámci své nab́ıdky nab́ıźı. Sumari-
zátor je ve své základńı podstatě určuje jako názory, avšak jednotliv́ı testeři
správně tyto př́ıspěvky neuznali jako názory na danou společnost. Mysĺım si,

45



Experiment Výsledky

Korpus Skóre Procentuálńı úspěšnost

McDonald’s 68 59,1%
Milka 39 29%

Slevomat 33 21%
Vodafone 67 39,4%

ZOO Praha 46 21,4%

Tabulka 6.12: Porovnáńı shodnosti výběru př́ıspěvk̊u obsahuj́ıćı názor auto-
matickým sumarizátorem u jednotlivých korpus̊u

že právě tohle je ten největš́ı d̊uvod, proč sumarizátor nedosahuje v oblasti
určováńı názor̊u větš́ı úspěšnosti.

Podobný př́ıpad je u korpusu ZOO Praha, kde se objevuj́ı spousty ná-
zor̊u na jednotlivá zv́ı̌rata, avšak to ve své podstatě nejsou názory na ZOO
jako takovou. Př́ıkladem jeden př́ıspěvek, který byl sumarizátorem určen jako
kladný názor:”no to je něco nádhernýho, žirafátku přeji do života jen to nej-
lepš́ı”. Můžeme pozorovat, že se opravdu jedná o kladný názor. Ten je však
zaměřen na mládě žirafy a ne na ZOO. A takovýchto př́ıpad̊u se např́ıč všemi
korpusy vyskytuje opravdu velké množstv́ı.

Na druhou stranu se muśıme pod́ıvat na analýzu korpusu McDonald’s,
u kterého jsme se sumarizátorem dosáhli nejlepš́ı shody. Zde je paradoxně
d̊uvod velice podobný, avšak efekt je zcela opačný. Na rozd́ıl od ostatńıch
korpus̊u zde jednotlivý testeři nabyli dojmu, že názory na produkty společ-
nosti McDonald’s jsou názory př́ımo na společnost. Je to svým zp̊usobem
správná úvaha, jelikož tyto produkty společnost př́ımo ovlivňuje a vyráb́ı.
Názory na kvalitu nebo chut’ se tak zde objevuj́ı ve velkém množstv́ı a shoda
tester̊u se sumarozátorem je větš́ı.

6.3.3 Srovnáńı automatické sumarizace

Nyńı se pod́ıváme na výsledky automatického sumarizátoru a porovnáme
jeho výsledky s výsledky jednotlivých tester̊u.

Co se týče konečné sumarizace automatického sumarizátoru v porovnáńı
se sumarizaćı jednotlivých tester̊u, poslouž́ı nám pro přehled následuj́ıćı ta-
bulky. Pro experiment bylo použito dvoj́ı nastaveńı automatického sumarizá-
toru. Jako prvńı jsme použili omezeńı výsledné sumarizace na počet šedesáti
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Korpus Př́ıspěvk̊u Maximálńı váha Skóre Úspěšnost

McDonald’s 3 15 0 0%
Milka 3 15 2 13,3%

Slevomat 4 20 5 25%
Vodafone 4 20 0 0%

ZOO Praha 4 20 3 15%

Tabulka 6.13: Výsledky úspěšnosti sumarizátoru kladných názor̊u v porov-
náńı s manuálně sumarizovanými korpusy s omezeńım sumarizace na délku
60 slov

Korpus Př́ıspěvk̊u Maximálńı váha Skóre Úspěšnost

McDonald’s 3 15 1 6,7%
Milka 3 15 4 26,7%

Slevomat 3 15 4 26,7%
Vodafone 3 15 6 40%

ZOO Praha 3 15 0 0%

Tabulka 6.14: Výsledky úspěšnosti sumarizátoru záporných názor̊u v porov-
náńı s manuálně sumarizovanými korpusy s omezeńım sumarizace na délku
60 slov

slov. Sumarizaci těchto kladných názor̊u můžete vidět v tabulce 6.13 a su-
marizaci záporných př́ıspěvk̊u můžete vidět v tabulce 6.14. V druhém př́ıpadě
bylo nastaveno omezeńı na počet sta slov a výsledky můžete vidět pro kladné
názory v tabulce 6.15 a pro záporné 6.16. Každý tester měl za úkol vybrat
deset př́ıspěvk̊u (pět kladných a pět záporných), které dle jeho názoru nejv́ıce
vystihuj́ı a sumarizuj́ı tak všechny př́ıspěvky z daného korpusu.

Z analýzy všech výsledk̊u automatického sumarizátoru můžeme hovořit
o úspěšnosti maximálně 40%. Na druhou stranu muśıme zd̊uraznit, že po
procesu analýzy obsahu subjektivńıch názor̊u dosahovala aplikace úspěšnosti
cca 75%. Je jasné, že z každým daľśım procesńım krokem aplikace docháźı
ke znepřesňováńı celkového výsledku a ačkoliv se můžou zdát naměřené hod-
noty ńızké, z osobńıho pohledu muśım ř́ıci, že ručńı výběr názor̊u do konečné
sumarizace je opravdu velice subjektivńı pohled na věc a nav́ıc se může k da-
nému tématu vyjadřovat několik podobných př́ıspěvk̊u. Nemuśı tak být v̊u-
bec ojedinělý př́ıpad, kdy sumarizátor vybere do výsledného souhrnu jiný
př́ıspěvek než jednotlivý tester manuálně, avšak vypov́ıdaj́ıćı hodnota může
být hodně podobná. V našem měřeńı se ovšem tyto výsledky poč́ıtaj́ı jako
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Korpus Př́ıspěvk̊u Maximálńı váha Skóre Úspěšnost

McDonald’s 5 25 1 20%
Milka 5 25 2 8%

Slevomat 5 25 4 16%
Vodafone 5 25 0 0%

ZOO Praha 3 15 2 13,3%

Tabulka 6.15: Výsledky úspěšnosti sumarizátoru kladných názor̊u v porov-
náńı s manuálně sumarizovanými korpusy s omezeńım sumarizace na délku
100 slov

Korpus Př́ıspěvk̊u Maximálńı váha Skóre Úspěšnost

McDonald’s 5 25 4 16%
Milka 3 15 4 26,7%

Slevomat 4 20 6 30%
Vodafone 5 25 9 36%

ZOO Praha 4 20 2 10%

Tabulka 6.16: Výsledky úspěšnosti sumarizátoru záporných názor̊u v porov-
náńı s manuálně sumarizovanými korpusy s omezeńım sumarizace na délku
100 slov
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chybné a tak mohou být z tohoto pohledu zkreslené.
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7 Závěr

Výsledkem celé práce je funguj́ıćı demo aplikace zaměřená na automatic-
kou sumarizaci názor̊u na sociálńı śıti Facebook. Tato aplikace byla d̊ukladně
testována v reálném prostřed́ı a můžeme ř́ıci, že na prvńı pohled p̊usob́ı d̊uvě-
ryhodně a výsledná sumarizace opravdu přibližně vypov́ıdá o hodně prob́ıra-
ných tématech dané facebookové stránky. Ve výsledćıch je také vidět správná
vlastnost sumarizátoru o výběru př́ıspěvk̊u z r̊uzných témat.

Následně byl proveden experiment zaměřený na úspěšnost automatického
sumarizátoru v porovnáńı se subjektivńı anotaćı pěti tester̊u. Bylo vypo-
zorováno, že ve fázi určováńı sentimentu dosahuje oproti manuálńı anotaci
aplikace úspěšnosti přibližně 75% a úspěšnost výsledné sumarizace se pak
pohybuje přibližně okolo 20%.

Při analýze výsledk̊u experimentu také bylo vypozorováno, že určováńı
sentimentu př́ıspěvku je mnohem účiněǰśı u negativńıch př́ıspěvk̊u. Podobný
trend je pozorován i u samotné sumarizace, i když ta je samozřejmě před-
choźım procesem ovlivněna. Důvodem může být např́ıklad zcela jednoduché
vysvětleńı, že většina lid́ı se k př́ıspěvku odhodlá zejména pokud se jim něco
neĺıb́ı nebo pokud maj́ı nějaký problém. Také potom v takových př́ıpadech
použ́ıvaj́ı v́ıce zabarvená slova, která pomáhaj́ı k lepš́ı analýze jednotlivých
př́ıspěvk̊u a t́ım i k lepš́ı účinnosti celé aplikace.

7.1 Vylepšeńı výsledk̊u sumarizace

V rámci algoritmu pro určováńı sentimentu a sumarizace názor̊u můžeme
nejsṕı̌se dosáhnout daľśıho vylepšeńı výsledk̊u. Pro př́ıklad zmiňuji několik
možnost́ı, které by při zapracováńı do algoritmu měly pomoci:

1. Kĺıčová slova - před sumarizaćı dané facebookové stránky bychom
mohli nastavit speciálńı kĺıčová slova specifická pro dané téma a při-
dělit jim speciálńı váhu. Základńım kĺıčovým slovem by zajisté byl ná-
zev firmy nebo výrobku, který stránka zastupuje. T́ım bychom zajistili
upřednostněńı vět, které v sobě obsahuj́ı př́ımo název stránky, což již
často znamená, že se jedná o př́ıspěvek s názorem. Podobně můžeme
zařadit daľśı kĺıčová slova specifická např́ıklad pro služby nebo výrobky
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společnosti, což bude mı́t velice podobný efekt. Př́ıkladem můžeme zmı́-
nit kĺıčové slovo ”vstupné”u facebookové stránky ZOO Praha.

2. Specifická nevýznamná slova - kromě filtrace stopwords se můžeme
u konkrétńıch stránek zaměřit na slova, která se nejsṕı̌se budou v př́ı-
spěvćıch vyskytovat často, nicméně nás tato slova př́ımo nezaj́ımaj́ı
a výslednou sumarizaci bychom zbytečně zkreslili. Pokud opět vezmeme
v úvahu facebookové stránky ZOO Praha, můžeme se zaměřit na jména
nejdiskutovaněǰśıch zv́ı̌rat s t́ım, že př́ıspěvky obsahuj́ıćı nějaké z da-
ných jmen bude obsahovat názor pouze na dané zv́ı̌re, což nás primárně
nemuśı zaj́ımat.

3. Emotikony - na sociálńıch śıt́ıch se velice často použ́ıvaj́ı pro vyjá-
dřeńı názoru emotikony, což je specifická posloupnost symbol̊u vyja-
dřuj́ıćı náladu nebo aktuálńı postoj. Pokud bychom tyto speciálńı sek-
vence znak̊u zařadili do slovńıku, mohli bychom dosáhnout přesněǰśıch
výsledk̊u v hodnoceńı sentimentu.

4. Specifické sekvence slov - daľśı možnost́ı zpřesněńı výsledk̊u je potla-
čeńı známých sekvenćı slov, které obsahuj́ı slova z některého slovńıku,
ale již dopředu v́ıme, že na výsledek nemaj́ı žádný vliv, ba naopak vý-
sledky zkresluj́ı. Př́ıkladem může být např́ıklad pozdrav ”dobrý den”,
který v sobě obsahuje pozitivńı př́ıdavné jméno, nicméně na reálný vý-
sledný sentiment př́ıspěvku nemá žádný vliv. Zajisté lze však nalézt
př́ıpady opačné, kdy bychom naopak měli určité sekvence slov, jejich
slova se nevyskytuj́ı ve slovńıćıch, zvýhodnit. Př́ıkladem uved’me spo-
jeńı ”to je ono”, které se skládá ze samých stopwords, ovšem dohromady
v tomto zněńı může značit kladné zabarveńı př́ıspěvku.

5. Překlepy a nespisovné výrazy - To je daľśı velice výrazný problém
analýzy text̊u napsaných lidmi zejména na sociálńıch śıt́ıch, diskuźıch
a podobných méně kontrolovaných mı́stech. Jedńım zp̊usobem pro od-
straněńı těchto nepřesnost́ı je určitě analýza a následné zaneseńı přes-
ných překlep̊u, zkratek nebo nespisovných výraz̊u. To nám může do
určité mı́ry pomoci a můžeme se tak vyvarovat zkresleńı alespoň u ve-
lice známých překlep̊u nebo výraz̊u. Ostatńı náhodné jevy ale mohou
být pro správnou analýzu velice složité a někdy možná i nemožné, po-
kud jejich pravý význam nerozpozná ani člověk, který oproti poč́ıtači
chápe kontext celého př́ıspěvku.

6. Negace - Jako konkrétńı př́ıklad uvád́ım slovńı spojeńı ”neńı to špatné”,
což je v principu kladné hodnoceńı, nicméně analyzátor založený na slov-
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ńıkových metodách vid́ı standardně dvě záporná slova a převážně vy-
hodnocuje př́ıspěvek jako záporný, což je špatně. Pro vylepšeńı by mohl
být do algoritmu analýzy sentimentu přidán algoritmus pro analýzu
a váhováńı negaćı.
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A Uživatelská dokumentace

Aplikaci spust́ıte otevřeńım souboru Sumarizator.jar, ideálně ve složce, ve
které je umı́stěn. Pokud budete cht́ıt apliakci přesunout ze zdrojové složky ji-
nam, muśıte na stejné mı́sto umı́stit i slovńıky, které zajǐst’uj́ı správnou funkci
aplikace (cs hn.txt, cs hp.txt, cs n.txt, cs p.txt, stoplist.txt). Pokud tyto slov-
ńıky nebudou ve stejné složce jako zdrojová aplikace, nebude jej́ı funkčnost
správná. Po otevřeńı okna je požadováno nastaveńı minimálně jednoho, ma-
ximálně však tř́ı údaj̊u.

Jediná povinná položka pro správnou funkčnost je vyplněńı tzv. tokenu,
což je časově omezený kĺıč pro aktivaćı rozhrańı Facebook API. Vložte tedy
token do textového pole v pravém horńım rohu. Źıskáte ho zkoṕırováńım
z webé stránky https://developers.facebook.com/tools/explorer.

Druhou již nepovinně upravovanou položkou je ID stránky. Jedná se o uni-
kátńı č́ıslo charakterizuj́ıćı danou facebookovou stránku, kterou chcete su-
marizovat. Defaultně je v aplikaci nastaveno ID facebookové stránky portálu
iDnes.cz. Pokud chcete sumarizovat jinou facebookovou stránku, zjistěte si
jej́ı ID na webové stránce http://findmyfacebookid.com/. Provedete to tak,
do jednoduchého formulářového pole vlož́ıte domovskou URL vámi vybrané
facebookové stránky a potvrd́ıte tlač́ıtkem ”Lookup numeric ID”. Vygenero-
vané ID pak vložte v aplikaci do textového pole ”ID stránky”v levém horńım
rohu.

Posledńı nastavitelnou položkou je omezeńı délky výsledného souhrnu
v závislosti na počtu slov. Toto nastaveńı se provád́ı v pravém dolńım rohu
aplikace a defaultně je nastaveno na 500 slov. Vy toto nastaveńı můžete kdy-
koliv měnit.

Pokud jste si nastavili všechny možné parametry podle vašich představ,
stač́ı stisknout tlač́ıtko ”Summarize”umı́stěné v pravém dolńım rohu. Po
chvilce se vám již ukáž́ı dostupné výsledky a statistiky. V seznamu na levé
části vid́ıte všechny extrahované př́ıspěvky a komentáře. Nav́ıc nad t́ımto se-
znamem můžete vidět stejně jako u ostatńıch seznamů počet. V prostředńı
části pak vid́ıte nahoře seznam kladných názor̊u a pod ńım jejich sumarizaci.
V pravé části je pak nahoře seznam se zápornými názory a pod ńım seznam
záporné sumarizace.
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