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Abstract

Social Network Extraction from News

This bachelor’s thesis deals with an analytic application usable for social net-
work extraction from preprocessed news articles, and today’s trends in graph
visualization. It also describes graph algorithms and selected problems being
solved by Natural Language Processing.

In the second part, the developed application called SONEx is introduced.
This application is intended to analyze news articles and vizualize obtained
results. Using of particular algorithms in this case is also explained. The last
part presents the results that were achieved and compares them with ex-
pectations.

Abstrakt

Extrakce socialnich siti ze zpravodajskych textu

Tato préce se zabyva analyzou novinovych ¢lankt predzpracovanych pomoci
metod z oblasti zpracovani pfirozeného jazyka. Jejim tématem je extrakce so-
cialni sité zalozené na pojmenovanych entitach nachazejicich se ve vstupnich
datech. Dalsim predmétem zdjmu jsou moznosti jeji nasledné vizualizace,
které poskytuji moderni nastroje pro vykreslovani grafu a praci s nimi. Po-
pularni a ¢asto pouzivané knihovny a frameworky jsou porovnany a na jedno-
duchych ptikladech jsou ukézany jejich vystupy. Je téz predvedena zdkladni
prace s knihovnou pouzitou pfi implementaci vysledné aplikace. Ve strucnosti
jsou ukazany metody pro préci s grafy a zakladni grafové algoritmy.
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1 Uvod

Pro obdobi poslednich 40 let se vzilo pojmenovani informacni vék. Informace
se zacaly hromadit a $ifit prekotnym tempem, které stdle narusta. Co naopak
rychle klesd, je cena za jejich prenos a uchovavani. S rostoucim mnozstvim
prisla i potieba ttidit je a zpracovavat. Ekonomicky vyhodné je vSak jejich
hromadéni pouze v piipadé, ze s nimi lze dale nakladat a ziskavat z nich
znalosti. Vyhledavat v takovém mnozstvi dat je nad lidské sily a zabyvat
se pouze dilcimi daty znamena ztratu globalniho pohledu a kontextu, a tim
i znepresnéni vysledku. Predev§im proto je nezbytné nutna automatizace
téchto procesu, kterd poskytne uzivateli vSechny informace sumarizované,
v prijatelné a pochopitelné podobé a predevsim ty, o které zada.

Prace se zabyva ziskdvanim znalosti z mnoziny prostych textu a jejich
zprostfedkovanim a klade si za cil provést analyzu predzpracovanych zpra-
vodajskych textu, jejimz vystupem bude socidlni sit’ pojmenovanych entit.

Navazujici ¢asti bude vytvoteni grafické reprezentace vygenerované struk-
tury. Vizualizaci obdobného charakteru vyuzivaji projekty, jako je naptiklad
obchodni rejsttik, pro zobrazeni relaci icastnickych entit, coz umozni velmi
rychle a intuitivné ziskat pro firmy i osoby cenné informace a znalosti za vyvi-
nuti minimalniho usili. Pouzitelnost zavisi na zpusobu a efektivité zobrazeni
dat. Ukolem tak nebude pouze vymyslet zpusob jejich analyzy, ale také pro-
zkoumat moznosti generovani jejich vizualni reprezentace.



2 Analyza textu

2.1 Zakladni charakteristika NLP

Tato prace spojuje vysledky ziskané pomoci NLP s vizualni reprezentaci dat.
Termin NLP (z anglického Natural Language Processing, Zpracovéani pfiro-
zeného jazyka) se obvykle pouzZivd pro popis funkce softwarovych ¢éi hardwaro-
vych komponent pocitacového systému, ktery analyzuje ¢i syntetizuje mluve-
nou nebo psanou tec. Slovo ,prirozeny” zduraznuje, Ze jazyk béiné komuni-
kace se odlisuje od formdlnéjsich jazyku, jako je matematicky zdpis ¢i progra-
movact jazyky, kde jsou slovnik a syntaze znacné omezeny (definice prelozena
z [1]). NLP lze vyuzit pfedevsim v oblastech jako jsou sumarizace textu, stro-
jovy preklad, uméla inteligence a rozpozndvani feci. Svoje uplatnéni najde
i pti vyhledavani informaci ve vicejazyénych zdrojich.

2.2 Ulohy NLP

Kazdy jazyk ma sva specifika, coz velmi ztézuje vytvoreni univerzalniho na-
stroje pro analyzu, nebot’ ta pro kazdou te¢ a jeji zapis vyzaduje jiny pii-
stup (velmi univerzalni jsou pak samozfejmé metody, které jsou zaloZeny na
predem danych slovnicich, jez stac¢i pfi zméné jazyka vstupnich dat pouze
vyménit za jiné, pokud jsou takto obecné implementovany). Tézko budeme
moci bez rozsahlych uprav pouzit pro angli¢tinu vyvinuty program k rozboru
textu psaného v ¢estiné, tim spiSe textu napiiklad korejského puvodu. Ulohy
stejného typu tak pro kazdy jazyk vyzaduji odlisny postup. Nékteré problémy
fesené pro ¢esky jazyk jsou nastinény nize. Jsou zde popsany hlavné ty oblasti
NLP, které se tykaji vstupnich dat této prace.

2.2.1 Predzpracovani dat
Segmentace

Ukolem segmentace je nalezeni zacatku a konce kazdého jednotlivého tiseku
(slova, vety apod.) Fetézce znaku tak, aby vznikl seznam smysluplnych celku.
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Rucni oznacovani textu je ve vétsim mnozstvi velmi pracné a tim i velmi
nakladné. Mnohem levnéjsi cestou je automatizace, ktera ale prinasi vetsi
miru chybovosti.

Pii implementaci programu urc¢eného k analyze psané c¢estiné narazime
na problémy jako napiiklad nalezeni konce véty v fetézci typu ,,Na konfe-
renci vystoupi Ing. Pavel Novak.“, kde jej logicky umistime az za posledni
slovo ,,Novak®, avsak pri sekvenénim pruchodu narazime na prvni tecku a na
nasledujici velké pismeno, coz by jako posloupnost jinak ukazovalo na konec
jedné a zacatek druhé véty. Jesté vétsim problémem jsou jazyky, kde se tecka
(nebo jeji alternativa) na konci véty nepouziva.

Jak jiz bylo fec¢eno, iikolem segmentace je nalezeni slov v fetézci, ve kte-
rém od sebe nejsou specificky oddélena (napiiklad URL). Pokud se vrétime
k béznému psanému textu, velmi bézné jsou i jazyky, kde jsou oddéleny pouze
celé véty, ale slova se od sebe nikterak nedéli (nékteré jazyky sou psany for-
mou scriptio continua a nedéli ani slova ani véty), ¢i jsou do slov vkladany
specidlni znaky.

Pro cesky jazyk lze pouzit napriklad metodu zalozenou na pravidlech.
Aby nedochézelo k vyse popsanému problému (,,Ing. Pavel Novak), lze pfi-
dat navic katalog zkratek, podle néjz muzeme zjistit, ze token ,Ing“ vétsinou
nepredchézi tecce, kterd ukoncuje vétu. Pii pouziti na anglické texty se uspés-
nost pohybuje okolo 95 % [2].

Jinym zpusobem, ktery se ¢asto pouziva, je uc¢eni programu pomoci dat,
kde jsou konce vét ruéné oznaceny. Automat se tak nauci, pravidla rikajici
kterd jsou slova (skupiny slov, pismen), za kterymi se ¢asto vyskytuje tecka,
kterou véta nekoné¢i. Tato metoda dava presnéjsi vysledky (pro anglictinu az

99,5 %(3]).

Tokenizace

ﬂkolem, ktery na segmentaci navazuje, je tokenizace. Ta fetézec rozdéli na jed-
notliva vyznamova slova ¢i fraze nazyvané tokeny. Problémem je naptiklad
urcovani ¢isel, jez se mohou vyskytovat v ruznych podobéch s ruznymi od-
délovaci a je zapottebi je vzdy spravné rozeznat (123 456 nebo 123,456 nebo
123456, stejné tak 1.2 nebo 1,2). Jako dalsi piiklady lze zminit konkatenace
slov pfes pomlcku (Gerveno-bilé dresy), ruzné formy zapisu datumu a v ne-
posledni tadé stazené tvary, které se hojné vyuzivaji spise v cizich jazycich.
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Jednim moznym zpusobem, jak jednotlivé tokeny hledat, je povazovat
za samostatny token kazdy fetézec obklopeny mezerami (a samoziejmeé zba-
veny interpunkénich znamének). Problémem tohoto ptistupu je, ze vznikaji
celky, které samostatné nemaji vyznam. Naptiklad spojeni de facto, ad hoc,
ale také a tak, © kdyby a podobné. Navic dochézi k rozdéleni nékolikaslovnych
nazvu (Ministerstvo prdce a socidlnich véc).

Moznosti, jak se takovému problému vyhnout, je pouziti seznamu vyji-
mek aplikovatelného jiz pfi tokenizaci, nebo rozpoznavat takova spojeni az
dodatecéné a oznacovat je specialnimi znackami.

Podobnou otazkou je i to, zda posuzovat predlozku a slovo po ni jdouci
jako jeden token. Vyhodou muze byt usnadnéni dalsi analyzy. Predlozka vét-
Sinou indikuje pad slova po ném nésledujiciho. Informaci o padu lze pak
s vyhodou pouzit pro prevedeni slova do jeho prvniho padu.

Lemmatizace a stemming

Cestina pouzivé, jakozto jazyk majici ohebné slovni druhy, mnoho slov od-
vozenych od spoleéného zdkladu (sklonovani, rody, ¢asovani...). Pro tucely
analyzy textu (a obzvlasté pii vyhledavéani relaci mezi pojmenovanymi en-
titami, které je naplni této préce) je vsak nepfijatelné rozliSovat mezi enti-
tami Pavlu Novdkovi a Pavel Novdk. Proto je potieba nalézt spolecny tvar
a identifikator ruznych padu, ¢asu a zkratka flexi jednoho slova. V ¢eskych
textech zabyvajicich se touto problematikou lze ¢asto narazit na ponékud
zmatenou terminologii co se ty¢e nastroju pro hledani takového spole¢ného
Fetézce. Velmi ¢asto se vychazi z odbornych clanku anglického puvodu, coz
zapricinuje splyvani termint lemmatizator a stemmer. Zatimco lemma je de-
finovano jako reprezentativni forma slovnikové jednotky, stem v ptekladu
znamena kmen slova. V anglictiné tyto terminy splyvaji, nebot’ tento ja-
zyk v naprosté vétsiné piipadu tyto pojmy nerozlisuje. Vhodnym piikladem
rozdilnosti je napiiklad tvorba mmnozného cisla, kdy si anglictina ve vétsiné
piipadu vystaci s pfidanim pismene -s (¢i koncovky -es). V ¢estiné naopak
vytvoreni mnozného ¢isla predstavuje zménu kmenu (dité — déti, pes — psi,
oko — o¢i atd.).

Vrat'me se nyni k lemmatizaci a pokusme se tuto metodu blize popsat.
Tento postup vyuziva slovnikové a morfologické analyzy slov. To znamen4,
ze pokud chceme dosahovat dobrych vysledku, je zapotiebi vyuzit dostatecné
obsahlého slovniku zahrnujictho vSechny myslitelné formy daného lemmatu.
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Jak bylo vySe feceno, ¢esky lemmatizator musi hledat zakladni slovnikovy
tvar a nikoliv kmen slova. Takového tvaru je pak vyuzito napiiklad i pri
fulltextovém vyhledavani na webovych strankach. Zadavatele dotazu zajimaji
vsechny stranky, kde se o klicovych slovech mluvi a proto je dulezité nebrat
v potaz pad a tvar vlozeného klicového slova.

Existuji dva hlavni zpusoby vytvareni novych tvaru slova (resp. novych
slov) [5]. Prvni moznosti je odvodit nové slovo od jiného, pochazejictho ze
stejného slovniho druhu (ruzné koncovky sloves pro ruzné osoby a ¢asy: chodit
— chodi — chodil — chodila atd.). Nové formy tak vznikaji ohybanim (neboli
sklonovanim, ¢asovanim). Druhym zpusobem vzniku je odvozovani, kde nové
slovo vychézi ze slova jiného slovniho druhu (jako napiiklad zpodstatnéla pii-
davnda jména nebo slovesa: chize — chozeni — chodit). U obou téchto zpusobu
je vznik novych novych slov zarizen aplikovanim jistych pravidel. Vzdy se
jednd o odebirani a pridavani predpon a pripon. Lemmatizaci lze tak pova-
zovat za inverzni aplikaci téchto pravidel.

Nutnou soucdasti lemmatizatoru je proto nejen slovnik, ale i soubor pravi-
del, ktera budou aplikovana na lemmatizovand slova. Vzdy se tedy aplikuje
jedno z pravidel popisujici zménu piipony (koncovky) a ndsledné je nutno
ovérit, zda se nové vytvoreny tvar vyskytuje ve slovniku jako zakladni tvar
a pokud ano, zda dané reverzni aplikace takového pravidla poskytuje puvodni
tvar slova.

Jinou moznosti nalezeni jednotného tvaru je zminény stemming (v ¢estiné
nékdy nazyvany stemmatizace). Ten misto slovniku pouzivé heuristiku, takze
neni zapotfebi sestavovat velké slovniky jako v pfedchozim piipadé. Pomoci
heuristiky metoda nalezne piiponu, kterou odstrani a, pokud je to nutné,
doplni zbytek slova tak, aby byl ziskan jeho spravny tvar. VSechna slova
se stejnym kofenem (nebo lépe feeno kmenem) jsou prevedena na stejny
tvar. Nevyhodou tohoto pristupu je ztrata gramatického kontextu. Navic
odtrzeni posloupnosti znakt, ktera je posouzena jako pripona, muze vyustit
v nesmyslny tvar, ktery neni slovotvornym zakladem. Podle [4] jsou dvéma
hlavnimi principy oddélovani piipon iterace a nejdelsi shoda. Obé metody
trpi specifickymi neduhy, které se daji odstranit jejich kombinaci.

Metoda iterace je zalozena na myslence, ze na kofen se pripony napojuji
postupné v urc¢itém poradi, coz znamena, ze lze rozlisit typy ptipon. V c¢estiné
lze ocekéavat, ze poslednim suffixem sloves tak napiiklad budou koncovky.
Pti tvorbé kmenu slova jsou tak postupné odzadu odstranovany jednotlivé
podretézce, az zbude pouze hledany stem.



Analyza textu Ulohy NLP

Metoda nejdelsi shody pouziva seznam vygenerovanych vzoru (coz je
vlastné kombinace vSech ptipustnych piipon). Kazdé slovo je pak porovnéno
s témito vzory, které jsou setazeny od nejdelsiho k nejkratsimu. Odstranéna
je vzdy prvni ptipona, s niz nastane shoda. Nevyhoda tohoto postupu je na-
snadé. Potfebuje nejprve vygenerovat vSechny kombinace a mit je po celou
dobu analyzy ulozeny v paméti.

2.2.2 Rozpoznavani pojmenovanych entit

Dalsi oblasti z oboru NLP, ktera bezprostiedné souvisi s touto praci a ktera
je pro ni v podstaté nejdulezitéjsi, je Named entity recognition (NER), ¢esky
Rozpoznavani pojmenovanych entit. Pojmenovana entita je slovo ¢i souslovi,
které jednoznacné identifikuje napiiklad osobu, spolecnost, geograficky celek,
politické uskupeni, produkt apod.

Rozpoznani takového vyrazu v textu lze provadét nékolika zpusoby. Prv-
nim piistupem je slovnikovd metoda. Pokud spravné uréime lemma daného
useku textu, lze jej snadno porovnat s entitami obsazenymi ve slovniku. Takto
1ze ziskat velmi presné vysledky (tato metoda neidentifikuje jako pojmenova-
nou entitu vyraz, ktery se ve slovniku nenachézi, neboli bude mit malo falesné
pozitivnich vysledku), avsak podobné jako u metody lemmatizace zde nara-
zime na problém vytvoreni dostacujiciho slovniku pro identifikaci vsech po-
jmenovanych entit v textu. Tézko vytvorime katalog obsahujici jména vSech
svetovych jmen, mést, fek apod. Jedinym néastrojem, ktery by tak mohl od-
stinit tvorbu slovniku, je encyklopedie podobného typu jako projekt Wiki-
pedia, ktery by mél navic tu vyhodu, ze by umoznoval velmi snadno spojit
lingvisticky nesouvisejici ale logicky totozné entity jako naptiklad ,,Milos Ze-
man“ a ,prezident Ceské republiky®, nebot’ informace o jejich relaci je jiz
zaznamendna. V tomto ohledu lze poukazat na existujici projekt jménem
DBpedia.org

Jinym pristupem muze byt pouziti strojového uc¢eni (machine learning),
které pouziva k analyze tzv. klasifikacni model, ktery predem naucime za po-
uziti korpusovych textu, jaké retézce si ma ulozit do kolekce vysledku, neboli
databaze znalosti. Rozlisuji se dva zpusoby uceni klasifikatoru. Ucend s ucite-
lem spocivajici v ruénim oznaceni textu spravnymi tagy (vytvoreni korpusu)
a ucent bez ucitele, kde se pouziva sestavenych pravidel. Uc¢enim s ucitelem
ziskavame pak funkci reprezentovanou rozhodovacim stromem nebo pravdé-
podobnostnim modelem, jejimz vstupem je Fetézec znaku a vystupem klasi-
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fika¢ni hodnota.

Pii uceni bez ucitele pak nemame zadna trénovaci data, ale pouze data
testovaci. Cilem je vytvorit vzory, podle kterych se pozdéji budou entity roz-
poznavat. Na zakladé schodnych vlastnosti jsou entity shlukovany do klastru,
které jsou jiz jen oznacCeny typem pojmenovanych entit. Shluky jsou tvoreny
pomoci shodnych rysu zahrnutych entit, které dopredu definujeme. Pokud
tak pred slovem zacinajicim velkym pismenem najdeme slova jako pan, Mgr.
a podobné, lze predpokladat, ze se jedna o vlastni jméno. Stejné tak pokud
zacina nazev zkratkou typu SK, AC, HC, lze usuzovat, ze se jedné o sportovni
kluby. Vystupem vytvorené funkce, které zadame prosty text, je v tomto pii-
padé klastr, do kterého entita patii.

Dalsi soucasti potfebnou k uceni klasifikatoru je nastroj, ktery mu bude
dodavat data ke zpracovani. Vétsinou je pouzivan sekvenéni ptistup. Proto
je zapotiebi castecného parsovani, naptiklad casto pouzivané metody zvané
chunking (kouskovani, viz [8]).

V prubéhu uc¢eni vznikd znalostni databaze, kterd je vétSinou zalozena
na statistickych predpokladech. Napiiklad v kolika procentech ptipadu za-
¢ind pojmenovand entita velkym pismenem (tzv. rys slova) apod. Stejné tak
musi obsahovat informace o viceslovnych entitach, kterd muze byt doplnéna
slovnikem entit.

Ve chvili, kdy jiz mame pojmenovanou entitu rozpoznanu, nastava pro-
blém jejtho zarazeni. Méjme napifklad slovo Mars. Ctenaf z kontextu snadno
rozezna, zda se jednd o planetu, vyrobce cukrovinek, nebo osobni jméno,
avSak ze samotného slova jeho kategorii nelze urc¢it. Proto pii strojovém ur-
¢eni musi byt vhodné zvolen kontext tak, aby byl sice dostatecné velky, ale
zaroven se nesmi informace ztratit v zdplavé nepodstatnych dat.

2.2.3 Analyza polarity nazoru

Puvodni anglicky termin sentiment analysis se do ¢estiny preklada dosti ne-
presné jako analyjza sentimentu, prestoze slovo sentiment ma v puvodnim vy-
znamu trochu jiny smysl. V nasem jazyce ale tézko najdeme presny preklad.
Nejblize se puvodnimu vyznamu blizi polarita ndzoru. Pojem jako takovy po-
chézi z oblasti burz a akciovych trhu. Jde o odhad postoje, nalady skupiny
¢i jednotlivece ke konkrétnimu produktu, osobé, jiné skupiné a tak podobné.
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Rozmach tohoto odvétvi nastal s prichodem socialnich siti, diskuznich for,
ale i béznych jednoduchych komentaiu na strankach vyrobct a poskytovatelu
sluzeb. Na internetu na takovychto portalech ziskdme mnohem vétsi vzorek
uzivatelu nez pokud bychom nechali provadét nakladné pruzkumy verejného
minéni pouzivané pro cileny marketing, coz samoziejmé firmam usetii nemalé
penize.

Problémem je ale anonymita lidi na internetu. Pokud do diskusi vstu-
puji pouze pod prezdivkou bez dodateénych informaci, muzeme sice urcit
globalni postoj uzivatelu, posluchacu atd., ale nelze v takovém piipadé mlu-
vit o cilovych skupinach. Velmi jednoduchym feSenim je nutnost registrace
pred vstupem, kde ale lidi mohou poskytnout nepravdivé uidaje. Firmy dobte
védi, ze pro clovéka mnohem pohodInéjsim zpusobem je prihlasovani pomoci
jiz existujiciho 1uctu a velmi casto poskytuji prihlasovani pomoci Twitteru
a Facebooku. Staci jedno kliknuti pro potvrzeni piistupu k uctu a uzivateli je
mozno diskutovat. Diskutuje piihldsen tucétem, ktery (pokud nemé nastaveno
velmi vysoké zabezpeceni) obsahuje vSechny informace, které jsou pro radny
vyzkum potieba (vék, misto pobytu) a navic ndm napovi, jaké jsou zajmy
daného c¢loveéka atd. Navic muzeme zpracovat statistiku zahrnujici jeho pta-
telé (zda jsou stejnd cilova skupina a zda dany produkt/firmu/rddio apod.
znaji).

Z vyse uvedeného plyne, ze analyza sentimentu je oblast, v niz je stédle co
rozvijet a kterd ma velky potencial. Poslednim krokem této préce tak bude
vyzkousSet néktery z existujicich nastroju pro urc¢eni sentimentu prislusejicimu
vztahu mezi nalezenymi entitami.

Urcovat hodnotu sentimentu lze mnoha zpusoby, mezi lze nimiz nejcastéji
narazit na slovnikovou metodu, naivni Bayesuv klasifikdtor, metodu maxi-
malni entropie a Support Vector Machine. Nejprve se zamérime na slovni-
kovou metodu.

Analyza obecné probiha nasledovné: text je nejprve rozdélen na n-gramy,
neboli sled po sobé jdoucich slov. K urceni, neboli kvantifikovani polarity
se pouziva nékolik metod, které vsechny oznacuji tyto casti pomoci Cisel,
znamenajicich hodnotu sentimentu daného n-gramu, a pomoci znacek, které
predstavuji zeslabeni nebo zesileni ohodnoceni nasledujiciho n-gramu.

Trivialni moznost, jak nasledné urcit celkovou polaritu, je sekvenéni
projiti ohodnocenych unigramu v textu, pii kterém se negativni ignoruji,
zesilujici a zeslabujici vynasobi nasledujici hodnotu predem danym koefici-
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entem a negujici obrati hodnotu nésledujiciho unigramu. Vysledek je pak
déan prumeérem vsSech nenulovych hodnot. Moznou tpravou je provadét po-
psané operace nad bigramy a trigramy, coz vede ke zptesnéni vysledku pti
malém poctu neutrdlnich n-gramu. Nejlepsich vysledku dosahuje pro texty
obsahujicich silné pozitivni a silné negativni n-gramy, naopak velmi casto jsou
Spatné vyhodnoceny vyrazy obsahujici prevazné neutralni ¢asti za pozitivni
¢i negativni.

VylepSeni prindsi primérova metoda, ktera bere v potaz i pocet, resp.
podil neutralnich vyrazi, kterym se nasobi aritmeticky prumeér ziskany trivi-
alni metodou. Lze tak dosdhnout zjemnéni a utlumeni chyby popsané vyse.
Naopak zhorseni vysledku se dosahne pro sekvence se nizkou hodnotou sen-
timentu.

Posledni upravou algoritmu je rozdilova metoda, ktera zvyhodnuje tri-
gramy, které jsou vyhledavany a vyhodnocovany diive, nad unigramy, které
jsou vyhodnoceny naposledy. Nasleduje vypocet polarity vsech c¢ésti, urci
se prumeérné hodnoty pozitivnich a negativnich koeficientu a ty se nakonec
vynasobi jejich pomérem vuci celku. Tato metoda se zaméruje predevsim
na nejednoznaéné sekvence. Chybovat muze tam, kde se spolecné vyskytuji
v podobném poméru pozitivni i negativni n-gramy, nebot’ se vzajemné vyrusi
a vysledkem je neutralni ohodnoceni.

Metody strojového uceni jsou zalozeny na prirazeni ¢asti textu do ka-
tegorie (pozitivni, negativni, neutralni) na zékladé predem definovanych vlast-
nosti, které jej mohou popisovat. Tyto zpusoby analyzy jsou déle ptiblizeny
tak, jak je definuje [9]. Velmi t¢innou metodou pouzivajici tohoto postupu
je naivni Bayestv klasifikator, ktery vyuziva inkrementalniho uceni.

Kazdému ucelenému textu d je pritazena tfida ¢ takto:¢ = argmax,. P(c|d),
kde ¢ je mnozina t¥id sentimentu. Déle odvodime podle Bayesova pravidla:
P(e)P(d]c)

P(c|d) = W,

kde P(c) je apriorni pravdépodobnost vyskytu tiidy ¢ v dokumentu podle
natrénovaného korpusu. Odhad pravdépodobnosti P(d|c), je nahrazen roz-
kladem, ktery predpoklada nezavislost priznaki dokumentu.

P(Q) (T2, P(fle)"™
P(@

PNB(C|d) =

Vétsinou lepsi vysledky poskytujici metodou je maximalni entropie.
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Vypocet P(c|d) ma v tomto piipadé tuto podobu:

Pase(eld) i= s exp(30 Mif(d. )

kde Z(d) je normaliza¢ni funkce, \; je odhadovy parametr a f;(d|c) je pii-
znakovy model. Je dulezité, ze oproti naivnimu Bayesové klasifikdtoru nejsou
vytvareny predpoklady o vztazich mezi vlastnostmi, a pokud takové neexis-
tuji, dava maximalni entropie lepsi vysledky. Dulezité je vybrat takovy model,
ktery mé vytvoreny nejmensi predpoklady o datech a pfitom stale zustava
s daty konzistentni.

Posledni metoda, které se budeme vénovat, je Support Vector Ma-
chine, kterd oproti vysSe zminénym umoznuje lepsi ohraniceni jednotlivych
tiid. Na rozdil od nich se nejedna o statistickou metodu. V piipadé, ze bychom
meéli 2 tiidy, je zakladni myslenkou trénovani nalezeni nadroviny reprezento-
vané vektorem , ktera nejenze oddéli dveé tridy, ale navic je oddeéli tak, ze
jejich vzdalenost je co nejvétsi. Tento kol je optimalizaéni tlohou. Pokud
budeme mit mnozinu tiid ¢; € {—1,1} (kladné a zdporné), feseni lze zapsat
takto:

W= Zajcjcfj, a; >0,
J
kde «; jsou ziskdny vyfeSenim bindrniho optimaliza¢niho problému. Vektor
d;- je nazyvan pomocnym vektorem a protoze «j je vzdy vétsi nez 0, urcuje
jako jediny vektor dokumentu ovliviujici w. Klasifikace jednoduse rozhodne,
které strané nadroviny nalezi zpracovavana instance.

2.3 Grafové vizualizace

2.3.1 Tvorba grafického vystupu

Aby byly informace ziskané analyzou dat pro uzivatele snadno pristupné
a pouzitelné, je zapotiebi zvolit jejich rozumnou reprezentaci tak, aby byla co
nejefektivnéjsi a vysledna vizualizace uzivatelsky co mozna nejpriznivéjsi. To,
co se déje v pozadi aplikace, je uzivateli skryto a kromeé rychlosti zpracovani

jej tak zajima hlavné kvalita grafického vystupu.

Na misté je srovnat metody, kterymi lze dosdhnout nejlépe pouzitelného
vysledku. Zamérujeme se na efektivitu a zpusob reprezentace, kde nas zajima
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vysledny vzhled a rychlost odezvy na uzivatele. Nasleduje struény vycet moz-
nosti, které mame pro tvorbu reprezentace grafu, jeho vizualizace a grafové
algoritmy, které se pouzivaji k prochazeni grafu. Zadefinujeme také nékolik
zakladnich pojmu z oblasti teorie grafu, které se bezprostredné tykaji této
prace.

Grafy

Graf jako obecny pojem se vyskytuje v nékolika vyznamech (diagramy, neboli
grafy casto pouzivané ve statistice — kolacové, sloupcové — a samoziejmé grafy
funkei). Zde se mysli graf tak, jak jej chdpe diskrétni matematika (presnéji
tak, jak jej definuje [6]). V celé této praci se pak takto oznacuje neprazdna
mnozina vrcholu (nékdy nazyvané uzly) V' (z anglického verter) a mnozina
hran E (z anglického edge) mezi dvojicemi uzlu, at’ uz ruznych, nebo totoz-
nych, kde takové hrany nazyvame smycky. Zapisujeme G = (V, E). Vrcholy
predstavuji jednotlivé entity a hrany vztahy mezi nimi.

Vizudalni reprezentace grafu se provadi jejich zakreslenim do roviny. To-
toznou mnozinu vrcholu V(G) a hran E(G) muzeme zakreslit vice nez jednim
zpusobem. Na obrazku 2.1 nize lze vidét, ze jeden a ten samy graf lze repre-
zentovat dvéma zcela odliSnymi zpusoby pouhym prohozenim vrcholi. Zalezi
pak vzdy na ucelu pouziti, ale obecné plati, ze se snazime vyhnout kiizeni
car (hran), pokud je to mozné. Ve schématech popisujici elektrické obvody
je kiizeni hran dokonce zcela neptipustné.

A A

c D B E

Obrazek 2.1: Ruzné reprezentace stejného grafu

Hrany mezi vrcholy muzeme rozlisovat orientované a neorientované. Ori-
entovany graf definuje [7] jako dvojici (V, E), kde V' je mnozina vrcholu
a F CV xV je mnozina hran. Hrany tak predstavuji usporadanou dvojici
dvou vrcholu (zobrazeni viz 2.2). Pokud by pak uzly napiiklad reprezentovaly
autory A a B odbornych clankt a hrany mezi nimi by znamenaly citovani

11
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zdroje, hrana AB by pak tikala, ze autor A ve svém dile cituje autora B.
Naopak hrana BA by znamenala, ze B cituje z dila pochazejiciho od A.

Neorientované hrany pak pouze informuji o existenci propojeni (at’
uz logického, nebo fyzického) mezi dvéma vrcholy. Pokud bychom tak chtéli
prevést planek néjakého mésta do podoby grafu, kde uzly znamenaji kiizo-
vatky a hrany ulice, vyuzili bychom neorientovanych hran pro obousmérné
prujezdné ulice a orientovanych pro ty jednosmérné.

Autor Milos
B Zeman
(a) Orientovand hrana (b) Neorientovand hrana

Obrazek 2.2: Typy grafu

Dalsim pojmem z oblasti teorie grafu je podgraf. Timto terminem je
myslena podmnozina uzlu celého grafu a hrany mezi nimi. Pokud bychom
meéli najit opét praktické pouziti, vezméme v potaz diive zminéné mapové
podklady. Pokud budeme hledat cestu z jedné casti mésta do jiné, bude nas
zajimat pouze nékolik malo kfizovat a silnic mezi nimi. Stejné tak ctenar
snadno nahlédne, ze vysledny graf socialni sité vytvoreny v ramci této préce je
tak rozsahly, ze pro zachovani prehlednosti a pouzitelnosti grafického vystupu
je nutné omezit se pouze na jeho podgrafy.

Zapottebi je jesté zavést termin ohodnoceny graf. [7] definuje ohodno-
cené grafy takto:

Ohodnoceny orientovany graf (G, w) je orientovany graf G spolu s redlnou
funkei w : E(G) — (0,00). Je-li e hrana grafu G, ¢islo w(e) se nazyjvd jeji
ohodnoceni nebo vaha.

To znamena piiradit kazdé spojnici vrcholu ¢éislo, které kvantifikuje kon-
krétni veli¢cinu. Muze se jednat o vzdalenost mezi misty, prutok potrubi, maxi-
malni dosazitelnou prenosovou rychlost mezi sit’ovymi prvky ¢i ¢etnost citaci.
Ohodnoceni hran se dédle vyuziva pro optimaliza¢ni iilohy a hledani podgrafi.
Napriklad nalezeni nejkratsi ¢i nejrychlejsi cesty mezi dvéma body, kdy kazda
hrana mé nékolik ruznych ohodnoceni (mimo jiné vzdalenost, maximélni po-
volend rychlost, prujezdnost), kterd se mohou pii optimalizaci vzéjemné kom-
binovat (autonavigace by pii prujezdu Prahou méla preferovat podle aktualni
dopravni situace prujezdnéjsi trasy pred témi kratsimi).

12
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Posledni c¢asti, které se budeme v tomto stru¢ném uvedeni do problema-
tiky grafu vénovat, je reprezentace grafi. Kromé jejich vizudlniho zna-
zornéni se vyuziva algebraickych prostredki. V paméti pocitace uchovavame
nejcastéji graf pomoci matice sousednosti, kterou [6] definuje takto:

Necht’ G = (V, E) je graf s n vrcholy. Oznacéme vrcholy vy, ..., v, v néja-
kém libovolném poradi. Matice sousednosti grafu G je ¢tvercovd n X n matice
Ag = (ay)} =, definovand predpisem

1 pro{v,v;} € E
Qij = .
7 0 jinak.

Pokud se jedna o neorientovany graf (viz 2.3), ziskdme podle tohoto pre-
pisu symetrickou ¢tvercovou matici, ktera obsahuje duplicitni data. Naopak
matice orientovaného grafu (viz 2.4) symetrickd byt nemusi (a obecné neni
— pouze v piipadech, kdy plati, ze pokud existuje hrana A — B, pak také
existuje hrana B — A).

ol

) Vizualizace ) Matice sousednosti

oSO R RO
OO OO
_ =0 O =
O O~ OO
O O~ OO

Obrézek 2.3: Neorientovany graf

O OO OO
O O O O
OO O O
o O = OO
O O = OO

(a) Vizualizace (b) Matice sousednosti

Obrazek 2.4: Orientovany graf
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Druhou moznosti, jak reprezentovat graf v paméti pocitace, je seznam
sousednosti. Kazdy uzel V' mé pak prifazenu strukturu (vétsinou imple-
mentovanou pomoci spojového seznamu) obsahujici vsechny vrcholy, které
s nim sousedi, 1épe feceno vrcholy, do nichz z V' vede hrana. Grafy z obrazku
2.2b a 2.2a bychom popsali takto:

A— B,C A— B,C

B— A B —

C—>ADFE C—DFE

D—C D —

E—C E —
Neorientovany graf Orientovany graf

Grafové algoritmy

Od chvile, kdy mame vytvorenu reprezentaci grafu, muzeme jej zacit pro-
chazet. To znamend putovat z kazdého vrcholu do jeho sousedu za tcelem
nalezeni feseni. ReSenfm muze byt nalezeni nejlevnéjsi cesty mezi dvéma
uzly, nalezeni nejblizsiho vrcholu (pfipadné hrany) majici néjakou vlastnost
¢i nalezeni vsech teseni daného problému (v takovychto tlohéch se spise nez
obecné grafy prohledavaji stromy — neorientované grafy, které jsou souvislé
a neobsahuji kruznice — populérni tilohy Osm dam, Rubikova kostka, apod.).

Pti prohledavani se musi postupovat prisné systematicky, aby byla za-
rucena co nejvetsi efektivita, nedochazelo k tomu, ze se na néjaké teseni
zapomene a ze se algoritmus na koneéném grafu zacykli a nikdy neskonéi.
Vybér spravného pristupu je pak vzdy otazkou toho, jaké pozadavky na fe-
Seni klademe. Zakladni dva piistupy k prohledavani grafu jsou pak tyto:
Depth First Search (DFS, neboli Prohleddavani do hloubky) a Breadth
First Search (BFS, Prohledavéni do sitky).

Prohledavat graf do hloubky znamena expandovat vzdy jen jednoho sou-
seda (naslednika), ktery zatim nebyl navstiven, oznacit jej jako navstiveny,
presunout se do daného uzlu a znovu se zamérit na jednoho souseda. Algorit-
mus se zastavi az ve vrcholu, ze kterého nelze déale pokracovat. Pak prichazi
na fadu backtracking, neboli vraceni se vlastnich stopach. Vratime se o krok
zpét, kde se opét pokusime expandovat prvniho nenavstiveného naslednika.
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Tento postup se opakuje, dokud nejsou vsSechny uzly grafu oznaceny jako
navstivené.

—_

: root v in graph G;

2: stack S

3: for each u in G.nodes do
4:  w.visited + FALSE;

5: end for

6: S.push(v);

7: while S is not empty do
8:  u < S.pop;

9: if —w.visited then

10: u.visited < TRUE;
11: for each w in u.neighbours do
12: S.push(w);

13: end for

14: end if

15: end while

Oproti tomu prohledavani do sitky expanduje nejprve vSechny sousedy
zpracovavaného uzlu. Zména v algoritmu je tedy evidentné v tom, ze do za-
sobniku (prioritni fronty) jsou nejprve vlozeni vsichni sousedi, ktefi jsou po
jednom expandovani, a teprve tehdy, kdyz jsou ze zasobniku vyjmuti, pokra-
cuje se expanzi dalsich vrcholu. Tento algoritmus pouzijeme spise u takovych
problémt, kde chceme najit nejkratsi zpusob, jak dospét k feseni, nebot’ cely
stavovy prostor je prochazen v piipadé stromu po patrech, v piipadé obec-
ného grafu po kruznicich, ¢ili prvni spravné feseni, které je nalezeno, je tim
nejblizsim (proveditelnym za nejmensi pocet kroku).

2.3.2 Knihovny a frameworky pro vizualizaci grafi

Pro vykresleni vysledku ziskané¢ho z analyzy dat je zapotiebi pouzit néstroj
pro vizualizaci grafi. Je mozno bud’ vyuzit existujicich feseni, nebo vytvorit
svoje vlastni. Vzhledem k tomu, Ze lze najit mnoho jiz existujicich a vyzkou-
Senych knihoven, jevi se jako lepsi feSeni je porovnat a zjistit, zda jsou pro
tento projekt pouzitelné a vhodné, nebo zda je lepsi prijit s vlastnim novym
zpusobem.
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Dracula Graph Library a JIT

Jako prvni si predstavme knihovnu ptredstavujici robustni nastroj pouzitelny
nejen pro vizualizaci, ale i pro dalsi zpracovani dat pomoci zakladnich al-
goritmu, které jsou jeho soucasti. Tato knihovna se nazyva Dracula Graph
Library (déle jen Dracula). Projekt Dracula je zaloZen na skriptovacim jazyce
JavaScript. Jeho vystupem jsou moderné pusobici vystupy. Hlavni prednosti
jest velmi jednoduchy zpusob pouziti dohromady s rychlosti spojenou s timto
skriptovacim jazykem.

Knihovna je stdle intenzivné vyvijena (pod MIT licenci, kterd umozinuje
i komeréni pouziti) a neni zcela stabilni. Veskeré zdvéry vyvozené z jejtho
testovani jsou tak platné pro verze vydané v poslednim kvartalu roku 2013.
Jak bude déle vysvétleno, v dobé jejiho testovani nebyla vhodna pro veétsi
grafy, ale svou jednoduchosti poslouzi mensim projektum, které potiebuji
rychlé a funkéni reseni.

»
LA /
N\
P
DavdRh BT E IR zzese .
— Japirons
.
.- Peari-Jarf & Cypress Hill
-— Pegr Ja Meil Young & Pearl Ja
ke cCready
[ =
EddsfNVedder
StonefBgssard
. h

Obrézek 2.5: Piiklad vystupu knihovny JIT

Velmi casto je srovnavana s jinym nastrojem taktéz zalozeném na Ja-
vaScriptu, ktery se jmenuje JavaScript InfoVis Toolkit (¢astéji se objevuje
pouze zkratka JIT). Obé knihovny podporuji AJAX. I v pripadé JIT lze
hovotit o vysoké kvalité vystupu, ktery pusobi velmi moderné a uhlazené.
Stejneé tak plati, ze JIT umoznuje rychlé vytvoreni vystupu za vyvinuti mini-
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malntho usili, ale pro iplného zacatecnika je méné vhodny, nebot’ je o néco
komplikovanéjsi. Na druhou stranu pro vétsi projekty je vhodnéjsi, nebot’
vyvoj v ném je rychlejsi a lze dosahnout stejného vysledku tspornéjsim ko-
dem. Dalsi vyhodou je lepsi dokumentace a vétsi uzivatelska zakladna. Lze
tak najit i mnoho piikladu a feSenych problému na internetovych férech. Kod
opét podléha licenci MIT.

Java Universal Network/Graph Framework

Dalsi testovany framework nese nazev Java Universal Network/Graph Fra-
mework (znamy spise pod zkratkou JUNG). Je napsan v programovacim ja-
zyce Java, ale je vétsina kodu je maximalné optimalizovana. I tato knihovna
kromé moznosti vykresleni grafu poskytuje velké mnozstvi funkci umoznu-
jicich prohledavani grafu, klastrovani, profezavani stromu a mnoho dalsich
pokrocilych algoritmu z oboru teorie grafu, data miningu a analyzy social-
nich siti. Navic nabizi moznost vybéru z mnoha druhu rozvrzeni grafu, které
jsou vysoce pokrocilé a framework se tak pomoci vestavénych algoritmu sam
postard o navrh vizualizace. Velkou vyhodou této knihovny je rychlost a sta-
bilita.

Vytvoreni jednoduchych grafu je snadné i pro neznalého uzivatele. Navic
lze najit na internetu velké mnozstvi kratkych navodu zabyvajicich se zaklady
prace s knihovnou. Vzhledem k minimalistické dokumentaci se programator
musi pii problémech spoléhat spise na uzivatelskou zakladnu. Kod je siten
pod BSD licenci.

Vykreslovani je velmi variabilni a lze uzivatelsky nadefinovat podobu uzlu,
hran i popisku. Takové zasahy jsou jiz vsak véci vyzadujici vétsi zkusenosti
s frameworkem, nebot’ jsou feseny dosti neintuitivné a zlepseni bohuzel ¢ekat
v dohledné dobé nelze, nebot’ posledni verze 2.0.1 byla vydana jiz v roce 2010.
Lze ale stale rozsitovat funkcionalitu pomoci novéjsich knihoven tretich stran,
které knihovna pouzivé, predevsim pak Cern Colt Scientific Library.

Tento framework je od samotného zacatku zaméten na zpracovani vétsiho
mnozstvi dat nez Dracula Graph. Presto i zde muze pti velkém mnozstvi
uzlu dojit k nest’astnému rozvrzeni layoutu, které vyusti v prekiizené hrany
a prekryvajici se popisky uzlu. Nezbyva pak nez takovy problém vyftesit ruéné
vhodnym priblizenim ¢i oddalenim ¢i preskupenim uzlu.

Posledni knihovna, o které se zminime, je sitena pod GNU General Pub-
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Analyza textu Grafové vizualizace

lic License a jmenuje se GraphStream. Zamétuje se predevsim na vizualizaci
a jeji dynamiku. Pouzitym programovacim jazykem je opét Java. Hlavni mys-
lenkou je automaticky prevod dat ulozenych v souboru na graf a dale jeho
zobrazeni (odtud ndzev GraphStream).

Zajimavosti této knihovny nejsou jen pusobivé vystupy, ale hlavné zcela
odlisny pristup k tvorbé vzhledu grafu pomoci kaskadovych stylu. Diky tomu
ma programator obrovské moznosti co se tyce designovani vysledného pro-
duktu. Bohuzel pro zacdteénika to znamena zhorseni prehlednosti a citel-
nosti kodu. Dalsim problémem této knihovny je obtiznéjsi implementace grafu
vznikajicich dynamicky, nebot’ to vzdy piinasi i automatické generovani no-
vych CSS soubor.

Na obrazku 2.5 si 1ze prohlédnout vystup knihovny JIT. Produkt knihovny
JUNG a Dracula si lze prohlédnout na ukazkach z aplikace (viz napiiklad 4.2,
3.4 a3.5).

18



3 SoNEx

3.1 Architektura aplikace

Architektura aplikace SoNEx je znézornéna pomoci UML digramu na ob-
razku 3.1. Na tomto diagramu jsou zakresleny vSechny puvodni tiidy apli-
kace (balicek cz.zcu.fav.kiv.witz.bp) a navic tiida Analyzator, kterd
prislusi pouzitému analyzatoru polarity nazoru (viz nize). Blizsi informace
o algoritmech a strukturach pouzitych v jednotlivych ¢astech l1ze nalézt déle.
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<<Java Class>>

" [<<Java Class>>

DataPreparator
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<<Java Class>>
SentimentExtractor

01//1

<<Java Interface>>
¢ | ISentimentProvider
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TagGuide
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i ] <<lava Class>>
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JungGraphProvider
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<<Java Class>>
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Obrazek 3.1: UML diagram aplikace

. IGraphProvider
. i / =
<<Java Class=> <<Java Class>> <ava Classn
A t DataReader [~ ----i..p| <=/ava Class>>
nalyzator ataReader ey Entity GraphDataHolder

e ApplicationClass — Hlavni tiida, kterd obsahuje metodu main. De-
finuje umisténi vstupnich dat a vytvaii instance tiid potfebnych pro
jejich zpracovani a zobrazeni. V této tiidé je mozné definovat, které
konkrétni implementace definovanych rozhrani budou pouzity.
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e AppData — Tato tfida je vyuzivana pro uchovavani informaci v pru-
béhu prvotni analyzy dat. Obsahuje mapu, resp. slovnik, entit (t¥ida
Entity), které zdroven propojuje s vétami oznacenymi jako komentére,
jejichz zpracovani nasleduje. Jsou zde tak obsazena vSechna data véetné
vytvareného grafu, nebot’ pouze zde jsou dostupné vsechny existujici
instance ttidy Entity predstavujici polozky seznamu sousednosti grafu.

e Comment — Triida je prepravkou uchovavajici informace o kazdém
komentafi. To znamend jeho umisténi a dodatecné informace o jeho
okoli.

e DataPreparator — M4 za tikol #idit prvotni analyzu dat. Ptedava tride
DataReader postupné vSechny soubory s nimi a vytvaii instanci ttidy
SentimentExtractor, kterd provadi analyzu polarity nazoru. Nakonec
spojuje vSechny mezivysledky, které jsou ukladény do samostatnych
souboru algoritmem popsanym v 3.3.

e DataReader — Provadi analyzu vstupnich souboru. Vyhledava po-
jmenované entity, urcuje jejich vzajemnou polohu a tim i vztah. Pro
kazdy soubor je vytvorena daty nenaplnénd instance tiidy AppData,
do niz jsou uklddany vysledky kazdého tuseku (¢lanku, véty, komen-
tare). Stejné tak provazuje komentédre s prislusnymi entitami.

e Entity — Tato tfida udrzuje vSechny informace o uzlu grafu: nazev
uzlu, seznam sousednosti a dodateéné informace o hranéch (typ a mira
vztahu, sentiment). Protoze je pouzito pro uchovavéni instanci kolekce
HashMap, musi obsahovat metodu hashCode () a equals().

e GraphDataHolder — Slouzi k nac¢teni a udrzovani dat ve 2. fazi, coz je
tvorba GUI. V 1. fazi byla data zpracovana a vysledky ulozeny do jed-
noho souboru jako modifikovany seznam sousednosti, ktery je nacten,
a podle néj jsou vygenerovany seznam typu entit a barevna paleta po-
uzita pro jejich vizudlni reprezentaci. Samoziejmosti je slovnik entit,
ve které je klicem nazev entity a hodnotou instance tiidy Entity.

e GUI - Trida oddédénd od tiidy JFrame. Jednd se o jednoduché okno
s komponentami zprosttedkovavajicimi uzivatelsky vstup, neboli filtry
pro prohledavani grafu. Vyuziva dat poskytovanych tiidou GraphDa-
taHolder a stejné tak ji generovanou paletu barev pfifazenych typum
entit. Samotny graf dodava tiida implementujici rozhrani IGraphPro-
vider jako JPanel, ktery je vsazen do hlavniho okna. Podrobnéjsi in-
formace viz 3.6.2.
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e IGraphProvider — Rozhrani, které musi splinovat tiida vykreslujici
graf vsazovany do hlavniho okna aplikace. Takova tiida musi imple-
mentovat vefejnou metodu JPanel getGraph(String selectedItem,
int selectedRelType, boolean[] selectedTypes, int userDepth,
int userRelLvl). Parametry jsou uzivatelsky navolené slozky filtru
(vychozi entita, typ vazby, typ entit, hloubka hleddni, minimalni ¢et-
nost spole¢ného vyskytu).

e ISentimentProvider — Toto rozhrani museji implementovat tiidy,
které provadéji analyzu sentimentu. Vzhledem k tomu, ze byl pouzit
jiz existujici néstroj (viz 3.5.3), byl zachovén ¢esky nazev metod v ném
pouzity. Jde o metody getSentimentVety(String sentence) a na-
plnSlovnik(File dict, ETypSlova typ).

e JungGraphProvider - Tato implementace rozhrani IGraphProvider
vyuziva knihovny Jung popsané v 2.3.2 a 3.6.5. Poskytuje JPanel, ktery
je mozno pridat do contentPane jiné komponenty. Navic poskytuje
rozbalovaci roletu s moznosti prepinani mezi edita¢nim a prohlizecim
modem.

e Relation - Trida slouzi jako prepravka, do niz se ukladaji informace
o vazbé mezi dvéma entitami. Sila jednotlivych typu vazby a zjistény
sentiment.

e SentimentExtractor — Nalezeni presného rozsahu textu, komentare,
ktery je relevantni pro analyzu polarity nézoru je tkolem této ttidy.
Podle dat ulozenych v instanci tfidy Comment je urcena poloha uvozo-
vek. Algoritmus v jejich okoli hledd uvozovaci vétu, vysledek preda k
analyze sentimentu (t¥ida implementujici ISentimentProvider) a vy-
sledek ulozi do prislusnych instanci tiidy Relation.

e TagGuide — Podle vzoru Singleton navrzeny jednoduchy dialog pro
vybér typu entit k analyze a zobrazeni. Vyuzivéa paletu barev a seznam
typu entit generované tiidou GraphDataHolder.
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3.2 Vstupni data

3.2.1 Vznik a podoba

Po teoretickém uvedeni do problematiky se podivejme na aplikaci vySe zminé-
nych metod v praxi a jejich vyuziti pro tcely cilové aplikace nazvané SoNEx
(Social Network EXtractor). Zakladnim stavebnim kamenem této bakalai-
ské prace jsou vstupni data, ktera vznikla na zakladé zpracovani novinovych
¢lank, jejichz piivodcem je Ceskd tiskové kanceldd (CTK). Pavodni sou-
vislé texty byly tokenizovany 2.2.1, lemmatizovany 2.2.1 a, coz je pro cilovou
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novanych entit, jehoz produktem se budeme ptredevsim zabyvat.

3.2.2 Format

Textovy soubor, ktery je vysledkem vyse popsané sekvence tikonu, sestavé
ze 4 sloupcu. Prvni sloupec obsahuje puvodni slova a znaky puvodniho analy-
zovaného textu v pivodnim pofadi. Ctenfm prvniho sloupce fadek po fadku
tak ziskdme puvodni nezménéné clanky. Vzhledem k tomu, Ze vSechny po-
trebné informace nasleduji az v dalsich sloupcich, neni tento pro ucely apli-
kace pouzit.

Druhy sloupec kazdého fadku uchovava lemmatizovany tvar slova ze sloup-
ce prvniho. Na lemmatizovany tvar se dédle vice zamétime, nebot’ praveé z néj
budeme cerpat jména entit.

Tteti sloupec obsahuje znacky poskytujici informace o tvaru slova v pu-
vodnim textu (mimo jiné pad, slovni druh atd.). Takové informace jsou pro
vyslednou aplikaci nadbytecné a nebudeme si jimi proto déle zabyvat.

Zajimavy pro nas bude opét az sloupec ctvrty, posledni. V ném totiz
nalezneme tag, ktery fika, zda se jednd o pojmenovanou entitu. Pokud ano,
obsahuje i informaci o jaky konkrétni typ se jedna. Tagy pomohou nejen pro
barevné rozliseni jednotlivych typu, které pomuze citelnosti dat, ale zaroven
poslouzi k snadné filtraci. Kazdy druh textu bude pouzivat pravdépodobné
jinou sadu tagu. V obecnych novinovych ¢lancich nas bude zajimat, zda je
dana entita osobou, firmou, statem, méstem, apod., ale pokud bychom meéli
specializovanéjsi texty, bude nas spise zajimat, ke kterému fotbalovému klubu
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zminény hraé¢ prislusi, kdo je autorem dila atd. Muzeme si pak snadno vybrat,
ze nas naptiklad zajimaji pouze hraci plzenské Viktorky ¢i prislusnici nékteré
strany. V pripadé predlozenych vstupnich dat muzeme filtrovat dle skupin
(tagu) zminénych nize.

3.2.3 Ukazka

Ceska Cesky AAFS1----1A----B-country

republika republika NNFS1--—-——- A----T-country
prevzala prevzit VpQW---XR-AA---0
s s-1 RR—-7-————————- 0
pfichodem prichod NNIS7----- A----0
nového novy AAIS2----1A----0
roku rok NNIS2----- A-—-1 0
predsednictvi predsednictvi NNNS4----- A-—--0
v v-1 RR--6-—-—-—--—-—- 0
Evropské evropsky AAFS6----1A----B-organization
unii unie NNFS6----- A----I-organization
o Limmmmm e 0

Na vybraném vzorku je vidét, jak jsou puvodni texty transformovany
a o jaké informace jsou doplnény. Jak jiz bylo fec¢eno, pro analyzu byl upied-
nostnén druhy sloupec pied sloupcem prvnim. Hlavnim duvodem je ten fakt,
ze se jednd o lemmatizovany tvar, ktery sjednocuje vSechny vysklonované
formy daného vyrazu. Nevyhoda tohoto ptistupu je ovSem zjevnd i z vytahu
vstupnich dat, kde v prvnim sloupci muzeme vidét spravny tvar ,Ceskd re-
publika®, ktery lemmatizaci presel v nespravny tvar ,cesky republika“. Po-
kud tak bude cely nazev takto deformovan, ziskdme takovym zpusobem tedy
spravné vsechny vyskyty dané entity, ale u vSech bude uveden stejny ne-
spravny nazev.

Néstroj, ktery byl pouzit pro rozbor vstupnich dat, navic v mnoha piipa-
dech neurcuje spravné lemma nékterych entit, a tak napiiklad vzniknou dveé
ruzné verze téhoz jména (napt. ,Mirek Topoldnek“ a ,Mirek Topolanka“).
bylo pro vyslednou aplikaci velmi uzitecné jejich rozsiteni o dalsi polozku,
ktera by vznikla na zdkladé dalsi analyzy — naptiklad pomoci vyhleddavani
v rozsdhlejsi databézi (viz 2.2.2), jenz by v tomto trividlnim piipadé odhalilo
ruzné pojmenovani jedné entity.
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Jak jiz bylo fec¢eno vySe, dulezity je pro tuto praci posledni sloupec dat
obsahujici typ pojmenované entity. V datech, ktera byla dodana pro ovée-
feni funkénosti vysledné aplikace, muzeme nalézt tyto tagy: city, country,
e-subject, figure, geography, nationality organization, problematic,
region, religion, sport, sport-club

Vzhledem k povaze puvodnich textu je zvolen velmi zobecnujici zpusob
roz¢lenovani do jednotlivych skupin, coz sice neumozni ptilis jemné filtrovani,
ale na druhou stranu nezpusobuje nepiehlednost samotného jejich nastavo-
vani, kterd by nutné vznikla pti vétsim mnozstvi definovanych skupin.

3.3 Predzpracovani vstupnich dat

Pro tvorbu té casti aplikace, ktera bude mit na starosti analyzu dat, byl
vybran programovaci jazyk Java, coz predurcilo i zpusob, jakym se musi
k datum jako takovym pristupovat. Jednim z duvodu je ten, ze Java je objek-
tovym jazykem, ve kterém je objektem uplné vSe, coz ma nepiiznivy dopad
na mnozstvi pouzité operacni paméti. Zatimco testovaci vstupni data pro
aplikaci dodana pouze pro testovaci tucely a pro seznameni se s jejich forma-
tem meéla velikost v fadu jednotek megabajtu, coz samoziejmé neznamenad pri
dnesni velikosti paméti zadny problém, findlni data jiz predstavoval textovy
soubor o velikosti nékolika gigabajti. Méjme na paméti, ze si musime uchovat
reprezentaci grafu a ke kazdé entité mnozstvi dodatecénych dat. A¢ tedy apli-
kaci analyzujici testovaci data stacila vychozi pridélena velikost 2 GB RAM,
pro findlni data nestacila jiz ani rozsitena kapacita 4 GB. Vzhledem k tomuto
a k faktu, ze lze ocekavat i data mnohem vétsi, je zapotiebi si vstupni soubor
rozdélit na useky, které se budou zpracovavat zvlast’, vysledky odkladat na
disk a ¢éstecné vysledky nakonec spojit.

Tvorba grafu z textu vyzaduje nejvice strojového casu, ale nastésti se
jedna o jednorazovou operaci. Staci ji tak provézt pouze pri zméné dat. Po-
kud dat pribude, velmi jednoduse lze pridat dalsi soubory, které budou samo-
statné zpracovany a vysledky budou spojeny s vystupy predchozich analyz.

Jednotlivé mezivysledky maji stejny format jako vysledny soubor, ktery
predstavuje reprezentaci grafu pomoci seznamu sousednosti doplnéného o in-
formace o relaci mezi entitami. Kazda entita je tak ulozena v takovémto
formatu:
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Z:A 35QOLO,,CTK A:59

Air France organization:: Par 52 S
2 Q:0 L:0;; Atlantik: A:52 S:43

i
S:47 Q:0 L:0;; Brazilie: A:30 S:2
Q:0 L:0;;...

Entita Air France byla oznacena za organizaci a mé sousedy Paiiz, CTK,
Brazilie, Atlantik atd. S entitou PariZ se vyskytovala v 52 ¢lancich, 35 vétach
a nevyskytovaly se spolu v zadné vété obsahujici piimou fe¢ nebo citaci, coz
znamena, ze i sentiment mezi nimi je neutralni (0).

Predzpracovani je soucésti ttidy DataPreparator, kterd se postard o spra-
vu souboru a spravny postup jejich analyzy. Po dokonceni vSech castecnych
analyz je vytvofena skupina souboru o poc¢tu odpovidajicim vstupnim soubo-
rum. Data jsou ve vySe popsaném formatu sefazena v abecednim poradi a pti
jejich spojovani je této vlastnosti vyuzito. Soubory jsou prochazeny vsechny
zaroven Tadek po fadku a mezi vSemi je nalezen ,minimalni* fadek, tj. ta-
kovy, ktery obsahuje entitu lezici v abecedé pred ostatnimi, ktery je zapsan
do vystupu, nebo entitu shodnou s entitou v jiném souboru, ktera je spojena
a zapsana. Timto zpusobem jsou vSechny entity spojeny.

3.4 Problémy pri analyze dat

Vzhledem k charakteru vstupnich dat nastavd nékolik problému. Prvnim
z nich jsou zahlavi a zédpati uvozujici vSechny novinové ¢lanky, kde se lze do-
zvédét vice o zdroji a autorovi ¢lanku. Data poskytnuta zadavatelem pocha-
zeji ze zdroji Ceské tiskové kanceldie (CTK). Po nahlédnuti do poskytnutych
dat si na prvni pohled lze v§imnout, ze kazdy ¢lanek je uvozen piislusnou hla-
vickou poukazujici na to, ze pravé CTK je puvodcem tohoto textu. Takova
informace je zajisté nezanedbatelnd, ovsem pokud by méla byt zahrnuta do
socialni sité, stava se dosti matouci, nebot’ by veskeré pritomné entity byly
ve vztahu s CTK alespoii na tdrovni spoleéného vyskytu ve éldnku. Neje-
nom ze by tak mohla vzniknout nesmyslnd vazba, ale navic (coz je mnohem
zdvaznéjsi) by se vytvoiily tranzitivni vztahy (A — CTK— B) mezi viemi
entitami.

V kazdém c¢lanku nalezneme vzdy minimalné jeden vyskyt této zkratky,
at’ uz v zéhlavi nebo ve vétach typu ... zjistila CTK® nebo .,... sdelil CTK
zdroj blizky XY*“. Zmirnit tento nepfiznivy vliv se da samoziejmé nezapoci-
tanim vyskytu v zahlavi. Zda je nezadany i vyskyt v ramci dalsiho textu, je
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diskutabilni. Muzeme z néj alespon vycist, kde ve svété a jakém oboru pusobi
ktera zpravodajska agentura podle jejich sousedu v grafu. Bohuzel v dnesnim
zpravodajstvi neni casté zverejnovat puvodni zdroj, ze kterého je informace
prevzata, a Casto se pouziva fraze ,jak se AB podarilo zjistit...“ apod., kde
AB je oznaceni az posledniho ¢lanku zpravodajského fetézce.

Zde je popsan problém pouze pro jednu konkrétni entitu, ale je samo-
ziejmé obecny a zalezi vzdy na typu vstupnich dat. Jednou z moznosti je
ignorovat vazby, které se vyrazné vymykaji bézné ¢etnosti, coz by ale mohlo
vézt ke ztraté téch nejvyznamnéjsich dat. Jako lepsi moznost se proto jevi
moznost potlaceni nékterych entit ruéné. Pokud uzivatel zpozoruje nezadouci
vyskyt nékteré entity, staci ji pridat do seznamu a aplikace se jiz automaticky
postard o jeji vymaskovani.

3.5 Tvorba socialni sité

3.5.1 Graf a jeho reprezentace

Metod pro reprezentaci grafu v paméti pocitace je mnoho (nékteré viz 2.3.1).
Pro uchovani grafu tvoreného ze vstupnich dat pojmenovanymi entitami byl
po zralé ivaze zvolen seznam sousednosti. Aby mohla byt pouzita matice, mu-
sela by bud'to dynamicky zvétsovat svou velikost, nebo by muselo byt zpraco-
vani vstupniho souboru provedeno ve dvou fazich: spocitani vsech unikatnich
entit a teprve potom vytvotreni matice o spravné velikosti a jeji naplnéni pri
druhém pruchodu daty. Dynamické zvétsovani matice by byla operace velmi
drahd a druhd zminéna varianta predstavuje jeden pruchod souboru navic
s tim, ze hledani spravné bunky v matici (relace mezi dvéma entitami) by jiz
od prvniho momentu znamenala hledani ve vSech entitach v daném souboru.
Jejich hledani by tak i pfi vSech optimalizacich znamenalo vysokou casovou
narocnost jiz od prvni nalezené entity.

Pouziti seznamu sousednosti umozni projit soubor pouze jednou a navic,
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velmi rychlé, nebot’ obsahuje maly pocet polozek, ktery se zvétsuje s mnoz-
stvim analyzovanych dat.

Optimalizace v tomto piipadé hraje vyznamnou roli. Je sice pravda, ze
prvotni analyza dat je jednorazova operace, ale je ¢asové a pamét’ové velmi
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narocnd. Resenf pamét'ové naroénosti bylo jiz popséno. Jednou z véci, kterd
tyto zvysSené pozadavky zpusobuje je pravé snaha o urychleni. VSechny en-
tity jsou tak ulozeny ve slovniku, kde klicem je nézev jednotlivych entit
a hodnotou odkaz na k ni piislusici objekt. Pro jeho implementaci je po-
uzita standardni kolekce jazyka Java HashMap, kterd umoznuje velmi rychlé
vyhledavani pomoci klice, nebot’ je vyuzito hashovaci tabulky.

Je logické, ze graf neobsahuje orientované hrany. Jedinymi useky textu,
ze kterych by bylo mozno vycist smér hrany, jsou pfimé a neptimé teci. To
by ale znamenalo urcovat vlastnosti hran v obou smérech a téz vykreslo-
vani ti{ ruznych hran mezi entitami (oba sméry a neorientovand hrana pro
ostatni pripady), coz by vytvorilo velmi neprehlednou zmét’ car ve vysledné
vizualizaci. Navic nebyl spatien smysl v uchovavani takovych informaci.

Tvorbu socidlni sité mé na starosti tiida DataReader, ktera prijima po-
stupné soubory ke zpracovani. Veskeré datové struktury pouzité pri analyze
jsou udrzovany a spravovany v ramci tiidy AppData, kterd dale pracuje se tii-
dami Entity, coz je de facto prepravka uchovavajici informaci o kazdé entité
a zaroven s tim seznam sousedu daného uzlu grafu, a Relation, coz je pre-
pravka s udaji popisujicimi vazbu mezi vrcholy (Cetnost spoletného vyskytu
a celkovy sentiment). Posledni tiidou je Comment, ktera se pouziva pro uréeni
polohy vét zvolenych k analyze sentimentu.

3.5.2 Relace

Aplikace na zékladé tagu obsazenych ve vstupnich datech rozpoznévéa po-
jmenované entity a vytvaii relace mezi nimi. Lze rozlisit 3 druhy vztahtu na
zakladé jejich vzdjemné pozice. Dvé entity se mohou vyskytovat ve velmi
volném vztahu, kterym je spolec¢ny vyskyt v ramci celého jednoho novino-
vého clanku. Takovy typ vazby je nejslabsi a mél by se na vysledku projevit
nejmensim dilem. Je vsak zdaleka nejcetnéjsim.

Silnéjsi spojeni znaci koexistence dvou entit v jedné vété. Nijak nepte-
kvapi, ze z vysledku analyzy lze vycist, ze jiz neni tak castd jako spolecny
vyskyt v celém ¢lanku, ktery muze byt slozité vétveny a jednotlivé ¢asti spolu
nemuseji souviset, nebo muze byt jejich souvislost jen vzdalena.

Za nejsilnéjsi vazbu bychom méli povazovat na socidlni siti vazbu typu

piima tec, citace a vsechny vyskyty typu ,,A“B (,,Orco Group se potdci v pro-
blémech, “ varuji Hospoddrské noviny.), ,AB“( ,,0béda u prezidenta Klause se
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zucastni jak premiér Necas, tak predseda Sendtu”, informovala kanceldr pre-
zidenta.) a ,..“A,B ( ,Pockejte si na tiskové prohldsent,* prohldsili svorné
Paroubek i Hasek.). Nejenom Ze lze z téchto vét usuzovat na silné spojeni mezi
entitami, ale navic lze ve vétach tohoto typu najit dalsi upresnujici informace,
které by danou vazbu presnéji popsaly. V tomto piipadé budeme povazovat
véty tohoto typu za texty stejného charakteru jakého jsou komentére ¢i pii-
spévky na socidlnich sitich, jak je zname. Jak jiz bylo fec¢eno (2.2.3), velmi
zajimavym odvétvim je analyza sentimentu takovychto prispévki. Pokusime
se analyzovat i tyto texty na vyskyt slov lépe popisujicich danou vazbu.

3.5.3 Polarita vztahu

Clovék je pfi pohledu na néjaky komentaf, diskusi ¢ jakykoliv jiny text scho-
pen rozhodnout, zda je obsah tohoto sdéleni negativni, pozitivni, ¢i neutralni,
byt’ se pii urcovani této vlastnosti muze stat, ze se dva lidé ve svém néazoru
neshodnou. Kromé strohého uidaje o ¢etnosti a sile vazby tak lze navic brat
v potaz tuto hure kvantifikovatelnou informaci.

Analyza sentimentu (polarity) je provddéna ve druhé fazi, neboli pii dru-
hém pruchodu dat. Pfi prvnim je pouze zaznamenéana poloha vét uréenych
ke zpracovani. Duvodem je skutecnost, ze ve zdrojovych datech (predevsim
v puvodnich testovacich) se casto vyskytuji uvozovky postradajici parovou
znacku. Pti druhém pruchodu uz se tak stac¢i zamérit na okoli takovych zna-
cek a snazit se zrekonstruovat uvozeny text.

V textu jsou vytypovany useky, u kterych lze predpokladat, ze jejich ana-
lyzou ziskame polaritu nazoru ¢i vztahu mezi entitami. Ta je do programu
dodéna pomoci tiidy SentimentExtractor, kterd je zjednodusujici derivaci
bakalarské prace Karla Zibara (Katedra informatiky a vypocetni techniky,
Fakulta aplikovanych véd, Zapadoceska univerzita v Plzni) z roku 2014. Vy-
sledky jeji aplikace se budeme zabyvat déle.

Pouziti tohoto externiho néstroje umoznuje jednoduchou vymeénu za jiny,
ktery by byl zalozen na jinych metodach analyzy a poskytoval jiné vysledky,
které by spise odpovidaly povaze dat, nebot’ jeho puvodni pouziti se zcela
neschoduje s jeho aplikaci v této préci.
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3.6 Graficky vystup a GUI

Data grafu jsou po predchozi analyze ulozena v jednom souboru, jehoz vznik
a podoba jsou popsany vyse. To umoznuje pfi spusténi programu pouze je
nacist a ulozit do paméti. Aby se zmensily naroky na pameét’, nejsou pouzity
stejné datové struktury jako pti tvorbé grafu. Jedina entita, kterou je zapo-
tfebi nalézt mezi vSemi, je prvni, centralni, ze které se k dalsim pristupuje
ze seznamu sousednosti se slozitosti O(1).

3.6.1 Filtrace dat

Zobrazeni celého grafu obsahujicitho vSechny uzly a hrany by znamenalo vy-
tvorit neprehlednou zmét’ hran a car, ve které by se veskeré informace ztratily,
a takova vizualizace by byla k nepouziti. Proto je zapottebi ziskat od uziva-
tele ziskat informace umoznujici omezeni poctu entit, neboli zadani filtru.

Pro komunikaci s uzivatelem bylo vytvoreno jednoduché uzivatelské roz-
hrani, které umoznuje zadat jméno entity, ktera se stane centrem vytvareného
grafu. Dalsi parametry jsou samoziejmé hloubka prohledavani, coz znamena,
ze 1ze naptiklad vyhledat pouze ty entity, které jsou piimo spojeny s danym
centrem apod. Dal$im uzitecnym parametrem je typ relace, podle kterého se
ma vyhledavat. Lze volit mezi spolecnym vyskytem v ¢lanku, vété ¢i citaci.

Dalsi moznosti filtrace jsou velmi uzitecné, protoze jejich pouzitim se
lze zamérit na velmi specifické podmnoziny grafu. Prvnim filtrem je ome-
zeni podle ¢etnosti spolecného vyskytu. Lze tak ignorovat nevyznamné rela-
ce/entity pro hledany centralni bod. Stejné tak t¢innym zpusobem omezeni
mnozstvi hran a uzlu je nastaveni mnoziny tagu, které chceme brat v potaz.
Lze tak vyhledavat pouze mezi osobami, mésty a podobné podle charakteru
vstupnich dat (seznam tagu je generovan automaticky).

Pro vétsi prehlednost a lepsi orientaci v grafu jsou uzly obarveny. Cent-
ralni uzel, ze kterého je zapocato prohledavani grafu, je vzdy obarven cerné.
Ostatni uzly maji barvu podle typu entity. Kazdému tagu je automaticky
jedna pritazena. Lze si pak nechat zobrazit legendu a vyselektovat si ty,
které chce uzivatel skryt. Stejné tak jsou obarveny i hrany podle sentimentu
urcené¢ho externim néstrojem.
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3.6.2 Tvorba GUI

GUI bylo vytvoteno za pouziti knihovny Swing, ktera je sice pomalejsi nez na-
priklad SWT, které pouziva nativni knihovny operacniho systému, protoze vse
je vykreslovdno pomoci Java2D. Vyhodou je lepsi prenositelnost za pouziti
méné kédu. Vykonnostni nedostatky se navic pti takto minimalistickém uzi-
vatelském rozhrani vyraznéji neprojevuji. Veskery kod byl psan ruéné v pro-
stfedi Eclipse, neboli nebylo vyuzito naptiklad designeru prostiedi NetBeans,
které by generovalo kod poskytujici za malého tsili mozna lepsi vysledek nez
rucné tvoreny, ale kod neoptimalizovany, a tim padem pomalejsi.

Zakladem této casti je tida GUI, ktera obsahuje vytvoreni jednoduchého
okna s nékolika ovladacimi prvky, kterézto jsou popsany vyse. Vystup si lze
prohlédnout na obrazku 3.2 Moznost filtrovani podle tagu je poskytovana
dalsi tfidou TagGuide predstavujici jednoduché okno. Posledni pouzitou je
tiida MyColor dédici od tiidy JLabel. Ta slouzi ke spravnému vykreslovani
legendy (barev pouzitych pro oznac¢ovéni typu entit podle tagu, viz obrazek
3.3).

= Relace + - + X

Iméno: (Zadej filtr | |v| Hloubka prohledavani: D Sila vazby:
e . . Filtrovani dle _
w Clanek O Véta O Citace e

Obrazek 3.2: Vysledné GUI

- Filtrovani podle typu entit + - + %

-
Vybrat vie Zrusit oznaceni |

city

=

country

3]

e-subject

&

figure

geography
nationality

E E E

organization

-

=

problematic

Obrazek 3.3: Dialog pro filtrovani podle typu entit
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3.6.3 Vyhledavani a podgrafy

Jiz bylo teceno, ze pro vykresleni grafu je vyzadédn startovaci uzel (fikejme
mu kofen). Z néj je zapocato vyhledavani omezené zadanymi parametry
(hloubka, typy entit, typ vazeb, sila vazby). Pro tyto potieby bylo zvoleno
BF'S, neboli prohledavani do sitky (pro vice informaci viz 2.3.1).

Tento algoritmus byl vybran proto, ze pro tento piipad je algoritmus
snaze pochopitelny a lehce implementovatelny. Na zacatku je do prazdné
fronty vlozen koten. Dale se postupuje tak, ze je vybran jeden vrchol z fronty
a jeho nasledovnici pridani do fronty, pokud zatim nebyli zpracovani, maji
typ, ktery neni uzivatelsky ignorovan, a nejsou vzdaleni od kofene vice, nez
je pozadovand maximalni hloubka grafu. Do tfidy Entity tak musela byt
dodéana polozka, kterd znamena minimalni vzdélenost od kofene.

Pomoci zadanych filtru tak vznikaji podgrafy danych vlastnosti. Lze téz
nastavit hodnotu maximélni hloubky grafu tak vysokou, ze by byl obsazen
cely graf, ale takovy pozadavek se neocekava, nebot’ by vysledny graf byl
prilis slozity.

3.6.4 Vizualizace grafu

V ¢asti 2.3.2 jsme se seznamili pouze s témi knihovnami, se kterymi byly
provadény pokusy v ramci aplikace SONEx. V tvahu byly vzaty samoziejmé
i jiné moznosti, které ovSem vétsinou byly zavrzeny z duvodu nesrozumitelné
dokumentace, nelibivého vzhledu vystupu nebo nadmiru slozitého propojeni
na existujici kod.

Prvni pokusy byly uc¢inény s moderni JavaScriptovou knihovnou Dracula
Graph Library (2.3.2). Propojeni s ¢asti psanou v programovacim jazyce
Java probéhlo jednoduse tak, ze ¢ast skriptu obsahujici tvorbu grafu byla
dynamicky generovédna samotnou aplikaci (zéroven s prochazenim grafu byl
tvoren skript).

Bohuzel byly po vytvoreni funkéni kostry odhaleny chyby mensi zavaz-
nosti, které by nebylo tézké odstranit (chybné zobrazovani ¢eskych znaku
apod.), ale i chyba, kterd je tézko odstranitelnd a svou zdvaznosti znemoz-
nila pokracovat dale za pouziti této knihovny. Ptesto, ze byla funkénost tes-
tovana na pomérné malych datech a vysledny skript tak nebyl ptilis rozsahly,
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byla rychlost JavaScriptové ¢asti netinosné nizka a pro real-timové vyuziti se
ukézala byt knihovna naprosto nepouzitelnd. Zobrazeni v prohlizeci pak do-
provazelo zobrazovani varovnych hlasek poukazujicich na abnormalné dlouhy
béh skriptu na strance. Zasadnim nedostatkem pouzité verze byla i absence
moznosti zoomovani.

Lze ji vSsak na zakladé zkuSenosti doporucit pro malé grafy, nebot’ je jeji
zakladni pouziti opravdu trivialni. Ukazky jednoduchého kédu i vystupu je
mozno nalézt na: http://www.graphdracula.net/. Zde je ukazka nejjedno-
dussiho grafu, ktery lze pro potieby této prace vytvorit.

$(document ). ready (function () {
var width = $(document ). width ();
var height = $(document ). height ();
var g = new Graph();

g.addEdge (”"Klaus”, ”Jaroslav Hudec”);
g.addEdge (" Klaus”, "LN”);
g.addEdge (" Klaus”, ”"Toronto”);

var layouter = new Graph.Layout.Spring(g);
var renderer = new Graph.Renderer.Raphael(
‘canvas ', g, width, height);

1)

Obrazek 3.4: Dracula Graph Library

Mnohem lepsich vysledku bylo dosazeno pomoci frameworku JUNG psa-
ného v jazyce Java, ktery splnil vSechny pozadavky, ackoliv jeho dokumentace
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je velmi struénd a vystup neupraveného vizualizéru nema tak moderni vzhled
jako v pripadé nékterych jinych testovanych, ale diky tomu, Ze je velmi va-
riabilni, 1ze jeho vzhled ménit témér bez omezeni. Knihovna obsahuje velké
mnozstvi predpiipravenych grafovych algoritmu, které ale vzhledem k poza-
davkum na filtrovani dat museji byt implementovany samostatné, a funkei
pro préaci s grafy. Vysledny kod je dostatecné rychly a umoznuje nejsnazsi
mozny zpusob propojeni s predchozim modulem pro analyzu dat.

Velmi snadno lze propojit vystup frameworku i s grafickym uzivatelskym
rozhranim, protoze samotny JUNG vykresluje svij vystup do komponenty
JFrame ¢i JPanel knihovny Swing. V aplikaci je pouzito vykreslovani do
panelu, ktery je zasazen do okna GUI spoleéné s ovladacimi prvky. JUNG
poskytuje i dalsi komponenty, které lze pouzit na ovladani a volani nékterych
funkci grafu, jako napiiklad prepinani mezi rezimy zobrazeni, zapinani auto-
matického klastrovani apod. Zajistit spravné fungovani vsech téchto funkci
je narocné, ale pro SoNEx bylo pouzito pouze prepinani rezimu zobrazeni,
nebot’ pro ostatni funkcionalitu nebylo nalezeno vyuziti.

3.6.5 Pouziti knihovny JUNG

Na internetu lze najit mnoho diléich navodu, jak pracovat s frameworkem
JUNG. Spise se jedna o useky kédu prezentované na diskusnich férech a po-

vvvvvv

metod a jejich pouziti pro tvorbu grafu a tdpravu jeho designu.
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V piipadé této aplikace byl pouzit neorientovany graf (t¥ida
UndirectedGraph). Do néj lze priddvat nové vrcholy metodou
addVertex(String) a nové hrany metodou addEdge(String, String,
String), kde prvni argument je nazev hrany, podle kterého lze v mnoziné
hran vyhledavat. V nasem piipadeé se do textu ukladaji téz informace o hrane,
které lze pak snadno nacitat pii vykreslovani pro urceni barvy a sily hrany.

Po vytvoreni grafu pak jiz jen staci predat jej tridé, ktera se bude sama au-
tomaticky starat o rozvrzeni uzlu pii vykresleni. Volba layoutu je otazkou po-
uziti a jejich seznam i s ukazkou vystupu je k dispozici na strankach knihovny.
Dalsim krokem je predani layoutu tridé, kterd zajist'uje veskerou funkciona-
litu zobrazovani. Zde byla pouzita tiida VisualizationViewer, ktery lze
podobné jako komponenty knihovny swing ptfidat do obsahu okna ¢i panelu.
Zékladem upravy vzhledu je pak jeho metoda getRenderContext(), nad
kterou muzeme volat vSechny potiebné settery. Jednoduché metody typu
setLabelOffset (int) ¢i setPrefferedSize(Dimension) nepotiebuji ko-
mentovat, ale vSechny metody nastavujici Transformer (tiidu popisujici zpu-
sob  vykresleni dané  komponenty  prekrytim  metody  Paint
pouziti neni piili§ intuitivni. Nicméné nazvy metod jsou vhodné zvoleny,
a programator se tak rychle zorientuje.

Naprtiklad barva hran se nastavuje pomoci metody setEdgeDrawPaint-
Transformer (Transformer<String, Paint>), kterd podle pfeddefinované
palety nastavi hrané barvu odpovidajici stupni sentimentu (odstiny zelené
a Cervené), pomoci setVertexFillPaintTransformer (Transformer<String,
Paint>) se nastavuje barva uzlu podle tagu apod.

Na zaveér tohoto kratkého exkurzu do pouzivani knihovny JUNG je za-
potiebi upozornit, ze graf je prekreslovan pii kazdé zméné grafu, tedy i pti
posouvani ¢i priblizovani. Z toho plyne, ze vSechny funkce pouzité k defi-
novani vzhledu by mély poskytovat vysledek za co nejmensi moznou dobu,
nebot’ pro vétsi graf by neoptimalizovany kéd znamenal velmi dlouhou ode-
zvu aplikace.

3.7 Testovani

Pti rozpoznavani vzajemné polohy entit neni problémem rozpoznani spo-
letného vyskytu ve stejném ¢lanku (alespon pii dodrzeni vhodného formétu
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dat), ale rozpoznavani vzajemné polohy ve vété je ztizeno stejnym problémem
jako rozpoznavani hranic véty. Problémem je tak naptiklad tecka za titulem.
V predlozenych datech neni titul souc¢asti pojmenované entity a proto nelze
z téchto tagu usoudit, ze se jednd o jeji soucast.

V dodanych datech se vyskytuje velmi malo akademickych tituli, proto
se uspésnost pohybuje velmi vysoko (ve vybraném vzorku 1000 vét se do-
konce tento problém neobjevil). Napiiklad titul Mgr. se na celkovém poctu
41644557 radek vyskytuje dvanactkrat, Ing. devétadvacetkrat a Be. dokonce

N

slovnik slov, po kterych se ma tecka jako vétny oddélovac ignorovat.

Zajimavéjsi z hlediska testovani je tak tvorba relaci typu citace a ana-
Iyza sentimentu. Prvnim tkolem testovani je stanovit, zda je vubec dand
véta relevantni pro vyhledavani vzéajemného vztahu entit a néasledné zda je
sentiment spravné urcen. Opét byl sestaven vzorek o velikosti 1000 dryvku,
které byly urceny algoritmem k analyze sentimentu popisujicitho vztah mezi
entitami. Vysledky popisuje nasledujici tabulka (3.1).

Relevantni pro

, . Urceny sentiment
analyzu sentimentu

Ano Ne Spravné | Nespravné
64,3 % 35,7 % 57,8 % 42,2 %

Tabulka 3.1: Vysledky testovani

Pojem relevance komentaiu pro analyzu sentimentu znamend, ze v ko-
mentari se vyskytuji alespon dvé entity, jejichz vztah lze na zédkladé dryvku
z hlediska sentimentu kvantifikovat. Piikladem (tento a dalsi uvedené nejsou
v doslovném znéni, nejsou citaci a jsou uréeny pouze pro nazornou demon-
straci problematiky) takové véty je ,Neumim si predstavit lepsiho zaméstna-
vatele, “ libuje si vyvojar Google, Jon Smith, ve které clovek i urci pozitivni
hodnotu sentimentu. Mezi turyvky, které jsou a nejsou relevantni je mnohdy
tenkd hranice. Na ptikladu ,,Ocekdvdme, Ze cena zlata bude v pristim kvar-
talu mirné rist*, sdelil deniku mluvéi CNB Marek Petrus vidime, ze pii velmi
podobné vétné skladbé a stejné pozici entit se situace zcela zménila. Rele-
vantnost pro vyhodnoceni sentimentu je diskutabilni a v piipadé, ze bychom
usoudili, Ze je vhodné sentiment urcovat, jeho hodnota by méla byt neutralni.
Vysledek analyzy je tak velmi ¢asto pravé neutralni hodnota, konkrétné v 46
% z celkového poctu spravné anotovanych uryvku.
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4 Experimenty

Vystupem prace je aplikace zaméfena na vizualni ziskdvani informaci z vy-
kresleného grafu. Je proto vhodné zde ukazat vysledky, kterych lze pomoci
aplikace SONEx dosahnout. Navic nam dukladny pohled na prezentované vy-
sledky a zamysleni se nad nimi poskytne predstavu o tspéchu ¢i neuspéchu
kazdé soucésti programu.

4.1 Layout velkych grafi

Problémem je vzdy nadimenzovat velikost platna, na které se ma kreslit. Byla
proto pouzita dynamicka velikost podle po¢tu uzlu obsazenych v daném pod-
grafu. Na obrazku 4.1 1ze vidét vystup vyhledavani pro parametry: Viclav
Klaus, hloubka prohledavani: %, minimalni spoleény vyskyt: 100, typ spo-
le¢ného vyskytu: céldnek, filtr entit: vsechny. Hrany jsou vzhledem k celkové
velikost mozna zbyteéné dlouhé, ale nevznikaji nesmyslné zméti car a uzlu.
Pouziti FRLayout je vSak pro tyto ucely pouzitelné (na rozdil od jinych de-
signéru obsazenych v JUNG), ale je zde prostor pro zlepseni.

Obrazek 4.1: Rozvrzeni vétsiho grafu
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4.2 Konkrétni priklady

Nyni se podivejme na nékolik konkrétnich pfipadu, na nichz se zamétime na
zhodnoceni spravnosti a relevance vysledku analyzy.

Obrazek 4.2 ukazuje graf relaci pro entitu Vdclav Klaus s hloubkou pro-
hledavani 2 a limitem pro minimalni spolecny vyskyt 450, coz znamen4 jiz
vysoce filtrovana data.
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Obrazek 4.2: Priklad grafu se startovacim vrcholem Vidclav Klaus

Na tomto ptikladu je vidét, ze entita Vaclav Klaus je nejsilnéji propojena
s entitami prezident, Praha, vldda a ODS, coz je logické a ocekavané. Vice
prekvapuje obarveni hran. Zatimco s ODS by zelend spojnice predstavovala
pozitivni polaritu vztahu (pravdépodobné by takto byla oznacena i lidmi)
a s entitou Praha Sediva barva znamend neutralni vysledny vztah pouka-
zujici zfejmé na neptitomnost takovych vét, jejichz charakter by umoznoval
analyzu sentimentu, ¢ervena cara vedouci k entité prezident zna¢né prekvapi.
Podobnou nezvyklost mizeme pozorovat i mezi entitami Praha a CR, Praha
a Cesko a Praha a cesky republika. Lze se tak domnivat, Ze by bylo vhodné
pouzit k analyze sentimentu nastroj, ktery by vice odpovidal povaze dat,
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nebo tuto ¢ast zcela pominout. Jeji vysledky jsou oc¢ividné diskutabilni a jeji
uzitecnost pro aplikaci taktéz.

Také si zde muzeme vsimnout nedokonalosti ve stupnich datech zjevnych
z vyjmenovanych relaci. Prvni je samoziejmé ta, Ze tyto dva nizvy (CR
a cesky republika) jsou zastupci jedné a téze redlné entity. Druhou je chybny
tvar ndzvu statu Ceskd republika zpusobenou lemmatizaci.

Abychom si demonstrovali uzite¢nost aplikovani filtru, zkusime nyni vy-
hledat entitu Mirek Topoldnek a jeji relace pouze s osobami. Snizime mini-
maln{ hranici spole¢ného vyskytu na 150. Kdybychom takovy limit nastavili
bez jakéhokoliv filtru, ziskali bychom rozsahly graf, v némz by se dalo jen stézi
orientovat. Pritom omezovat se pouze cetnosti spole¢ného vyskytu by bylo
nepraktické z duvodu ignorovani nékterych informaci. Napiiklad investiga-
tivni reportér by tak byl ochuzen o informaci, ze se néjaky lobbista v nékolika
malo ptipadech setkal s nékterym vysoce postavenym politikem a podobné,
reportér rubriky sport by se nedozvédél, ze hra¢ parkrat nastoupil za jiny
tym a podobné. Na obrazku 4.3 lze vidét uc¢innost filtru.

()
Jan Fischer
@
) Jifi Paroubek
Miroslav Kalousek )
® ® Karel Schwarzenberg
Cunek Mirek Topolanek ®
@ o hrad
Barack Obama i
Vaclav Klaus
)
George Bush @

Radim Ochvat
Obréazek 4.3: Filtrovana data
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5 ZAveér

Automatické zpracovani textu se v dobé internetu stalo zajimavou a lukra-
tivni oblasti informacnich technologii. Ziskavani dat je fenoménem dnesni
doby a stale se hledaji nové metody jejich nalezeni a zpracovani. Cilem pro-
jektu proto bylo, mimo seznameni se s problematikou rozpoznavani pojme-
novanych entit v textu, navrhnout aplikaci, ktera analyzuje predzpracované
zpravodajské texty a na zakladé tohoto rozboru vytvori socialni sit’ para-
metrizovanou ¢etnosti spolecného vyskytu entit a tuto sit’ graficky znézorni.
V souvislosti s tim bylo 1ikolem porovnat moznosti, které pro tento ucel jsou
k dispozici.

Socialni sit’ je bezchybné vytvofena a reprezentovana pomoci seznamu
sousednosti v paméti pocitace bez ohledu na jazyk vstupnich dat. Perzis-
tence analyzovanych dat je zajisténa ukladanim do souboru na disk, aby bylo
urychleno spusténi aplikace a zaroven aby bylo umoznéno pouziti externich
nastroju pro vizualizaci grafu.

Prostredky pro vykreslovani grafu byly porovnany a na zakladé toho byl
vybran nastroj JUNG pouzity vytvorenou aplikaci, ktery muze byt modu-
larné nahrazen. Vizualizace umoznuje efektivni zprostfedkovani informaci
uzivateli, ktery ma moznost ve vytvorené siti vyhledavat a tvorit jeji po-
zadované podmnoziny.

Vysledny program splituje zadani, ackoliv aby se stal v praxi pouzitelnéj-
$im, bylo by velmi vhodné jej doplnit o nékteré dalsi funkce. Jednou z nich
by mohla byt moznost odkazovat piimo z vykresleného grafu na souvisejici
texty.
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A  Uzivatelskid dokumentace

A.1 Pozadavky aplikace

Tento program je ur¢en pro OS Linux / Windows (doporu¢ené minimum
Windows XP) / MacOS. Pro béh programu SoNEx je zapotiebi Java ve verzi
alespon 1.6, nejlépe vsak 1.7.

Minimalni opera¢ni pameét’ 2 GB, doporuceno 4 GB. Pozadavky na pevny
disk jsou dané analyzovanymi daty, maximalné vsak vzdy 1,5nasobek jejich
velikosti.

A.2 Data

Pro spravny béh aplikace je nutno dodrzet format dat popsany vyse. Veli-
kost jednoho souboru je bez navysovani pridélené paméti virtualnimu stroji
doporucena maximalné 250 MB a musi byt vlozena ve slozce data. Aplikace
po prvni analyze do této slozky vklada préazdny soubor pojmenovany pro-
cessed_data.true, ktery indikuje, ze data neni potieba opét analyzovat a lze
tento krok preskocit. Pii dodani novych dat je tak zapotiebi tento soubor
odstranit.

A.3 Spusténi

Aplikaci spustime zaddnim piikazu java -jar SoNEx. jar do piikazové radky.
Pokud nebyla provedena prvni analyza, 1ze v konzoli sledovat postup analyzy.
Poté se otevie hlavni okno aplikace, ve kterém lze snadno nadefinovat hledané
informace.
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Uzivatelska dokumentace Ovladant

A.4 Ovladani

Do pole Jméno se zadédvaji poc¢dteéni pismena jména (nebo cely nazev) hle-
dané pojmenované entity. V roletce napravo se vyfiltruji odpovidajici entity.
Ta ktera je vybrana se stane centrem vyhledavani. Dalsi pole vyzaduje zadani
hloubky, do které se bude prohledévat vytvoreny graf. Do posledniho pole
patii minimalni sila vazby, do které se budou vazby mezi entitami ignorovat.

Vybérem mezi tlacitky Cldnek — Véta — Citace lze zvolit pozadovany typ
relace. Posledni moznosti filtru je vybrat zaskrtnutim typy entit, které budou
brany v potaz. Po vyplnéni vSech poli staci stisknout tlacitko Vykreslit.

= Relace + - + X

Iméno: (Zadej filtr | |v| Hloubka prohledavani: D Sila vazby:

. . . Filtrovani dle _
@ Clanek ) Véta O Citace e

b Filtrovani podle typu entit + - + X
Vybrat vie Zruéit oznaéeni |
city
country _
e-subject
figure
geography B

El

nationality

El

organization

=l
4]

[problematic

V samotném grafu se lze pohybovat pomoci mysi. Kolecko slouzi pro pii-
blizeni ¢ odddleni. Funkce levého tlacitka se ruzni podle nastaveni. V roletce
nad grafem lze vybrat mezi dvéma mody platna — Trasforming a Picking. Po
vybéru prvniho zminéného se 1ze stisknutim a tahnutim pohybovat po platneé,
pii zvolené druhé moznosti lze vybirat uzly grafu a tahnutim je presouvat.
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