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Abstract

This thesis explores possibilities of computer detection of breast cancer tumor.
Two of detection algorithms — Density-Weighted Contrast Enhancement (DWCE) and
Iris filter are examined and described in details. Afterwards, these algorithms are re-
implemented. Their output is probability images where more suspicious areas are
brighter. These images are further processed. There is set of regions of interest from
original image as an program output.

DWCE and lris filters are incorporated into one application. It allows user to use
one of mentioned filters or their combination. Program also allows user to optimize its
parameters and evaluate the implementation by annotated dataset.

Abstrakt

Tato prace rozebira moznosti pocitatovych systému pro detekci nadoru rakoviny
prsu z mamogramu. Nésledné jsou podrobnéji popsany a implementovany Density-
Weighted Contrast Enhancement (DWCE) a lIris filtr. Vystupem téchto algoritmi je
obraz, na kterém jsou nejsvétleji oznaCena mista mozného vyskytu nadoru. Tyto
vystupy jsou nadale zpracovany a na konci procesu jsou oznaceny nejpodezielejsi
oblasti na puvodnim snimku.

Metody DWCE a Iris jsou zakomponovany do spole¢ného programu, ktery
poskytuje prostiedky pro spousténi jedné z nich nebo jejich vzajemné kombinace. Také
je mozné optimalizovat parametry a vyhodnotit uspéSnost detekce na zdklade
anotovanych dat.
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1 Uvod

Rakovina — pojem, ktery v moderni populaci nahani strach. Jednim z nejcastéjSich
nadorovych onemocnéni ve svéte 1 u nas je karcinom prsu. Ptipada diagnozy rakoviny
prsu kazdoro¢né ptibyva. Jeji 1écba je nejvice G¢inna v situacich, kdy je nador odhaleny
vcas. Naopak postupem cCasu se rizika vCetn¢ umrti pacienta zvysSuji. Nejb€znéjSim
prostiedkem pro detekci rakoviny je mamograf, zafizeni na bazi rentgenu, které
zaznamenava snimky na film nebo do pocitace. K interpretaci obrazu z mamografu
tzv. mamogramu je zapotiebi expert — radiolog, jenz snimek prohlédne za Ucelem

odhaleni znamek rakoviny a jeji diagnozy.

Zkoumani mamografického obrazu je naroéna disciplina diky variabilit¢ snimkt
z pohledu rizného kontrastu, odlisné tkané kazdého pacienta a celkového mnozstvi
zkoumanych piipadt. Proto se mize stat, ze radiolog udéla chybu pii posuzovani
mamografického snimku. Pro zefektivnéni interpretace mamogramu se zavedl systém
nezavislého ¢teni dvéma experty. Tento postup ma vsSak také sva uskali, zejména fakt,
ze radiologli neni dostatek. Navic s ptichodem preventivniho mamografického vySetieni

maji k posouzeni velké mnozstvi snimki.

Pomocné pocitacové diagnostické systémy by takovou situaci mohly fesit. Zatim
sice neni mozné zcela nahradit lidskou interpretaci mamogramu, ov§em pocita¢ muize
poslouzit jako pomocny syst¢tm. CAD (Computer Aided Detection and Diagnosis) je
skupina prostiedki fizenych pocitacem, ktera ma za kol pomoci radiologlim pfi ¢teni
mamografickych snimka. Zavedeni téchto systémil do béZné praxe by mohlo nahradit
potiebu ¢ist mamogram dvéma experty. Nadale by ho interpretoval pouze jeden za
pomoci pocitace. CAD systémy lze uplatnit ve vice oblastech zpracovani
mamografického obrazu — uprava snimku pro efektivnéjsi interpretaci, klasifikace
nalezt, detekce znamek rakoviny atd.

Na algoritmy pro vyhledavani nadori jsem zaméfil pozornost v této praci. Na
zékladé dostupnych ¢lanki jsem vybral a implementoval dva a pokusil se zhodnotit
jejich vysledky. Konkrétné jde o Density-Weighted Contrast Enhancement a Iris filtr.
Tyto filtry maji za kol zvyraznit podezielé oblasti na mamogramech. Jako dalsi krok
pii zpracovani snimki jsem vytvoftil funkei, jejimz tkolem je ve filtrovanych obrazech
oznacit a vyfiznout nejpodezielej§i mista. Pomoci anotovanych dat z databaze MIAS

jsem ovefil uspeésnost své implementace.

V dalsi kapitole se ¢tenat doéte o tom, co je to vlastné rakovina a rakovina prsu,
pro¢ je nebezpetna a pomoci jakych prostfedkt ji lze diagnostikovat. Cast nazvana
,,Computer-Aided Diagnosis“ pojednava obecné o pocitaCovych systémech v oblasti
mamografie. Nasledujici sekce , Metody CAD“ je vénovana rozdéleni a popisu



algoritmu, které byly pouzity nebo se stale pouzivaji pro praci s mamografickymi daty.
Na popis postupu pii programovani DWCE a Iris filtru se zamé&tuji kapitoly ,,Navrh
systemu‘* a ,,Viastni implementace*. V predposlednich dvou sekcich (,,Dosazené
vysledky* a ,,Budoucnost®) se nachazi zhodnoceni uspésnosti vytvoreného programu a

navrh mozného postupu v budoucnosti. V zavéru je cela prace ve stru¢nosti shrnuta.



2 Rakovina prsu

2.1 Rakovina

Rakovina neni jedno konkrétni onemocnéni, tento termin piedstavuje Stovky
riznych chorob. Ty vSak maji, alespon v urcitych fazich, né€kolik spoleénych vlastnosti.
Zpravidla je zptsobuji zmény v bunkach a jejich kontrolnich mechanismech, které
vedou K jejich nekontrolovatelnému rustu. Takto rostouci bunky se ¢asto seskupuji do
bulky zvané tumor nebo nador [1][2].

2.2 Zhoubny a nezhoubny nador

Nezhoubné (benigni) i zhoubné (maligni) naddory rostou zprvu pouze na misté
svého vzniku. Benigni v tomto stavu setrvavaji. Builkky se shlukuji pouze v misté
prvotniho vyskytu. Jestlize se vyoperuji, je velka pravdépodobnost, ze se nador znovu

neobjevi.

AvsSak u zhoubnych nadorii v pozdéjsich fazich dochazi k oddélovani jejich ¢asti.
Volné zhoubné odnoze mohou cestovat krvi nebo miznimi uzlinami po téle pacienta.
Tak se dostavaji do riznych ¢asti téla a také do organti, kde opét nekontrolovatelné
rostou a vytvaii dcefind loziska — metastdzy. Tato loziska pak svym neustalym

zvetSovanim poskozuji zivotné dulezité organy [1][2].

2.3 Rakovina prsu

Vétsina zhoubnych nadord je pojmenovana podle mista, kde puvodné vznikly.
Pokud se tedy rakovinotvorné buniky z prsu rozsiti do jinych organi a tam vytvofi
metastazy, stdle jde o rakovinu prsu. Rakovina prsu je tedy nador, ktery ma misto
vzniku v prsu pacienta. Témi jsou vétSinou zeny, i kdyz rakovina prsu muzu také
existuje, je v§ak o mnoho vzacnégjsi. Tvoii zhruba 1 % z pfipadd rakoviny prsu [3].

V ptipadé karcinomu prsu neohrozuje zivot ¢loveéka prvotni nador vznikly v prsu,
ale podruzné metastazy, které se lymfatickym (miznim) nebo krevnim systémem rozsiii
do ostatnich organu [2]. I pfes intenzivni vyzkum v oblasti rakoviny neni stale jasné, co
zpusobuje maligni nadory prsu. Znamy jsou pouze rizikové faktory, které zvySuji nebo
sniZzuji pravdépodobnost, ze se u dan¢ho cloveéka rakovina rozvine. Tyto faktory jsou
velmi rozmanité — napf. jde o genetiku, vek, fyzickou aktivitu, obezitu, koufeni, ale i to,
jak dlouho zena koji nebo kolik ma za sebou poroda [1][4].



2.4 Vc¢asna lécba

Nelze tedy efektivné predpovidat, u kterého ¢lovéka se objevi zhoubné bujeni a
snizeni tumrtnosti (kromé efektivni 1é¢by) vcasna detekce tumoru. Maligni nador se
Z pocatku chova stejné jako benigni. Poskozené buiky se koncentruji v misté vzniku.
Véasnym zésahem lze velké mnoZzstvi rakovinotvornych ¢asti znicit a zastavit tak jejich

roz§ifeni.
2.5 Statistika incidence a mortality

Podle poslednich dostupnych dat Ustavu zdravotnickych vdajii a statistiky CR
z roku 2011 [5] je rakovina prsu nejéastj$im nadorovym onemocnénim Zen v Ceské
republice. Za zminovany rok bylo diagnostikovano 6620 novych ptipadd, coz znamena
piiblizné¢ 18 novych piipadid denné. Incidence (pocet novych piipadi) podle
historickych dat rok od roku stoupd. Na druhou stranu i pfes to, ze bylo v roce 2011
zaznamenano vice umrti zpusobenych timto nadorovym onemocnénim, dlouhodoby
trend umrtnosti je klesajici. Tyto dlouhodobé statistiky plati témét pro cely svét
s vyjimkou rozvojovych zemi, kde mira Umrtnosti kazdorocné stoupd. Globalné se
rakovina prsu fadi na druhé misto (prvnim je rakovina plic) nejéetnéjSich nadorovych
onemocnéni s piiblizné 25 % pfipadd a je klasifikovana jako patd nejCastéjsi

onkologicka pfi¢ina smrti [6].

Stoupajici miru incidence lze vysvétlit stdlym zdokonalovanim screeningovych
technik a zdravotnickych systémii obecné. V mnoha zemich véetné Ceské republiky
bylo zavedeno bezplatné monitorovani (screening) rakoviny prsu. Jde vlastné
0 preventivni vySetfeni, na které chodi i Zeny bez podezieni na vznikajici karcinom.
Timto krokem se zvySuje pravdépodobnost v€asné diagndzy rakoviny, a to je klicové

vvvvvv

ke snizovani mortality.

2.6 Metody diagnostiky

2.6.1 Mamografie

Nejrozsitengjsim prostiedkem pro detekci nadorti v oblasti prsu je mamografie.
Jde o specialni typ rentgenu, ktery je schopny zaznamenat zmény v hustoté tkané.
Mamogram poskytuje komplexni obraz celého prsu. Lze na ném zpozorovat nadory, a
to uz od velikosti v fadu jednotek (n€kdy i desetin) milimetru. Lze pozorovat také
shluky kalcifikaci (zvapenaténi), které mnohdy doprovazi rakovinotvorné nalezy. Dale
mohou byt na snimku zachyceny i vedlejsi znamky rakoviny, jako napf. bilateralni
asymetrie (bilateral asymmetry) a deformace tkané (architectural distortion). Davka
zateni mamografu je velmi mala, a proto se tato metoda pouziva i jako hlavni nastroj
pro preventivni vySetieni - screening.



Nevyhodami mamografie je velmi slozita interpretace snimkd. Zaznamy jsou
Casto velmi malo kontrastni, zejména jde-li o snimek prsu s velmi hustou tkani.
Interpretaci ovliviiuje kvalita snimku a zkuSenosti experta, ktery ho posuzuje.
Nedostatek radiologti a velké mnozstvi snimkl pofizenych pfi preventivnim screeningu,
muze ovlivnit piesnost vyhodnocovani jednotlivych zaznamu. Nepiesnosti nebo chybou
pfi Cteni mamogramu muze dojit v ,lepSim“ piipadé ke zbyteéné operaci Spatné
oznacené oblasti (false positive, falesny poplach). V tom hor§im ovSem mize dojit
k pfehlédnuti mista se vznikajici rakovinou, a tim ke snizovani GspéS$nosti pozdé&jsi
1é¢by. Takové chyby samoziejmé nejsou na dennim pofadku a dochazi k nim ziidka,
proto byla ve vyzkumech stanovena ptesnost mamografie mezi 85 % az 90 % [7].

Mnohé vyzkumy potvrzuji, ze pouzivanim mamografie a zejména
mamografického screeningu se snizuje imrtnost na rakovinu prsu. Clanek [8] rozebira
klady a zapory mamografického vysetieni. Mezi plusy se fadi v€asné odhaleni rakoviny
pfi preventivnich vySetfenich, a tim 1 vyss$i Sance na uspéSnou 1écbu. Na druhé strané
stoji riziko vzniku rakoviny z ozéfeni. AvSak davky zafeni pouzivané pfi snimani jsou

vétSinou tak malé, ze tento zapor je naprosto prevazen kladnymi strankami.

2.6.2 Ultrazvuk

Ultrazvuk se pouziva jako doplnujici vySetfeni. Dokéze piesnéji zobrazit
postizené misto, a tim zlepSit klasifikaci daného nalezu. Jeho nevyhodou je, ze
nedokéze zobrazit prehledn¢ cely prs. Navic tumory mensi nez nckolik centimetri
mohou byt pifi pouZiti této metody prehlédnuty. Ultrazvukové vySetfeni neni schopné
zobrazit mikrokalcifikace. Z téchto divodi neni tato metoda vhodna pro screeningova
vySetieni. Pro uziti ultrazvuku jako dodate¢ného vySetfeni mluvi jeho dostupnost, cena
a hlavné fakt, ze nevyuziva zateni [9][10].

2.6.3 Tomograf, CT

Computed Tomography ¢i CT je vySetieni podobné mamografii. Je zaloZeno na
rentgenové technologii, ovSem misto zaznamenani na film se snimek ukladd do
pocitace. Pii tomografii nejde o jediny snimek, ale o jejich sérii. Pocita¢ vezme sadu
ziskanych obrazli a dopoctem je schopny zobrazit i 3D pohled na zkoumany objekt. Lze

ho tedy prohlizet z libovolnych thld. Nevyhodou CT je podstatné vyssi davka zafeni

potiebna na pofizeni snimku.

2.6.4 Termograf

Termograf je zafizeni zaloZené na snimani teploty téla vykonnou termokamerou.
Absolutni zdravotni nezévadnost a vysokd ucinnost hovoii jasné ve prospéch
termografu. Nejedna se o novou metodu v oblasti zdravotnictvi. Na jeji konto bylo
napsano vice studii. Tato metoda se nepouziva jako screeningova metoda misto
mamografie, v prvni fad¢ diky cené zafizeni a narocnému Skoleni pro obsluhu. Dalsi



obtiznou disciplinou je vyhodnoceni termografickych dat, ktera jsou zpracovana

pocitacem. Pii méfeni termografem je nutné ustdlené prostiedi a teplota pacienta
[11][12].

2.7 Mamografické pohledy

Béhem mamografického vysetfeni se Casto nesnima prs pouze z jednoho uhlu,
nybrz ze dvou az Ctyf. Pfi bézném screeningu se pouzivaji nejcastéji MLO a CC
(viz Obrazek 1). Ostatni pak najdou vyuziti pii dodatecném vySetieni. Vice pohledu se
zavedlo z davodu ztraty prostorové informace pii snimani. Napi. pii pohledu shora
nelze vidét detailnéji tkan okolo prsniho svalu.

Obrazek 1: Mamografické pohledy - vlevo pohled shora (CC) a vpravo pohled Sikmo (MLO)

2.7.1 Pohled shora

Craniocaudal view (CC) zaznamenava prsa pii pohledu shora. Pii spravném
umisténi je prsni sval reprezentovany uzkym pasem u kraje obrazu a bradavka se

nachazi naproti uprostied [13].

2.7.2 Pohled Sikmo

MLO — Medio-lateral oblique view ukazuje prsa pfi snimani Sikmo. Tento pohled
odhaluje 1 prsni sval. To je dualezité, protoze hodné nadord se podle statistiky vyskytuje
V horni ¢asti pobliz tohoto svalu [13].



2.7.3 Dopliujici pohledy
Dalsimi pohledy jsou medio-lateral (ML) a latero-medial (LM). Ty jsou podobné

MLO. Zde se ovsem nesnima $ikmo, ale v thlu 90° oproti CC, tedy smérem od stiedu
hrudniku ven (ML) anebo opacné (LM).

2.8 Artefakty na mamogramu

2.8.1 Mikrokalcifikace

Vyskyt loZisek zvéapenaténi (microcalcification clusters) casto signalizuje
rakovinné bujeni v brzkém stadiu. Jejich vyhledani a klasifikace je proto dilezitou ¢asti
CAD programt. Kalcifikace se na mamogramu projevuji jako malé svétlé tecky diky
tomu, ze vapnik vice pohlcuje rentgenové zatreni neZ bézna tkan. AvSak rozpoznani
shluku vapniku je naro¢néjsi tikol, nez se miize zpocatku zdat.

Prvnim problémem je velikost jednotlivych casti. Mikrokalcifikace zpravidla
dosahuji velikosti od 0,1 — 1 mm. Nékteré mohou byt 1 mensi, ale ty uz pomoci
mamografie nelze rozeznat od Sumu vznikajictho pfi vytvafeni zdznamu. V priméru

jsou 0,3 mm velké.

Dals$im tuskalim pro rozpoznani pomoci pocitacovych algoritmil je tvar a pocet
kalcifikaci. Shluky (clustery) se formuji do vSemoznych tvart a velikosti (viz Obrazek
2). Z toho divodu je velmi naro¢né vyhledavat kalcifikace na zakladé predpokladaného
modelového vzhledu nebo podle shody s piipady v databézi.

I ptes to, Ze shluky vapniku vypadaji na mamografickém obraze jako svétlé tecky,
rozpoznat je v husté tkani neni diky minimalnimu kontrastu trivialni (viz Obrazek 2
vpravo). Naopak proti tkani s nizkou hustotou mikrokalcifikace vytvari velky kontrast
[14][15].

Obrazek 2: Kalcifikace - vlevo kontrastni s okolim, vpravo skryté v husté tkani



2.8.2 Nador

Nadory na mamogramu reprezentuje hust$i tkan. Vypadaji tedy casto jako
svétlejsi skvrna. O tvaru plati pfiblizné stejnd pravidla jako u kalcifikaci, i kdyz
U tumorl lze najit urc¢ité vzorce. Léze nejsou tak svétlé a kontrastni, jak mizou byt

vvvvv

Nezhoubné nadory byvaji zpravidla dobfe ohrani¢ené kulaté utvary. Velmi casto
jsou svou strukturou stejnorodé. Uvniti nalezu se nevytvari tak vysoky kontrast jako
s okolim (viz Obrazek 4). Maligni tumory naopak mivaji nejasné definované ohranicenti,
jejich tvar mnohdy pfipomina hvézdici. Ohrani¢eni benignich nadort je hladké a jasné,
oproti tomu u zhoubnych je velmi ¢lenité a nejasné (vViz Obrazek 3). Toto ovSem neni
vSeobecné pravidlo, plati to ale u velkého mnozstvi ptipadid. Neni tak vylouceno, Ze
benigni nddor bude mit nejasné a clenité kontury a maligni zase siln¢ a jasné

definované.

Obrazek 3: Dobfe viditelné zhoubné nadory

Obrazek 4: Dobie ohranic¢ené nezhoubné nadory, na obrazku vpravo se nachazi dva

2.8.3 Architectural Distortion

Tento termin je mozno pielozit jako deformace tkané. Jednd se o naruseni
»vzoru®, ktery vytvaii tkan prsu. Tyto deformace jdou vidét na mamografu a co vic,
jsou Casto znakem rakoviny, a to i bez pfitomného nadoru. Projevuji se jako body, ze
kterych smétuji tenké rovné linky. Na mamogramu miizou plsobit dojmem mista, které
je nepfirozené ,,zmacknuté* (viz Obrazek 5). Jestlize dojde ke kombinaci deformace
tkan¢ a nadoru na jednom snimku, je velka pravdépodobnost, Ze tento nalez bude
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maligni. NaruSeni tkdn¢ se mnohdy vyskytuje ve zpétné zkoumanych ptipadech,
tzv. false-negatives, tedy piipadech, kdy snimek byl hodnocen jako zdravy, ale pozdé&ji
se u pacienta projevila rakovina. Definice tohoto jevu je relativné Siroka, a tak se
obtizn¢ sestavuji detekéni algoritmy. Vyhleddvani deformace tkané je dulezité pro
detekci rakoviny v raném stadiu [16][17][18].

Obrazek 5: Architectural distortion (deformace tkané) oznacena cernym ctvercem

2.8.4 Bilateral Asymmetry

Jestlize se snimek pravého a levého prsu lisi v ur€itém misté, mluvime
0 asymetrii, ktera muze byt dalsi znamkou rakoviny. Snimky samoziejmé nejsou zcela
identické. U asymetrie se napfiklad v urCitém misté vyrazné 1i§i hustota tkané (viz
Obrazek 6) [15][18].



Obrazek 6: Asymetrie mezi pravym a levym prsem. U levého lze vidét zhusténou tkan oproti pravému snimku

2.8.5 Nezadouci artefakty na snimcich

Klasifikace snimkii zalezi na radiologovi popi. CAD systému. Praci ale ztézuji
ruzné artefakty a Sum (noise), které se na obrazku mohou vyskytovat a ob¢as vytvaret
dojem, ze jde o nador nebo Kkalcifikace, anebo naopak mohou znemoznit jejich detekei.

Tento Sum miZze mit pficiny [19]:

e V technice — vypadlé pixely (viz Obrazek 8 vlevo), rozmazani nebo az
necitelnost kvuli poruse mamografu (viz Obrazek 7 vpravo).

e Pii poFizovani snimku — na kontaktnich plochach se muze zachytit prach
(viz Obrazek 8 vpravo) nebo tieba vlas pacienta. Dal$im, co zapficini
mnohdy i uplnou necitelnost snimku, je jeho rozmazani zpusobené
pohybem pacienta pfi zaznamenani.

e Pri digitalizaci — ¢im vice pfistroji zasahne do digitalizace, tim vice je
prostoru pro vznik chyby. Tato kategorie ¢astecné spada pod prvni bod.
Zde lze navic uvést tfeba mozné horsi rozliSeni scannovaciho zafizeni,
zejména pak neptesnosti pii ovladani tohoto pfistroje. Tim vznikaji bila
mista u nedobfe zasazeného snimku na filmu, problematické casti, kde
jsou umisténé identifikaéni tabulky, atp.
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Obrazek 7: Nezadouci artefakty na mamogramu. Zachyceny kus ochranné pomicky (vlevo), mamograf zachytil
"duchy" zplsobené nezahratim pfistroje (vpravo) [19]

Obrazek 8: Nezadouci artefakty na mamogramu. Vypadly pixel (linka) z diivodu vady pfistroje (vlevo). Zachyceny
prach p¥i snimani (vpravo) [19]
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3 Computer-Aided Diagnosis

Potieba zefektivnit proces interpretce mamogramu dala podnét k vyvoji tzv. CAD
systétmli. CAD znamend Computer Aided Detection (nebo Diagnosis) — detekce
(diagndza) pomoci pocitace. Jde o souhrn pocitacovych algoritmt a nastrojt, které ma;ji
pomoci radiologlim usnadnit nebo zpfesnit jejich interpretaci mamografickych (ale i

jinych) snimkd.
3.1 Druhé ¢teni (second reading)

Vyse jsem uvedl, Ze nejrozsifenéj$im nastrojem pro diagnostiku rakoviny prsu je
mamograf. Jeho slabSi strankou jsou naroky na clovéka, ktery ma snimky
vyhodnocovat. Z divodu snizeni chybovosti a hlavné zvySeni procenta uspéSnosti
spravné interpretace se zavadi pojem second reading. Cesky ho miizeme pielozit jako

,,druhé ¢teni®.

Jde o techniku, kdy jeden mamogram prohlizeji dva radiologové nezavisle.
Zmensi se prostor pro vznik chyby, ovSem za cenu vétSiho vytiZzeni experti. Kdyz
k tomu pfipo¢teme i jejich mozny nedostatek v nékterych oblastech, pak takova
moznost mnohdy neptipada v tvahu nebo je enormné naro¢na. V mamografii se ¢asto

pouzivaji CAD systémy jako nahrada radiologa pii druhém ¢teni.

3.2 Uzite¢nost CAD

Bylo provedeno nékolik vyzkum ovétujicich dopad CAD systémi na detekci
rakoviny. V Italii otestovali uspésnost klasické interpretace mamograma dvéma experty
V porovnani s jednim, kterému pomdhal pocitacovy systém. Ukdzalo se, Ze oba dva
pfistupy jsou pii detekci rakoviny stejné Uspé$né [20]. Autofi jiné studie zase
dlouhodobé zkoumali rozdil mezi diagndézou rakoviny s a bez pouZziti CAD. Jejich
vysledky hovoti o témét 20 % nardstu odhalenych ptipadid S pouzitim pocitacového
pomocnika. Hlavn¢ ale zaznamenali zvySené procento zhoubné rakoviny nalezené
Vv brzkém stadiu, a tedy s vétsi Sanci na uspé$nou 1écbu.

Na druhou stranu studie [21] ukazuje, ze pouziti CAD zvysi uspé&$nost pouze
nepatrné v porovndni s druhym expertem. Obecné jsou ovSem pocitacové systémy
v oblasti detekce rakoviny povazovany za piinos [22].

3.2.1 Chybné oznacené oblasti (false positives)

Nejveétsi nevyhodou pomocnych pocitaCovych systémt byva zpravidla velké
mnozstvi faleSné oznacenych oblasti, které vyzaduji dals$i zkoumani — false positives
[22]. Ty totiz snizuji pouzitelnost takovych programil pii preventivnich vysetfenich.
Radiolog musi analyzovat velké mnozstvi mamogramil, na nichz je vétSina piipadi

nezasazena rakovinou. Pfesto vSem musi vénovat stejnou pozornost, aby snizil riziko
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své chyby. CAD by mu Vtom mél pomoci tim, ze ozna¢i podeziel¢ oblasti. AvSak
jestlize pocita¢ na kazdém snimku vyzna¢i nékolik casti, kdy povétSinou puajde

0 zdravou tkan, nelze mluvit o vyznamné pomoci.

3.2.2 Kompromis mezi uspéS$nosti a poctem faleSné oznacenych oblasti

Z vyse zminénych divodi byvaji Casto autofi algoritml pro detekci rakoviny
postaveni pred volbu mezi UspéSnosti a inosnym poctem faleSn¢ oznacenych Casti.
Uspéchem se mysli podet nebo spise procento spravné detekovanych nadort. Idealnim
skore pro CAD systém by byla 100 % uspéSnost a ani jeden chybné detekovany ROI
(Region of Interest, podeziela oblast, oblast zajmu). OvSem takovy systém existuje
pouze teoreticky. Zpravidla je mezi tmito dvéma hodnotami pi¥ima uméra. Cim se
algoritmus stava presnéjsi, tim vice vykazuje i faleSné pozitivnich nalez. Autofi potom
musi zvolit pouzitelny pomér. Tento problém z Casti fesi klasifikacni algoritmy, které

tfidi vytfezy se zdravou tkani a nadory.

3.3 Detekce, segmentace, klasifikace

Zatim jsem psal vyhradné o detekénich algoritmech. Computer aided diagnosis
vSak pokryva vice odvétvi v oblasti detekce rakoviny prsu. Podle vystupu a zaméfeni

programu je muzeme rozdélit na:

e Detekéni — ma za ukol zjistit, zda se na snimku nachazi rakovina,
resp. znaky, které na ni mohou ukazovat. Vystupem detekénich programi
byva bod nebo jiné oznafeni oblasti z4jmu. DalSim moZnym vystupem
muze byt odpoveéd’ ANO x NE. V ptipad¢ kladné odpovédi se na daném
snimku nachazi podeziela oblast, algoritmus uz ale neumi ptesné urcit jeji
misto.

e Segmentac¢ni — tyto metody se vyviji za ¢elem oddélit podezielou oblast
od pozadi. Na vystupu uvidime celou oblast zajmu. Spravna segmentace
nadoru a jeho Casto velmi Spatné¢ definovanych hranic je dtlezita pro
nékteré klasifikacni algoritmy. Na vstupu segmentacnich algoritmti mlze
byt bud’ cely snimek nebo jen vyiez ziskany pomoci detekéni metody,
pfipadné obrazek s markerem oznacujicim, kde se nador nachézi.

o Kilasifika¢ni — klasifika¢ni algoritmy zpracovavaji ve vét§ing piipadu jiz
segmentované nalezy. Jejich ukolem je v prvni fad¢ urcit, zda se vlbec
jedna o podezielou oblast nebo jen 0 plany poplach. Poté rozlisuji mezi
nadory benignimi a malignimi. Klasifika¢ni metody jsou Casto zaloZené na
uceni z anotovanych dat a nasledném porovnavani. Nejvice se pouZzivaji
jako posledni krok sloZenych programi, kdy se v prvni fazi lokalizuji a
segmentuji ROI a poté se klasifikuji. Tim dojde k vyraznému sniZeni
fale$né€ pozitivnich néaleza a uptesnéni diagnozy zbylych oblasti zajmu.
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e VylepSeni snimku (image enhacement) — neni zcela samostatna
kategorie, ale cCasto jako pocateéni krok jedné z vySe uvedenych.
V nékterych situacich pocita¢ pouze snimek zvyrazni, a tim jeho prace
konci. Ve vétsing pripadt jde o zvyraznéni kontrastu, které pomaha odhalit

Spatné viditelné nadory v husté tkani.
3.4 Existujici systémy

3.4.1 R2 ImageChecker

R2 Technology je firma vyvijejici medicinské diagnostické systémy. Zamétuje se
zejména na rakovinu prsu a plic. Tato firma navrhla a vytvofila CAD systém s ndzvem
ImageChecker, ktery ma pomahat radiologlim pfi interpretaci mamografickych snimkd.
Tento systém byl pivodné urCen k redukci false-positives oznacenych expertem.
Pozdé&ji se ovSem rozrostl i o diagnostickou ¢ast. Jednd se nejspiSe o nejrozsifenc;jsi
CAD systém. V roce 2004 dostala firma R2 opravnéni americké Food and Drug
Administration (FDA) pouzivat ImageChecker ve spojeni s pln¢ digitalnimi snimacimi
zatizenimi firmy Hologic [23]. Tato spole¢nost je mimo jiné nejvétsim svétovym

vyrobcem medicinskych zafizeni na zpracovani obrazii.

U komer¢niho systému je pochopitelné, Ze autofi nezvefejiiuji pouzité algoritmy,
které tvofi jejich CAD. Je ovSem vcelku predvidatelné, Ze systém pouziva sérii n€kolika
metod a pfistupi. Pii vyhodnocovani snimkid se fidi vice pohledy a je schopny
detekovat nadory i kalcifikace.

Uspésnost tohoto komeréniho CAD systému byla zdokumentovana ve vice
studiich [24][25][26] . Podle prospektu k ImageChecker(u) verze 9.3 dosahuje citlivosti
pfi detekovani mikrokalcifikaci az 97 % pfti 0,64 FP na obrazek. U nadori je citlivost
0 néco nizsi a to 88 % pii 1 falesném ROI na snimek [27]. Vystupem ImageChecker(u)
je snimek s vyznacenymi podezielymi misty, kterym by radiolog m¢l vénovat zvlastni
pozornost.

3.4.2 The Second Look®

Druhou firmou v oboru CAD systémii je iCAD. Jejich oblast zajmu se ovsem
nachazi v troSku jiném spektru. iCAD si sama vyrabi a integruje fyzické snimaci a
digitalizacni zafizeni i softwarovy CAD systém. Stejn¢ jako R2 dostali opravnéni pro

spolupraci s firmou Hologic a jejich digitalnimi snimaci.

Vystupem tohoto systému je opét mamogram s oznaenymi podezielymi
oblastmi. Systém Second Look oznacuje kruznici potencidlni nadory a jejich
doprovodné jevy (architectural distortion, bilateral asymmetry, asymmetry density) a
obdélnikem shluky kalcifikaci.
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CAD systém od iCAD dosahuje Gspésnosti okolo 89 % pro nadory a 98 % pro
kalcifikace [28][29], to jsou podobné vysledky jako pro ImageChecker.
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4 Metody CAD systémii

Moje prace je zaméfena na detekéni a ¢astené i segmentacni algoritmy. Metod,
algoritmti a heuristik se béhem let vyvinulo nepfeberné mnozstvi. Mnohé ¢Elanky
uvadéji soupis téchto piistupii [15][30]. Bylo pouzito ¢lenéni dle ,,4 review of
automatic mass detection and segmentation in mammographic images ‘“ [22], na zaklad¢
kterého vznikl text v této sekci. Algoritmy jsou rozdéleny do kategorii podle pfistupu

k danému problému.

4.1 Region-based

Tyto metody jsou zalozeny na udrzovani homogenity v oblasti z4jmu. Vystupem
jsou regiony, které jsou v ur¢itém ohledu stejnorodé. V potaz se bere mozna chyba nebo
Iépe feceno prah, ktery tvoii hranici mezi zafazenim nebo nezatazenim pixelu do dané
oblasti. U tohoto druhu metod je ovSem t&€zké urcit pocatecni krok algoritmu, ktery musi
leZet uvnitt toho, co se snazime detekovat/segmentovat. V naSem piipadé by mél seed
(pocate¢ni bod/y vypoctu) lezet uvniti nadoru. Nékdy se jako vstup tento bod nebo
skupina bodu definuje manualné. Jak bylo uvedeno v odstavci 2.8.2, nadory by mély na
snimku byt homogenni a tvofit urCity kontrast s okolim, proto by region-based metody

m¢ely uspét pii jejich detekci a segmentaci.

4.2 Region growing

»Rust regionu® je velmi stard technika pro praci s obrdzky. Je zaloZena na
roz§ifovani oblasti smérem od seed pixelu podle urcitych kritérii. Jednoduchym
ptikladem mize byt rist regionu, jehoz kritérium je intenzita Sedé (jak moc je bod
svétly). Zacneme pocatecnim bodem a postupné zkoumame vSechny pfilehlé pixely a
ptame se, zda se jejich intenzita nelisi vice nez o prahovou hodnotu. Jestlize se nelisi,
ptidame zkoumany bod do vysledné oblasti a prozkoumame jeho sousedy. V opaéném
ptipad¢é pixel neptfidame a ani neproveéiujeme jeho ptilehlou oblast. RozSifovani konci
ve chvili, kdy uZ se neni kam dale posouvat, kdy jsme narazili na hranice

segmentovaného objektu.

Postupem cCasu se tyto algoritmy neustdle vylepSovaly. Do kritérii pro pfiijeti
novych pixeld naptiklad byly dosazeny podminky ohledné tvaru daného regionu
zaloZzené na maximalizaci radidlniho gradientniho indexu a na pravdépodobnostnim
modelu [48]. Dalsim postupnym zlepSenim bylo rozsifeni pfislusnosti k regionu o dalsi
hodnotu, kde se neur¢ovalo pouze piijat nebo nepfijat, ale také pfijat s vyhradami
s naslednym prosetfenim prislusnosti [31]. Nékteré z variant ptidavaly vahu bodim na
zaklad¢ vyskytu hran nebo kontur nalezenych v jejich okoli [49]. Jini se vydali opac¢nou
cestou a navrhovali metody, které segmentuji pozadi a to, co jim zbude, je skute¢na
oblast zajmu [50].
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Jestlize pro region-based metody plati, Ze jsou silné zavislé na pocatecnich
bodech, v ptipadé region-growing to plati dvojnasobné. Paklize si zvolime Spatny seed,
dalsi postup pravdépodobné nebude uspésny. Nakonec vlastné budeme segmentovat
upln¢ jinou oblast, nez jsme puvodné zamysleli. Proto je jeho volba jednim
vyZadovaly manualni vstup. To znamena, ze expert oznac¢i body Vv podezielé oblasti a
pak spusti dalsi proceduru.

Nekteti vyzkumnici se pokusili navrhnout automatickou volbu poc¢atecniho bodu.
V nejjednodussim piipadé §lo o vybrani nejsvétlejsich bodt [51]. Uskali tohoto piistupu
je ovSem ve vyskytu kalcifikaci nebo nezadoucich artefaktd, které zpravidla dosahuji
vys$ich intenzit Sedé, nez okolni tkan. Dal$im moznym piistupem k tomuto problému se
stala volba seed pixelli na zaklad¢ upraveného obrazu. Odectenim dvou ,,gaussovsky*
rozostfenych obrazii od sebe vznikne dal$i obraz, na kterém jsou zvyraznény oblasti,

kde se ptivodné ménila intenzita — byl zde pfechod nebo hrana.

4.2.1 Watershed metody

Watershed transformace patii mezi morfologické operace. Je zalozena na
topografii. Obraz ptedstavuje jakousi mapu, kde intenzita Sedé¢ znaci ,,nadmotskou
segmenty mapy ,,vodou®. Jak se plni rizné nadrZe zacinaji se slévat dohromady.
V mistech, kde dochazi k tomuto jevu, vytvoiime ,,hraze” (ptedély). Algoritmus konci
v momenté, kdy se zaplavi nejvyssi bod. Vystupem je hierarchie téchto ,,prehrad®.
Jejich filtrovanim a vybérem ziskame pozadované regiony [32].

Nejdulezitéjsi ¢asti U tohoto typu algoritmil je predzpracovani — Gprava snimku
pfed aplikovanim. Na obraze, kde se nachdzi hodn¢ Sumu a neZadoucich artefaktt,
vznikd velké mnoZstvi regionii. NejcastéjSim krokem v pfipravé obrazli je jeho
rozosteni, a S tim redukce Sumu. Watershed metody v oblasti segmentace a detekce
nadort jsou popsany v ¢lancich [52][53][54].

4.2.2 Split and merge

Nepfili§ pouzivany typ algoritmt v upravé mamografickych obrazu je split and
merge. Na zacatku obraz rozdélujeme do vice a vice oblasti, dokud nebudou spliiovat
podminku homogenity. V dalsi fazi regiony opét spojujeme, tentokrat vSak podle dalsi
podminky [55].

4.3 Metody zaloZené na detekci kontur

Pouzivani algoritmi pro detekci hran se objevovalo uz od samych pocatki
analyzy medicinskych dat. Myslenkou téchto metod je detekovat pfechody mezi niz$i a
vysSi intenzitou. Nasledné v té€chto hranach vyhledat ty, jenz se uzaviraji a idealné tvoii
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ovalny tvar (potencidlni nador). Jak uz bylo zminéno vyse, tento ukol mize byt velmi
naro¢ny diky vlastnostem mamografickych snimkt. Navic hrany zhoubnych nadori
jsou velmi Casto nejasné, rozmazané a hodné ¢lenité, tim se jejich identifikace jesté vice
ztézuje.

Nevyhodou metod zaloZzenych na detekci kontur je jejich nepfesnost nebo
neuplnost. Tim se mysli nemoznost dopo¢itat chybéjici kusy hran tak, jak to déla lidské
oko a mozek. Kontury mohou byt naruseny rtiznymi artefakty od kalcifikaci az po Sum,
nebo napftiklad hustéjsi tkani, kterd zakryje pfechod. Na vystupu algoritmti pak mohou
byt prerusené Cary. DalSim zatézujicim elementem je charakter mamografickych dat. Na
snimku se bohuzel objevuje spoustu objektl, které l1ze klasifikovat jako hrany. S tim
v§im se vyhledani nadoru stivd velmi obtiznym. Casto se metody zaloZené na
vyhledavani kontur pouZzivaji pro zptesnéni dosazené¢ho vysledku po segmentacnich
algoritmech.

Uprava snimku pred samotnym aplikovanim hranovych detektora se zda byt
nezbytnym krokem. Ptikladem muze byt i v této praci pouzity filtr Density-Weighted
Contrast Enhancement [33] pracujici na bazi nasobeni pixelil na stejnych pozicich dvou
obraz, které vznikly z ptivodniho. Jeden z nich se vytvofi aplikovanim dolni propusti a
hodnoty jednotlivych bodl udavaji intenzitu Sedé v dané oblasti. Druhy obraz naopak
poskytuje informaci o zméné kontrastu. Zvyraziiuje mista, kde dochazi k nahlym
zméndm barvy (hrany, prechody). Pfi spojovani téchto dvou verzi pivodniho snimku
dochéazi k nasobeni intenzity kontrastem. To znamend, Ze na vysledném filtrovaném

obraze budou nejsvétlejsi mista, ktera byla svétld a zaroven s kontrastem viici okoli.

Jiny piistup byl pouzit v [56]. Autofi pojali opét obrazek jako mapu. Prahovanim
na riznych topografickych hladinach, se povedlo vyfiltrovat rizné ¢asti prsu: sval, tkan,
ale hlavné nadory. Reprezentovat nalezené hrany jako sit’ bylo dal§im pokusem
0 segmentaci mamogramu [57]. Po skonceni algoritmu se s nejvétsi pravdépodobnosti
nachazel nador v misté s nejvyssi koncentraci uzlt. Dalsi prace budou uvedeny pouze
vyctem: pouziti active contour model (snakes) [58], metoda zalozena na dynamickém
programovani [59].

4.4 Clustering

Clustering neboli shlukovani je metoda hodn¢ podobna region-based algoritmim.
Pfi svém prubéhu vytvaii shluky podobnych pixell tak, aby si body ve shluku byly co
nejpodobnéjsi a zaroven, aby se jednotlivé shluky neprolinaly a nepodobaly se jeden
druhému.
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Shlukovaci algoritmy mizeme rozdélit na dva typy:

1. Hierarchické — vytvaii strukturu nalezenych clusterti; vétSinou dosahuje
lepSich vysledki, ale nepouzivaji se tolik, diky jejich vypocetni ndrocnosti,
ktera u velké mnoziny dat zptisobuje dlouhy ¢as vypoctu.

2. Nehierarchické — jejich vystupem je jedna mnoZzina na sob& nezavislych
shluka. Pouzivaji se daleko vice kviili mensi algoritmické slozitosti. Za
jejich hlavni nevyhodu se da povazovat fakt, ze potfebuji pfi inicializaci
znat pocet shluku, které se maji vytvotit. Dale neberou v potaz informace

o tvaru clusteru.

4.5 Prahovani (Thresholding)

Metody zaloZené na prahovani jsou vétSinou implementacné velmi jednoduché.
Jsou zaloZzené na vybrani dat, kterd patii do wuréenych intervali (prahi).
U mamografickych snimkii je nejéastéjsi zpisob zaloZeny na nastavovani praht podle
intenzity Sedé. Prahovani lze pouzit na prvotni hrubé rozélenéni obrazu a odliSeni
nejzajimavejSich Casti, které se pozd¢€ji zpracuji napiiklad vyse nebo nize uvedenymi
algoritmy. Anebo pravé naopak — nejdiive je obraz zpracovany urcitym algoritmem,

jehoz vystupem je pravdépodobnostni ,,mapa“, kterd se nasledn¢ zprahuje.

Takovy piistup pouziva i Iris filtr [34][35] blize popsany v 5.5. Ten nejdiive
vytvoii obraz, ktery ukazuje stupent konvergence gradienti k danému mistu. Jeho
nejsvétlejSi oblasti lezi pravdépodobné uprostied ovalnych mist tvoficich kontrast
s okolim. Tento pravdépodobnostni obraz je nadale zprahovan a jsou z ng vybrany
pouze nejzajimavéjsi oblasti.

Dale jsou uvedeny odkazy na riizné algoritmy z této skupiny: prahovani zalozené
na minimalizaci lokalni ,,fuzzy entropie” [60]; uréeni prahu pro kazdy mamogram jinak
na zaklad¢é informaci z histogramu [61]; pouziti prahovani na vice urovnich pro
vylepSeni hranového detektoru [62].

4.6 Model-based

V této kategorii se nachdzi metody majici nejdiive ,,ucici ¢ast. UCi se prvky,
které signalizuji, ze se na snimku vyskytuje nezaddouci artefakt. Nekteré pak mohou
ziskavat znalosti 1 0 tom, co se na obrazu nachdzet miiZze, aby dokéazaly rozliSit mezi

,dobrym a Spatnym*.

Pro uceni jsou algoritmtim piipravena data, na kterych se nachazi nadory spolu se
zdravymi vzorky. Ty se daji ziskat z anotaci k dostupnym databazim (napt. MIAS).
Druhym zplsobem je piizvat k vyvoji experty, ktefi vyberou reprezentativni vzorky pro
tuto fazi.
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Algoritmy pak podle ziskanych informaci vyhledavaji na snimcich urcité vzory a
porovnavaji je s nau¢enymi. Podle tohoto srovnani ur¢i vysledek. Kritické pro tyto
metody je ustanovit, podle jaké miry se bude testovat podobnost jednotlivych
nalezenych artefaktdi. Problémem vSak zlistdva obrovska variabilita, Vv jaké se nadory
objevuji. VEtsinou se tyto algoritmy fadi ke klasifikacnim a detekénim.

Za nejbéznéjsiho zastupce model-based metod se da povazovat pattern-matching
(vyhledavani vzort). Zde se algoritmus uci podle sady vyfezl, na kterych se nachézi
nador nebo jiny nezddouci artefakt. Béhem zpracovani obrazli se porovnavaji vytezy
zZ tréninkové sady S vyiezy (nebo celymi obrazy) zkoumanych dat. Na zaklad¢ urcené
miry podobnosti se pak klasifikuji. Touto mirou mtze byt napt. korelacni koeficient
[63][64]. Vzhledem k tomu, ze zékladni mySlenkou téchto algoritmt je vyhledavani
ukazkovych vzorl v testovanych datech, trpi nejvice kvuli rozmanitosti tvarti nadora.
Casteénym feSenim muize byt velkd zakladna ukazkovych ROI, ktera vsak nikdy

neobsahne vSechny ptipady.

Obdobny pfistup zvolili autofi v ¢lanku [36]. Z trénovaci sady vytvofili
pravdépodobnostni model nadoru, jenz vznikl sjednocenim velikosti vSech ROI a
prolozenim do jednoho obrazku. V ¢lanku nezvolili pouze jednu velikost, ale nékolik
riznych, K nimz pfifazovali podobné velké vyfezy. V misté, kde se kontury nejvice
piekryvaly, byla v pravdépodobnostnim modelu nejvétsi vaha. Naopak do oblasti, kam
zasahuje minimum nebo zadny ROI, byla pfitfazena nejmensi. Vstupem algoritmu jsou
redlné vytezy, které lze ziskat vySe popsanymi metodami. Prvnim krokem bude opé&t
prizptisobeni velikosti. Nasleduje pattern-matching, do kterého navic vstupuje vaha
pravdépodobnostniho modelu. Jako méfitko podobnosti a pomocné schéma

ke zptesnéni uceni poslouzila Bayesova véta.

Dalsi z fady pfistupil zaloZenych na definici modeld urcuje podezielou oblast péti
kli¢ovymi vlastnostmi [65]. Rik4, Ze nador na snimku by mél obsahovat:

1. Globalni maximum na rozostfeném obrazu
Lokalni maximum na ptivodnim
Lokéalni maximum na obraze, ktery vznikne odectenim dvou ritiznych
rozostfeni plivodniho snimku.
4. Malou podezielou oblast s nizkym kontrastem
nebo
5. Malou podezielou oblast s vysokym kontrastem

Do dalsi skupiny milZeme zafadit metody zaloZené na analyze informaci
ziskanych z mapy gradientd, ktera poskytuje prostorovou informaci [66].
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Posledni velkou skupinu tvoii metody zalozené na neuronovych sitich. Sité¢ se uci
ze sady obrazii zasazenych i nezasaZenych rakovinou. Takové algoritmy se Casto
pouzivaji na snizeni po¢tu chybné oznacenych oblasti. Do neuronové sité zadame
segmentované ROI a nasledné sit’ vyhodnoti, zda skute¢né jde o podezielé misto nebo

ne. Casti, které byly klasifikovany jako zdravé, vyfadime a ponechame pouze zasazené
[67][68][69].

4.7 Algoritmy zaloZené na srovnani dvou riuznych mamografickych
obrazi

Pro ptehled zde jest¢ uvedu metody, které hledaji nadory v zavislosti na
porovnani dvou mamogramii. Tento typ se vétsinou zaméiuje na detekci podezielé
oblasti.

Muze jit o porovnani:

e Mamogramt levého a pravého prsu
e Dvou riznych pohledi na stejny prs

e Dvou snimk stejného prsu, které vznikly v ¢asovém odstupu

4.7.1 Porovnavani snimki levého a pravého prsu

I kdyz prsy nikdy nebudou zcela identické, jejich struktura by do jisté miry byt
m¢éla. Pro porovnani obou mamogrami se pouziva jejich ,,prosté* odecteni. Vyniknou
tak artefakty a oblasti, které jsou vyrazngjs$i na jednom ¢i druhém snimku. Nejvétsi
vyzvou tohoto typu algoritmll je vycentrovani obou obrazi. K tomu se pouziva tii

zpiisobli:

1. Najdou se jednozna¢né definované prvky u obou snimki, které se prekryji.
Mezi takové prvky mizeme zatfadit: pozici bradavky na snimku, svalu a
vyraznych oblasti.

2. Zvyraznych oblasti se vytvofi stromy, které se nasledné prekryji.

3. Lokalizace kontur prsu na snimku, nalezené kontury se daji ptes sebe.

Zastupci této skupiny jsou napf. [70][71].

4.7.2 Porovnani dvou ruznych pohledu na stejny prs

Do této kategorie se tadi algoritmy, které zkoumaji dva nebo vice pohledii na
stejny prs (viz 2.7). Pouzivaji se vétSinou pro urceni, zda se jedna o pravy nalez nebo
0 Spatn€ oznacenou zdravou oblast. Nejdiive se na obou snimcich vyhledaji podeziela
mista, a poté se porovnaji snimky mezi sebou. Jestlize se jedna oblast nachdzi na obou,
je zatazena do podezielych. K detekci ROI se pouziva jakykoliv detekéni algoritmus.
Alternativné mohou byt nejdiiv identifikovany oblasti na jednom snimku a na zakladé
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ziskanych informaci pfizpusobit vyhledavani na druhém — napft. nastaveni prahti, zazeni
zpracovavané oblasti atp.

Po detekci na obou snimcich zbyva porovnat nalezend ROI. To ztézuje fakt, ze
kazdy obraz je zaznamenany z jiného uhlu. Jako orientaéni meéfitko se pouziva
vzdalenost od bradavky, ktera by u obou bézné pouzivanych typti pohledu (MLO a CC)
meéla byt piiblizné stejna [72][73][74].

4.7.3 Porovnani dvou snimki jednoho prsu s ¢asovym odstupem

Porovnévani snimkii zaznamenanych s ¢asovym odstupem, pouzivaji radiologové,
aby zjistili, jak se dany nalez vyviji. Nejprve se najdou podezicla mista na nejnovejSim
snimku a uréi se jejich soutadnice stejnym zptisobem jako u piedchoziho typu. Poté se
prohlizi star$i snimky a zkouma se, jak se dana podeziela oblast ménila v minulosti

[75][76].
4.8 Databaze

4.8.1 Digitalizovana vs. digitalni

Standardem ve vySetfeni rakoviny prsu jsou screen-film (filmové) mamografy.
Tedy piistroje zaznamenavajici prichod rentgenového zafeni na film. Vyznacuji se
zejména vysokym rozliSenim, diky kterému Ize vyhledat i mensi objekty, jakymi jsou
mikrokalcifikace. Avsak pro zpracovani v pocitaéi je nutné snimek z filmu pievést do
digitalni podoby. O to se staraji vysoce vykonné scannery. Co nejvEtsi piesnost a

rozliSeni scannovaciho pfistroje je zdsadni z hlediska kvality digitalizovaného obrazu.

S pokrokem doby a vyvojem pfisly plné digitdlni mamografické detektory, které
ukladaji obraz do pocitace ihned pii vySetfeni. Jejich vyhodou oproti filmovym je
vyrazné lepsi kontrast, jenz je velmi dilezity k rozpoznavani nadorti v husté tkani.

Nevyhodou screen-film mamografie je moZnost zaneseni Sumu a nepiiznivych
artefaktt béhem digitalizace snimkt nebo pfi jejich skladovani. Slabsi strankou je také
mensi kontrast oproti digitdlnim snimkiim, které jsou zase u rozliSeni limitovany
velikosti pixelt. To mize vést k horsi detekci opravdu malych objektid. Vyzkumy vSak
pfinesly zavér, Ze oba pfiistupy jsou stejné dobré pro detekci nadort i1 kalcifikaci
[37][38].

48.2 MIAS

VétSina vyvoje a testovani této prace probihala s pouzitim MIAS databaze.
Mammographic Image Analysis Society je skupina védci a vyzkumniki z Velké

Britanie zabyvajicich se zpracovdnim a interpretaci mamogrami. Ti vytvofili volné
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dostupnou databazi mamografickych snimka pro védecké tcely. Divodem vytvoreni
této databaze bylo ohodnocovani a testovani nove vznikajicich CAD systémd.

Snimky do databaze byly peclivé vybirany. Jsou zde zastoupeny riizné vyse
popsané mamografické artefakty (viz 2.8), symbolizujici zhoubné i nezhoubné nadory.
Ty jsou doplnény dal§imi snimky nezasazenymi rakovinou. Ve vybéru nechybi rizné
druhy a hustoty tkan¢ pacientek. Tyto podminky jsou vhodné zkombinovany tak, aby se
od kazdé¢ varianty vyskytovalo v databazi né€kolik pfipadi. Tim by méla byt poskytnuta
dostate¢né Siroka zakladna a jeji spektrum k objektivnimu hodnoceni CAD systémiui.

V databazi se nachazi 322 snimkd, resp. 168 part levého a pravého prsu. Obrazy
jsou zachycené pouze zeSikma tedy MLO pohled (viz 2.7.2). Pii tvorbé bylo jednim
z omezeni, Ze snimky budou pochazet pouze z jednoho centra Institutu pro
mamograficky screening ve Velké Britanii (UK National Breast Screening
Programme).

Jednd se o databazi digitalizovanou nikoliv digitadlni. Zde se snimky pofidili
mamografem na film a az pozdéji byly digitalizovany vykonnym scannerem. Pivodni
obrazy byly digitalizovany na 50 pm na pixel a s hloubkou Sed¢ 8 bitli na pixel. Pozdéji
vSak byla databaze redukovédna na 200 pum a snimky zarovnany na rozliSeni
1024 x 1024.

Mimo snimkd se u databaze nachazi jesté soubor s informacemi o jednotlivych

pripadech. Data jsou anotovana nasledujicim zptisobem:
mdb@12 F CIRC B 471 458 40

e mdb@12 - generovany ndzev snimku

e F - Typtkané

e CIRC —typ nilezu

e B - nezhoubny x zhoubny (M)

e Dalsi jsou soufadnice stiedu artefaktu a polomér kruhu, ktery ho
obkresluje.

Typ tk&né popisuje, jak je tkan husté a Zlazovita. Varianty vypadaji takto:

e F - Fatty — v tkani pfevazuje tuk
e G - Fatty-glandular — tu¢na a misty zlazovita
e D - Dense-glandular — husta tkan

Vypis moznych ndlezl na snimcich:

e CALC - Calcification — kalcifikace
e CIRC - Well-defined/circumscribed masses — dobie ohrani¢eny nador
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e SPIC - Spiculated masses — nador ve tvaru hvézdice s mnozstvim

CN13

»paprski* jdoucich smérem od jeho stfedu ven.

e MISC - Other, ill-defined masses — nador s nejasné definovanymi okraji
e ARCH - Architectural distortion

e ASYM - Asymmetry

e NORM - Normal — snimky nezasazené rakovinou

48.3 DDSM

The Digital Database for Screening Mammography je digitalni databaze uréena
zejména pro vyvoj pocitatovych algoritml, které maji pomahat pfi screeningové
mamografii. Tvofi zaklad pro vyvoj CAD systémi a také prostiedkit pro vyuku a
zdokonalovani v oblasti mamografie. DDSM je projekt financovany oddélenim
1ékatského vyzkumu a vyvoje americké armady, na kterém se podileji zejména
nemocnice a univerzity.

Databaze obsahuje ptiblizn€ 2 600 ptipadi, které se skladaji z MLO a CC snimkut
na oba prsy pacientky. Obrazy byly digitalizovany jednim ze Ctyf rtiznych scannert
S ptesnosti od 42 um do 50 um na pixel.

U kazdého ptipadu jsou pfidany informace o pacientce a datu potfizeni snimki.
K obraziim prst zasazenych rakovinou je ptilozen soubor obsahujici informace ohledné
nalezu. Tyto informace jsou oznaceny a klasifikovany expertem a zapsany do kodu
¢itelného pro pocitate. Mamogramy jsou uloZzeny ve specialnim formatu bezztratového

Jpeg [39][40].

Tvilrci databaze k ni pfipravili software, ktery by mél umét stahovat a filtrovat
ptipady, zobrazovat je a ukazovat podezielé oblasti. Program se mi ovSem nepovedlo
zprovoznit a bez néj je velmi obtizné prevést snimky do formatu, jenz umi zobrazit
bézné pouzivany software. I pfes to, ze lze ziskat tyto snimky i z jiného zdroje
v Citelném formdatu, vznikl dalSi problém. Interpretace oznacenych oblasti také neni
zcela trivialni. Z tohoto divodu se vyvoj zvolenych algoritmi odehraval predev§im
s databazi MIAS.
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5 Navrh systému

5.1 Knihovny

5.1.1 Opencv

weve

pro dal$i programovaci jazyky jako naptiklad pro Javu, Python, C nebo Matlab.
Knihovna funguje pod opera¢nim syst¢tmem Windows, Linux i Mac OS. Obsahuje vice
nez 2500 algoritmli z oboru zpracovani obrazu a videa a strojového uceni. Zamérem
autorti nebylo pouze vytvofit knihovnu, kterd je volné dostupna a Sifitelna, ale hlavné
dobfe optimalizovana. Hlavnim tuc¢elem vzniku této knihovny bylo poskytnout
komplexni sadu funkei pro podporu vyvoje aplikaci pro zpracovani videa a obrazkl a

pozd¢ji 1 strojového uceni, kterd se bude snadno pouzivat.

Diky spolupraci se zab&hlymi spole¢nostmi jako Google, Intel, Microsoft atd. se
feSeni pouzivajici knihovnu OpenCV objevila ve spousté aplikaci jako jsou uprava
streetview obrazil, detekovani osob ve sledovacich systémech, rozpoznavani obliceju,

detekce nezadoucich objektu na ranvejich atp. [41][42].

Knihovna je dostupna na [41] v aktualni verzi 3.1. Pro zpracovani této prace jsem

pouzil ptedchozi verzi 3.0, protoze posledni release jesté nebyl dostupny.

5.1.2 Intel Threading Building Blocks (TBB)

Threading Building Blocks je open source a multiplatformni knihovna pro
realizaci paralelnich vypoctd. TBB vyhrala nékolik ocenéni, mezi nimi i cenu za
nejlepSi open source vyvojarsky néstroj pro paralelni programovani. Jejim hlavnim
cilem je zjednodusit praci programatorim vyvijejicim paralelni programy a zaroven

zrychlit a optimalizovat paralelni ¢ast programu.

TBB nepouzivaji pfimo vldkna poskytované operaénim systémem, ale pracuji
stzv. ,tasky“. Tedy pfifazuji jednotlivym procesorovym vlaknim/jadraim ukoly, na
kterych dana vypocetni jednotka pracuje, dokud neni uloha ukonéena. Tento fakt
napomahd mimo jiné sniZit dopad cache-coolingu. To je situace, kterd nastava, kdyz se
vlakna pfepinaji na procesoru napt. kvili tomu, Ze jich je vice nez vypocetnich jednotek
procesoru. Pak si kazdé vlakno musi vzdy natahat svoje pracovni data do cache paméti,
jenz se stdle prepisuje a tim zpomaluje program. TBB ovSem poskytuji daleko vice
optimaliza¢nich technik, pro zefektivnéni paralelnich vypoctt [43].
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5.2 Vybér metod

Pti vybirani metod, které nakonec budu zkouSet implementovat, jsem se fidil

tfemi kritérii:

1. Pocet citaci daného ¢lanku - zajistuji alesponn n¢jakou relevantnost
uvadéné implementace. Nemélo by se mi tedy stat, Ze se pustim do
realizovani algoritmu, ktery funguje pouze teoreticky, ale v praxi uplné
pohofi.

2. Uvadéna uspéSnost detekce/segmentace - existuje nekolik clanka
popisujicich objevené metody CAD systéml a jejich srovnani podle
urcitych kritérii. Rad bych se ve své praci vénoval algoritmim, jenz byly
podrobeny srovnani a byly v ném uspésné.

3. Srozumitelnost a uplnost textu - v mnohych ¢lancich (nakonec i ve
zvoleném) chybi spoustu podstatnich detaild. To pak sice nechava prostor
pro vlastni kreativitu, ovS§em na druhou stranu je mozné do algoritmi
zanést chyby.

Na zaklad¢ clanku [22] jsem vybral dvé metody, které jsem pozdéji
implementoval a otestoval. Autofi ¢lanku vybrali a znovu naprogramovali zastupce
ruznych pfistupt k detekci a segmentaci nadorii. Nasledné vSechny algoritmy ohodnotili
a srovnali podle stejného kritéria. Za hodnotici prostfedek zvolili (F)ROC — Free-
response Receiver Operating Characteristic, kiivka sestavena jako pomér mezi dobfie
lokalizovanymi ROI a S$patné oznaenymi (pomér true a false positives).
Implementované algoritmy vyzkouSeli na dvou databazich. Jedna z nich byla vyse
zminénd MIAS a druhd pIné digitalni Trueta.

Pro ob¢ databaze dosahl jedny z nejlepSich vysledka Iris filtr. Ten dokazal
piekonat pouze na MIAS databazi filtr DWCE. Dohledal jsem vice informaci o téchto
dvou metodach a nakonec je vybral i pro svou praci.

5.3 Predzpracovani

Pfed samotnym aplikovanim algoritmi na zvyraznéni a segmentaci nalezl je
z4ddouci mamografické snimky pfipravit. Tento krok je spoleény pro obé vybrané
metody. Jeho ucelem je co nejvice zefektivnit detekci nadori. Optimalizace mize
spocivat napf. ve zmenSeni obrdzku z diivodu néaro¢nosti algoritmu nebo v odfiltrovani
nezadoucich ¢asti snimku.

26



5.3.1 Odstranéni artefakti a separace prsu z mamogramu

Pti ptipravé snimku je nutné odstranit veSkeré elementy, které nejsou piimou
soucasti snimku prsu. V piipadé digitalizovanych snimki se stava, ze se k nim ptidavaji
riazné popisy v podobé identifika¢nich tabulek (viz Obrazek 9). Jednim z dalSich pro
detekci nezadoucich jevl je nepfesné umisténi snimku do digitaliza¢ni jednotky, kvuli
kterému vznikaji velmi kontrastni bilé okraje (viz Obrazek 9 vlevo nahofte).

Obrazek 9: Digitalizované mamogramy. Snimek z DDSM (vlevo) s identifikacni tabulkou v pravém hornim rohu a
nestejnorodym pozadim. Ukazka snimku z MIAS databaze (vpravo), na némz je zachycena kontrastni bila tabulka.
Takové Casti jsou Casto velmi svétlé a lezi na Cerném pozadi. Maji tedy vysokou
intenzitu Sedé a velky kontrast, proto zasahuji do b&hu algoritmu. Ve vysledku se
Vv lepsim piipadé muize stat, Ze takové artefakty budou povazovany za podezielou oblast.
To by se dalo fesit dodateénymi kroky pro redukci chybné oznacenych ¢asti.

Avsak v jiné situaci mize dojit k vynechani opravdového nadoru na ukor véci,
které do detekce viibec nemély byt zatazeny. Naptiklad by se v pritbéhu metody mohly
nastavovat prahy na zaklad¢ informaci z histogramu nebo dajii o kontrastu v riznych
¢astech snimku. Anebo by mohl byt artefakt zvyraznén daleko vice neZ skute¢ny nalez.
Pak by vzajemné porovnani hovofilo jasné¢ pro oznaceni nezadouciho objektu.
Odstranéni nechténych c¢asti mamogramu je Spojeno S vymezenim oblasti prsu

V nasledujicim odstavci.
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Dilezitym krokem pfii piipravé snimka se ukazala byt separace prsu. Tento krok
ma dvé velka pozitiva. Zaprvé plocha obrazku se zmensSuje obCas o vice nez tretinu.
U metod, které pocitaji s kazdym pixelem, se tak vyrazné urychli vypocet. Druhym
pfinosem zvoleného postupu je nastaveni zbyvajiciho pozadi na hodnotu nula. Pozadi se
sice muze zdat Cisté Cerné, ale opak je pravdou (Viz Obrazek 9). Prevlada v ném sice
¢erna, ale hodn¢ bodli m4 1 jinou intenzitu a vytvaii tim tedy rizné kontrastni atvary,

které v extrému mohou vést k detekci nalezu mimo oblast prsu.

Algoritmus pro vymezeni oblasti prsu jsem pievzal a upravil z [33]. Jde o velmi
jednoduchy ale ucinny postup. Snimek se nejdiive normalizuje. Hodnoty intenzity
<0,255> se ptevedou do intervalu <0,1>. Poté obraz projde prahovanim — vSe, co je pod
stanovenou mez, se nastavi na hodnotu 0. U drtivé vétsiny pixelll jde o pozadi. Tento
krok zptisobi sjednoceni pozadi na ¢ernou barvu.

Nyni je nutné nalézt, kde se nachazi prs. K tomu jsem vyuzil metodu
findContours z knihovny OpenCV, ktera najde obrysy vSech objektl na snimku.
Diky ptedchozimu prahovani jsou kontury zcela jasné vymezeny. Protoze se na obrazku
nachazi kromé prsu, které nas zajima, i vySe zminéné artefakty (viz 2.8.5), bude
detekovanych kontur vice. Nam staci vybrat tu nejvetsi podle toho, jakou plochu zabira.
Nastésti knihovna definuje k nalezenym konturdm i takové prosttedky, s timto tedy neni
zadny problém. Do nového obrazku s nastavenym pozadim na Cernou zkopirujeme
pouze pixely, které patii do vyplnéné kontury prsu, ostatni detekované objekty
ignorujeme (viz Obrazek 10). Jako hrani¢ni hodnotu jsem stejné jako autofi ¢lanku
zvolil 0,3.
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Obrazek 10: Separovana oblast prsu ze snimk( na obrazku 9

Prahovani ma v tomto piipad¢ jeden nezddouci efekt. Pti jeho aplikaci dochazi ke
ztrat¢ informace. Témeér vSe pod normovanou hodnotu prahu bude ztraceno. Nicméné
vétSinou se jednd o velmi tmavé body a pozadi. Je téméf vylouceno, aby se v téchto
hodnotach pohyboval nador nebo kalcifikace.

5.3.2 Zero padding

Algoritmus na separaci oblasti prsu ovSem Vykazoval chyby pfi detekci kontur.
Ruizné objekty se do sebe spojovaly a tvofily tak jednu velkou konturu zabirajici vétSinu
snimku. Nejcastéji k takovému spojeni dochazelo pomoci okraje snimku nebo artefaktu
u kraje. V obraze pak tyto nechténé objekty zustavaly (viz Obrazek 11). V krajnim
ptipad¢ se separace vibec nepovedla a snimek zlstal beze zmény. Tento nedostatek
jsem vytesil vynulovanim hrani¢nich bodd. Snimek je tak oramovany cernou ve
zvolené Sifce na kazdé strané.

Hodnota S§itky se muze liSit pro jednotlivé databaze. Pivodné jsem podle
zkuSenosti z databaze MIAS zvolil pouze 10ti pixelové oramovani. Pro praci s DDSM
databazi jsem tyto hodnoty musel upravit na 50 pixeli nahote a dole a 10 pixeld po
stranach. U snimkti z DDSM, které jsem testoval, mi pfiSlo, Ze obsahuji daleko vice
artefakta ztézujicich detekci nadort.
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Obrazek 11: Vpravo chybné detekovana kontura (Cerna barva) z obrazku vlevo.

5.3.3 ZmenS$eni snimku

Pro urychleni vypoctu Iris filtru, jehoz vypocetni ¢asy jsou velmi dlouhé na
velkych obrazcich, jsem se rozhodl snimky zmensovat na ukor uréité ztraty informace.

Obrazy, jejichz alespon jeden rozmér piesahne 4000 bodid, budou zmenSeny
osmkrat, u patnacti set bodl to bude ctyfikrat a zbylé budou zmenSeny na polovinu.
VSechny tyto hodnoty lze pfepsat v hlavickovém souboru support.hpp.

5.3.4 Vyrovnani histogramu (histogram equalization)

Ekvalizace (vyrovnani) histogramu je metoda, kterd se hojné vyuZiva ve vétSiné
oblastech upravy obrazu. Nasla uplatnéni i pfi zpracovani medicinskych snimkt
[771[78][79].

Jedna se o algoritmus, ktery je zaloZen na praci s histogramem. Na jeho vystupu
by mél byt histogram rovnomérné rozprostieny po celém intervalu. Pouziva se zejména
ke zvySeni kontrastu. Nejlepsich vysledki dosahuje, nachazi-li se vétSina bodl v uzkém
intervalu intenzit. To znamend, Ze je napiiklad vétSina bodid s hodnotou blizkou nule
(hodn¢ tmavé) a tvoii mezi sebou maly kontrast. Proto se vyrovnani histogramu da
veelku GspéSné€ pouzit na upravu pod nebo preexponovanych fotografii.
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Vyhodou ekvalizace histogramu je fakt, ze pfi znalosti ,,vyrovnavaci® funkce lze
snadno zmény vratit a dostat se zpét k pivodnimu obrazku. Tato technika je také
vypocetné nenarocna. Na druhou stranu se muze stat, ze dojde ke zvyraznéni Sumu na

ukor zmenseni kontrastu a vlastné celkovému utlumeni dulezitych dat [44].

V této praci ekvalizaci aplikuji tésné pied spusténim algoritmi. Tedy ve fazi, kdy
uz mam separovanou oblast prsu a zaroven odfiltrované artefakty. Tento krok jsem
zaradil, aby se jesté pred spusténim filtri zvysil kontrast a zvyraznila se zajimava mista
(viz Obrazek 12). U Iris filtru sice neni zména tak patrna, ovS§em u DWCE lze vidét
jasny posun k lepSimu (viz 7.3).

Obrazek 12: Aplikace vyrovnani histogramu (vpravo) na obrazek vlevo

5.4 Density-Weighted Contrast Enhancement (DWCE)

Density-Weighted Contrast Enhancement [33] — filtr slouZici ke zvySeni kontrastu
v zavislosti na intenzit¢ Sedé v daném misté. Na vystupu filtru budou nejvice
zvyraznéné oblasti, které jsou nejsvétlejsi a zaroven se v jejich okoli znaéné meéni
kontrast. V mnoha piipadech maji nadory pfesn¢ takové vlastnosti — jsou svétlejsi a
tvori kontrast s okolim (viz 2.8.2), proto by tento algoritmus mél byt teoreticky Gspesny.

Filtr pracuje se dvéma verzemi puvodniho snimku — obrazem hustoty (density
image) a kontrastnim obrazem (contrast image), které se mezi sebou nasobi.
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5.4.1 Normalizace hodnot pixelu

Kwvuli snadnéj$i praci s riznymi parametry a prahy se hodnoty intenzity kazdého
pixelu normalizuji do intervalu <0,1>. Potom lze se vSemi snimky zachézet stejn¢ a
Vv prub¢hu algoritmu pro vSechny pouzivat totozné proménné. Tuto techniku jsem pouzil
uz u vySe zminéné separace prsu ze snimku, abych mohl pouzit jeden prah pro vSechny
obrazy.

Pro redukci nepatficného Sumu autofi ¢lanku navrhuji ur¢it meze normalizace
pomoci 5% a 95% kumulativni distribu¢ni funkce hustoty intenzity. Potom
nejsvétlejSich 5% z celkového poctu bodi bude mit po normalizaci hodnotu 1 a
spodnich 5 % nula. Timto se zbavime nejsvétlejSich a nejtmavsich bodd, které mohou
na snimku znacit mikrokalcifikace, prach, Sum, chybu detektoru nebo poruseni snimku
pti digitalizaci ¢i pofizovani. A navic se mirn¢ prohloubi rozdily mezi jednotlivymi
body — zvysi se kontrast.

5.4.2 Obraz hustoty (density image)

Hodnoty jednotlivych pixeld obrazu hustoty udavaji informaci o intenzité¢ Sedé
barvy v daném misté. Takovou definici spliuje i puvodni obraz, Ize tedy pouZit i ten.
Nicméné za ucelem odstranéni Sumu se na obraz aplikuje dolni propust (low-pass
filter, smoothing, blurring). Ta ma za kol odstranit prudké zmény intenzity, které si lze
predstavit napt. jako skupiny svétlych bodi na tmavém pozadi. V nejjednodussi

varianté dolni propust priméruje intenzitu zkoumaného bodu a jeho osmi sousedil.

Obraz hustoty vypada rozostiené nebo lze fict i uhlazené. Vynikaji na ném
stejnorodé plochy a zanikaji nahlé pfechody, mezi jez musime pocitat i hrany, které
budou na filtrovaném obraze méné vyrazné (viz Obrazek 13 vpravo).

5.4.3 Obraz kontrastu (contrast image)

Kontrastni obraz ukazuje, jak moc se pivodni snimek v daném misté méni.
Hodnoty bodii udéavaji lokalni kontrast. Nula znamend, Ze okoli bodu je stejnorodé.
Zvétsujici se hodnota tikd, Ze v okoli je pfechod z vyssi intenzity do niz§i. NejmensSich
hodnot tedy budou dosahovat pixely uprostied homogennich oblasti, naopak ¢im vice se
body budou nachazet blize hranam, tim jejich hodnota poroste (viz Obrazek 13
uprostied).

Obraz se vytvaii aplikaci horni propusti (high-pass filter). Vlastn¢ je to protiklad
obrazu hustoty. Horni propust ponecha pouze vysoké ,(frekvence* — ostré zmény
intenzity. Na vysledném obrazu vyniknou hrany a pfechody, homogenni oblasti budou
tmavé. V této praci jsem zvolil postup podobny jako popisuji v originalnim ¢lanku. Od

ptvodniho snimku odecitdm jeho rozostfenou verzi.
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Na ukazkovych obrazcich sice nejde vidét na prvni pohled pfili§ rozdilti. Snimek
vpravo reprezentuje obraz hustoty. U toho lze pozorovat, ze pfechody a hrany nejsou
tak vyrazné. Obraz plisobi rozmazanym dojmem. Uprostied se nachazi kontrastni obraz.
Tam zase vidime ztmaveni oblasti, jenz byla nejsvétlejsi a stejnorodd na vychozim
snimku (vlevo). Naopak zde vynikly rizné vzory tkané a Zil.

Obrazek 13: Obraz hustoty (vpravo) a obraz kontrastu (uprostifed) vytvorené z originalu upraveného pomoci
vyrovnani histogramu (vlevo)

5.4.4 Algoritmus

Po ptipravé obou verzi ptvodniho snimku uz je v jednoduchosti sta¢i pouze
vynasobit. Dosahneme tak pozadovaného vysledku, ze nejsvétlejsi a zaroven
nejkontrastnéj$i mista budou ve vysledku nejvyraznéjsi.

Autofi tohoto algoritmu ovSem navrhli o néco slozit¢jsi feSeni, které vykazuje
lepsi vysledky. Postup vypada nasledovne:

IdC:Km'Id XIC

Iv = Ry . Idc X Idc

I, — obraz hustoty, I. — obraz kontrastu, I;. — obraz vznikly nasobenim kontrastu
a hustoty, I, — vysledny obraz, K,, a K,;; nelinearni funkce.
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Podle pivodni myslenky se obrazy nédsobi jest¢ nelinedrnimi funkcemi K,,, a K,,;.
Muzeme si vS§imnout, Ze obraz hustoty je pfedné nasobeny funkci K,,. Tato funkce
penalizuje nizké intenzity a naopak vyssi zvyraznuje. Nasledné dojde k nejdilezitéjsimu
nasobeni obraz hustoty x obraz kontrastu. Obrazky jsou sice reprezentovany jako
matice, ovSem zde nejde o klasické nasobeni matic. V tomto algoritmu se nasobi pouze

pixely na odpovidajicich pozicich.

Dalsim krokem je nasobeni vysledného obrazu z piedchoziho kroku I;. sebou
samym. To jeSté¢ vice zvyrazni zajimavé oblasti. Do této operace vstupuje nelinearni
funkce K,;. Ob¢ funkce vlastné uréuji nasobitele v zavislosti na hodnoté kazdého bodu
v obrazu.

Funkce K,

Funkce K, (viz Graf 1) ma co nejvice penalizovat velmi tmavé hodnoty kvili
tomu, ze vétsSinou tvofi pozadi a z hlediska detekce tumorl nezajimavé oblasti. Naopak
¢im se dany bod blizi vice k bilé, tim je nasoben vys$Sim cinitelem. Jelikoz se touto
funkci nasobi obraz hustoty, mély by na ném jesté vice vyniknout svétlé homogenni
oblasti.

Funkce K|
2
//
1,5 —
/
2 1 —
//
0,5
0
0 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 0,9

Intenzita bodu

Graf 1: Funkce K,
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Funkce K,,;

Touto funkci se upravi obraz vznikly nasobenim hustoty a kontrastu. K,,; (viz Graf
2) ma za tkol odfiltrovat ,,nezajimavé™ ¢asti. Proto jsou body s nedostate¢nou svétlosti a
kontrastem siln¢ potlaceny. Naopak u svétlejSich a kontrastnéjSich dochazi pouze
k malému posunu. Za ucelem tfadné zformovat hrany jsou nejsvétlejsi body jemné
utlumeny.

Funkce K,

1,2

/ T~
0,8 /

0,6 /

Nasobitel

/ '
0,4

/

0 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 0,9

Intenzita bodu

Graf 2: Funkce K,

5.4.5 Nepresnosti v ¢lanku a pFi implementaci

Vystup filtru je hodné zavisly na realizaci obrazu kontrastu. Pro néj jsem zvolil
velmi podobnou interpretaci jako autofi, tedy odecist rozostienou verzi od ptvodniho
obrazu. Ovsem jak velké rozostieni ma byt nebo jak ho pifesné realizovat, nebylo
popsano. Muj program prosel opravdu mnoha verzemi a nakonec jsem vybral tu
nejlepsi. Nemuzu vSak tvrdit, ze neexistuje lepsi implementace tohoto filtru.

Clanek neni tipIn& kvalitné pfeveden do digitdlni polohy. Proto jsou v ném téméf
nerozlustitelné obrazky, které by mohly napomoci zhodnotit funkénost algoritmu. Praci,
které se zabyvaji pfimo popisem implementace DWCE filtru je sice vice, ale bohuzel
z prostiedi Zapadoceské univerzity nebyly dostupné [45][46].

Obrazky 14-16 ukazuji vystup filtru Density-Weighted Contrast Enhancement.
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Obrazek 14: Vystup filtru DWCE. Origindlni snimek se nachazi vlevo. Nejsvétlejsi oblasti filtrovanych obrazti
(vpravo) poukazuji na podezielda mista. Na snimcich je zachycen nador.

Obrazek 15: Vystup filtru DWCE. Originalni snimek se nachazi vlevo. Nejsvétlejsi oblasti filtrovanych obrazt
(vpravo) poukazuji na podezield mista. Na snimcich je zachycen nador.
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Obrazek 16: Vystup filtru DWCE. Originalni snimek se nachazi vlevo. Nejsvétlejsi oblasti filtrovanych obrazt
(vpravo) poukazuji na podeziela mista. Na snimcich je zachycen nador.

5.5 Iris filter

Iris filter [34][35] slouzi ke zvyraznéni konvexnich oblasti. Nador se v idealnim
ptipad¢ jevi jako téméf homogenni ovalna oblast svétlejsi nez okoli. Vezmeme-li si
mamograficky snimek jako mapu, kde svétla barva znaci vyssi nadmotiskou vySku, pak
hledany nador vypada jako hora. Zabira lokalni maximum v dané oblasti nebo se
K nému alespon blizi. Gradient jako ukazatel sméru nejvétsiho ristu by mél sméfovat
k nadoru. Pfi navratu k idealnimu piipadu dokonce gradienty budou ukazovat do jeho
sttedu. Na této mySlence je zaloZeny Iris filtr. Pracuje s gradientni mapou a snazi se

najit mista, kam smétuji gradienty z okoli.

Tak to ovSem funguje pouze v idedlnim piipad€. V praxi maji nalezy rozli¢né
tvary a sméry gradientl mize ovliviiovat Sum nebo misty hustSi tkan. Na rozdil od
idealniho kruhového piipadu se nebudou vSechny gradienty sbihat do stfedu a navic se
mize stat, ze nekteré dokonce budou smétovat uplné na opacnou stranu. Nelze tedy
hledat pfesné oblast, do které ukazuji gradienty z okoli. Je zapotiebi urcit néjakou miru,
podle které budeme pomeéiovat sbihavost gradienti k pfisluSnému mistu — stupen
konvergence.
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5.5.1 Oblast zajmu

Protoze by bylo vypocetné velmi narocné zkoumat uUpln€ vSechny gradienty
v okoli n&jakého bodu, aproximuje se toto okoli pouze N polopiimkami. Ty jsou
spusténé ze zkoumaného bodu rovnomérné do vSech sméru. V algoritmu se

vyhodnocuje stupeii konvergence pouze u bodu, které lezi na téchto poloptimkach.

Aby se pfi hledani podezielych oblasti zabranilo velkému vlivu malych lokalnich
extrémi pobliz aktualné zkoumaného bodu, jakymi jsou kalcifikace, Sum nebo defekty
snimku, zavadi se pojem region of support (oblast podpory, oblast zajmu). Ten definuje
minimalni a maximalni vzdalenost od vySetfovaného pixelu (viz Obrazek 17).
Maximalni hranice zamezuje zbyte¢nému zkoumani hodné vzdaleného okoli. Minimalni
zase eliminuje vliv malych svétlych bodu.

Z obou vySe uvedenych odstavct plyne, Ze se nadale budeme zabyvat pouze body
na polopiimkéch, jenz jsou mezi minimalni a maximalni stanovenou vzdalenosti. Tento
problém jsem ve svém programu vyiesil pouzitim dvou soustfednych kruznic a usecek
mezi nimi. Kruznice reprezentuji minimalni (R,,;,) a maximalni vzdalenost (R,,qy )-
Oblast zajmu se tedy nachazi v prostoru mezi nimi. Jestlize je N pocet pomysinych
poloptimek, rozdéli se obé kruznice na N stejnych dili. Vzniknou dvé kruznice
s vyznacenymi N body. Zkoumané pixely vyjdou ze spojeni pfislusnych bodt v tsecky.

L

Obrazek 17: Znazornéni dulezitych termint pro Iris filtr. R,i, @ Ry, reprezentuji minimalni a maximalni polomér
kruznic. P je zkoumany pixel, L polopfimky, Q; je pravé vypocitavany bod na polopfimce a 0 uhel mezi
polopfimkou a gradientem (g) [34].
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5.5.2 Stupen konvergence

Pro kazdou z N poloptimek urc¢ime jeji stupenn konvergence podle vzorce:

_ 20hp F(@

C; M
Pmin Qi
Kde
_(0 lgl =0
f(Q)_{cosﬁ lgl # 0

Prochazime pixely na polopiimkach nalezicich do oblasti zajmu a u kazdého
zjistime, jak moc je gradient (g) v daném bodé Q; odklonén od polopfimky. Jestlize
vysledek bude roven 1, gradient ukazuje pfesné na zkoumany pixel a ma tedy
maximalni stupen konvergence. Pokud gradient bude sméfovat kolmo od poloptimky,
vysledek f(Q) je rovny nule a s nim i stupent konvergence ve zkoumaném bodé.

Jak lze vidét ze vzorce pro vypocet C;, pii vypoctu nedosazujeme pouze
konvergenci v jednom bod¢ zkoumané poloptimky. Ale vlastné¢ primér vSech bodi
lezici mezi bodem P; a Q; spadajicich do oblasti zajmu.

Vysledna hodnota pro danou polopiimku je maximalni dosazené C;. Takto se
vysledek aproximuje pro danou poloptimku. Jedna extrémni hodnota vyrazné neovlivni

celkovy stupent konvergence.

Pro zkoumany pixel pak ur¢ime jeho stupeit (C,) jako primér C; ze vSech
polopiimek. Hodnoty C, nalezi do intervalu (-1,1). Hodnotu blizko jedné na vystupu

bude mit stfed konvexni oblasti, ktera je svétlejsi nez okoli.

5.5.3 Algoritmus

Iris filtr prochazi kazdy pixel na snimku. U vSech ur¢i jejich stupeii konvergence a
uklada hodnoty do vysledného obrazu. Po pievedeni ze stupnd konvergence z intervalu
(-1,1) do odstin Sedé¢ ziskavame vystup Iris filtru. Ten vlastné piedstavuje
pravdépodobnostni mapu. V mistech, kde je svétlejsi, je veétsi pravdépodobnost, ze se
zde nachazi nador (viz Obrazek 18-20).

Kwvtli zvyraznéni vysledkl pro dalsi kroky jesté obraz projde lehkou upravou. Pét
procent bodt, které pokryvaji nejsvétlejsi oblasti snimku, budou vynasobeny konstantni
hodnotou. Tim se jesté vice zviditelni nejpodezielejsi oblasti.
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Na zaklad¢ informaci poskytnutych ve zdrojovém clanku jsem zvolil hodnotu
Ryin = 2,5mm, R,,, = 17,5mm. Pocet poloptimek jsem stanovil na 35. Tyto

hodnoty Ize ovSem velmi lehce pozménit v konfiguracnim souboru.

Obrazek 19: Vystup Iris filtru pro stejnou sadu snimku jako u DWCE (Obrazek 14-16)
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Obrazek 20: Vystup Iris filtru pro stejnou sadu snimku jako u DWCE (Obrazek 14-16)

5.5.4 Paralelizace vypoctu

Prvotni implementace se vyznacovala ¢asem vypoctu v fadu minut. Algoritmus
totiz prochazi kazdy bod obrazu, u ného musi spocitat stupenn konvergence pro kazdou
polopfimku. Proto v§ak musi projit vSechny jeji body, které lezi v oblasti podpory.

Vsechno dohromady davd miliony vypocti na snimek u MIAS databdze se
snimky v rozliSeni 1024 x 1024 pixeli. Napt. u DDSM databaze jsou snimky 1 p&tkrat
vétsi. Prvni optimalizaci tedy bylo zmenseni obrazu (viz 5.3.3). To sice zrychlilo
vypocet, ale na ukor kvality vysledného obrazu. Proto nelze zmenSovat snimek pfilis,
aby se stale zachovala dilezit4 data.

Jednotlivé body pii vypocétu nejsou na sobé nijak zavislé. Pocita se sice s jejich
okolim, ale kvlli ukladani vysledkid do oddéleného obrazu, se okoli v pribéhu neméni.
Lze to tedy povazovat za idealni pifipad pro pouziti vypoctu ve vice vlaknech. Ta budou
moci pracovat kazdé na svém bod¢ a nemuseji se viibec synchronizovat. Pro paralelizaci
jsem vybral knihovnu Intel Threading Building Blocks (viz 5.1.2). Konkrétné jsem
pouzil pouze konstrukci parallel for. VSe ostatni jiz zajistila knihovna sama.
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5.6 Nalezeni ROI

Po provedeni jednoho z filtri mame =zatim ve vysledku pouze jakysi
pravdépodobnostni obrazek. Uz ten sam o sobé poukazuje na zajimavé oblasti na
puvodnim snimku a dal by se pouzit jako voditko, kterym oblastem vénovat zvySenou
péci. My ale potiebujeme tyto oblasti né¢jakym zpiisobem oznacit a pokud mozno pouze
jen ty nejpodezielejsi. Nejdiiv zde popisi, jak byla tato extrakce ROI navrhovana v obou

¢lancich a poté, jak jsem ji realizoval ja.

5.6.1 DWCE

Clankt o DWCE se na internetu nachazi vice a v kazdém je uvadéna trosku jina
metoda segmentace ROI [45][46]. Moje prace se zaklada na prvnim navrhu tohoto
algoritmu [33], protoze k tomuto jedinému jsem ziskal piistup.

V ptivodnim navrhu byl pouzit detektor hran ihned po aplikaci DWCE filtru. Jako
detektor byl zvolen Laplacian-Gaussian(LG), ktery je sloZzeny ze dvou ¢asti. Prvni je
rozostfeni snimku uz diive pouzité k snizeni Sumu na obraze nebo naptiklad k vytvoteni
obrazu hustoty u DWCE. Druhou ¢ast zastava detektor hran vyuzivajici Laplecetv
operator. Ten pracuje na zdklad¢ vyhleddvani nul, resp. na vyhledavani mist, kde
operator méni znaménka (zero-crossing edge detectors).

Po nalezeni hran LG detektorem se najdou uzaviené oblasti. S t€émi se bude
pracovat dale, ostatni hrany jsou ignorovany. Timto krokem uz zbyly pouze zajimavé
oblasti. Nicméné nésleduje jesté posledni krok této faze algoritmu. Ponévadz po tomto
kroku zlstava i spousta chybné oznacené normalni tkan€. Obcas se stane, ze se sousedni
ROI sliji do sebe. Jejich rozdéleni ma na starosti krok nazvany object-splitting (binary —
splitting, rozdélovani objektil). Na nalezenych objektech se hledaji zka mista. Poté se
zkoumaji rizné morfologické vlastnosti dané¢ho objektu a taky objektd, které by vznikly

jeho rozdélenim v nalezeném Gzkém miste.

5.6.2 Irisfiltr

Tvurci Iris filtru pojali segmentaci ROI troSku jinak. Filtrovany snimek ptevedli
na binarni (jen bila a ¢erna). Nastavili rozhrani mezi ¢ernou a bilou jako 93 % percentil.
Bude tedy 93 % bodut cernych a zbylych 7 % bilych piedstavujicich nadale zajimavé
oblasti.

Naésleduji morfologické operace, abychom se zbavili malych roztrouSenych boda
a fadné stanovili tvar potencidlnich nadort. Prvni se aplikuje eroze za ucelem odstranit
osamocené body nebo jejich shluky. Nasleduje morfologické uzavieni (closing). To
zajisti jasné definované kontury podezielych oblasti.
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VSechny oblasti, jez nebyly vylouceny béhem uplynulych krokd, budou
podrobeny dal$im testiim pro snizeni poctu falesSné oznacenych (false positives). Prvnim
znich je test velikosti. Ten se zavadi pro odfiltrovani nejmensich casti, které sice
nebyly eliminovany piedchozimi kroky, ale jsou piili§ malé, nez aby mohly znacit
nador. Na nékterych snimcich jich totiz muze byt opravdu velké mnozstvi a ponévadz
by kazda z nich znacila zvyseni poctu Spatné oznacenych oblasti, iplné by znehodnotily
cely algoritmus.

V poslednim kroku se zbylé ROI podrobi testu excentricity. Ta se stanovi jako
pomér nejdelsi osy zkoumaného objektu a polomér kruznice se stejnym obsahem.
Urcuje, jak moc je objekt ovalny, resp. jestli neni piilis ,,rozplacly* (roztdhly na néjakou
stranu).

Protoze byly Casto zbylé regiony zbytecné rozdélené, nastava zde opacna situace
nez u DWCE. Zde se naopak podobné oblasti spojuji. Jestlize se oblasti dotykaji nebo
prekryvaji, zkouma se dale jejich primérna intenzita Sedé v pivodnim i filtrovaném
obrazku. Kdyz se pruméry piili$ nelisi, oblasti budou spojené do jedné velké. ROI, které

prosly vSemi kroky, miizeme nyni povazovat za skutecné kandidaty na nador.
5.6.3 Moje implementace

Prvni pokus s hranovym detektorem

Nejdiive jsem implementoval DWCE filtr. V tu dobu jsem jesté nemél vybranou
druhou metodu. Proto jsem segmentaci pievzal z néj. Pokusil jsem se co nejpiesnéji
reprodukovat, co je v ¢lanku. Snimek filtrovany DWCE jsem mirné rozostiil pomoci
Gaussian-smoothing a nasledné jsem pouzil hranovy detektor. Zde jsem na rozdil od
autort puvodniho ¢lanku zvolil Canny edge detector, protoze je jiz implementovany
v OpenCV a navic ma mit nékteré lepsi vlastnosti nez Laplacetiv operator.

Na detekci uzavienych oblasti jsem pouzil metodu findContours. Ta nejen
najde kontury objektl, ale navic pro né¢ poskytuje jesté¢ dalsi funkce. Vystupem této
prvni verze bylo obrovské mnozstvi ROI. Casteénym zlep$enim sice byla filtrace pfilis
malych vyfezu, stejné jako popisuji u filtru Iris, ale stale bylo vybranych oblasti pfilis
mnoho.

Pridani morfologickych operaci

Na zéklad¢ studia dalSich informaci o pouziti morfologickych operaci pfi
zpracovani mamogramu, jsem je zkusil nasadit pted detekci hran. Aplikace dilatace,
ktera ztucnuje kontury, se ukézala jako dobra volba. Dokonce dosahovala lepSich
vysledki, kdyz bylo provedeno nékolik iteraci. Nicméné s poCtem iteraci rostla i ztrata
informace. Takze ve vysledku muj program detekoval naprosto piesné jen nékteré
nalezy. Ostatni a zvIas$t¢ mensi se béhem morfologickych operaci ztratily. Potfeboval
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jsem detekci mensich a zaroven piesnost u vétSich. Zkusil jsem tedy oba piistupy
zkombinovat. Nejdiive jsem na ptivodni obrazek pouZzil morfologické operace v jedné
iteraci a detekoval hrany. Poté jsem aplikoval dalsi iterace. Znovu jsem detekoval
hrany, ale tentokrat jsem je zapsal do obrazu s jiz nalezenymi z piedchoziho kroku. To
vedlo k doplnéni necelych hran a jejich posileni pfi zachovani mensich utvara. Ale ani
tento vysledek nebyl uspokojivy, vedle velkého poctu chybné oznacenych zdravych
oblasti, bylo i n¢kolik nenalezenych oblasti s nadorem (false negatives).

Aktualni verze

S védomim, Ze morfologické operace jsou primarn¢ urcené na binarni obrazy,
jsem zameénil detekci hran za prahovani. Vlastn€ jsem si zvolil stejnou techniku jako
pouzivali tvirei Iris filtru. Uréim hranici, ktera hodnoty podle intenzity rozdéli na bilé a
operace a nasledné uz jen detekuji kontury. Postup zistal zachovany, jen je misto
hranového detektoru provedeno prahovani. Pozdé&ji jsem nahradil jednotny prah pro
vSechny percentilem hustoty distribu¢ni funkce. To jsem pievzal z navrhu filtru Iris.
Odtud jsem se také inspiroval pro testovani excentricity a pozdé€jsi spojovani podobnych
ROI. Cely postup viz Obrazek 22, vystup z detekce ukazuje Obrazek 21.

Obrazek 21: Vystup z detekce ROI - bile jsou oznacena vsechna detekovana podeziela mista a ¢erné skutecny
nador (oznaceny podle anotaci).
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Obrazek 22: Diagram pro detekci ROI
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5.7 Hodnoceni uspéSnosti algoritmii

Bylo potfeba vyhodnocovat, jestli je novy smér vyvoje spravny. Databdze MIAS
ma k dispozici u snimkd zasazenych rakovinou anotace urcujici pfesnou polohu a
velikost nalezu.

Z raznych praci jsem se dozvéd€l, Ze pro ovéfovani presnosti Se pouzivaji
jednoduché prostredky. Pokud jde o spravnost, staci pokryt uritou ¢ast oznaceného
nadoru a je to povazovano za uspéSny nalez. To se ukdzalo jako velice neStastné
vzhledem Kk tomu, Ze se povazuje za uspéch i situace, kdy je oznaceny cely obrazek. Tak
se totiz pokryje 100 % nadoru. Proto jsem musel zavést omezeni velikosti. Urcité
nemohla byt urCena jedna mez pro vSechny, protoze nalezy jsou v tomto ohledu velmi
variabilni. Limit se musi odvijet od udané anotace. Provedl jsem n¢kolik pokusi, kde
jsem urcil nasobek skutecné velikosti a snimek od snimku jsem zkoumal, jak byla
vyhodnocena uspésnost. Na zaklad€ této vizualni kontroly jsem stanovil, ze aby ROI

uspeésné oznacovala nador, musi pokryvat stanovena procenta plochy a zaroven nesmi
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byt vice nez 6 krat vétsi nez skute¢ny tumor. Tato hodnota se v programu da zménit,
nicmén¢ veskery dalsi postup je zalozen pravé na ni. Jestlize je realny nador velky,

muze byt o hodné¢ vétsi 1 oznacena oblast, to je nevyhodou tohoto ptistupu.

Pocet oznaCenych oblasti, kde neni nalez, se také musi vzit v potaz. Jako chybné
oznacené pocitam vyiezy, které pokryvaji skute¢ny nador z maximalné péti procent
nebo vibec. ROI, u kterych je procento pokryti mezi GspéSnym a Spatnym oznacenim,
nejsou pocitany ani k jedné polozce.

Pro porovnani rGznych variant jsem zavedl jednotnou miru. Tu ovliviiuje jak
uspesnost, tak pocet chybné oznacenych ¢asti. Protoze se vétSinou testuje na sadé
snimki, pocCet faleSn¢ oznacCenych oblasti je zprimérovan. Miru urCuje nasledujici
VZOorec:

m = a (1—uspésnost) + B. fp

e (1 —uspésnost) — udava, kolik procent nadort algoritmus nedetekoval
spravné

e fp —primérny pocet false positive na obrazek.

e o — kvantifikator netspéchu — urcuje, jak moc ovlivni vysledek nenalezeny
nador

e [ —kvantifikator fp — udava dileZitost false positives

e m — vysledna mira slouZici k porovnani dvou implementaci detekce. Cim

je m mensi, tim je algoritmus lepsi.

5.8 Optimalizace parametru

V ramci vyvoje metody detekce ROI jsem postupné nastavoval rizné parametry,

které miZou ovlivnit vysledek.

e prah pro vytvofeni bindrniho obrazu
e pocet iteraci jednotlivych morfologickych operaci
e pozadovanou excentricitu

e miru podobnosti, kdy se vice oblasti mize spojit do jedné.

ZkouSet zadavat tyto parametry ruéné by pokazdé vedlo k jinému vystupu, ale
velmi téZko bychom se dopracovali k néjakému postupu vedoucimu K lepSim
vysledkiim.Pro tento ucel jsem naprogramoval evolucni algoritmus majici za ukol

vSechny parametry optimalizovat. Vybral jsem si diferencialni evoluci.
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5.8.1 Diferencialni evoluce

Diferencialni evoluce patii do skupiny evolu¢nich algoritmi. Ty se fadi mezi
globaln¢ optimalizacni algoritmy. Cilem je prohledat prostor a najit optimalni feseni —
tedy takové feseni, které maximalizuje nebo minimalizuje znamou funkci. Jsou vhodné

pro feSeni obecné naro¢nych problému, u kterych je velké mnozstvi moznosti [47].

Populace a jedinci

U evolucnich algoritmt definujeme pojem populace. Populace se sklada z jedinct
a jde vlastné o skupinu né¢kolika moznych feseni. Jedinec je pak jedno konkrétni.
Populace se béhem casu vyviji a podle Darwinovy teorie v ni piezivaji pouze ti

nejsilngjsi.
Fitness funkce

»Silu“  jedince v ramci populace urCuje tzv. fitness funkce. Fitness funkce je
vyhodnoceni urcitého kritéria, u kterého hleddme maximum nebo minimum. Jde vlastné
o dosazeni informace z jedince do pivodniho problému feSeného pomoci evolu¢niho
algoritmu.

Evoluce

Vyvoj generace zpusobuje kiiZeni vlastnosti jedincl. Pro kiizeni se definuje
konstanta. Na zacatku kazdé generace se ke vSem prvkiim vytvoii novy (mutovany)
jedinec. Ten je slozeny kombinaci n€kolika nahodné zvolenych prvka dané generace
(rodi¢tr). Pro kazdy kus genetického kodu (zkoumané vlastnosti) vygenerujeme ndhodné
¢islo. Je-li toto Cislo vétsi nez kiizici konstanta, ponechdme prvku mutovanou vlastnost,

a je-li mensi, pouzijeme vlastnost starého prvku.

Pro nového 1 starého jedince vyhodnotime fitness funkci. Do populace zatadime
prvek s lepsim vysledkem. Toto zaruCuje, ze se postupné piiblizujeme lepSimu
vysledku, ponévadz vzdy volime lepsi prvek (= lep$i aproximaci problému).

Zastavovaci podminky

Pro zastaveni vyvoje evoluci se pouziva nékolik podminek — hodnota fitness
funkce nejlepSiho prvku je lepsi nez zadand hranice, hodnota fitness funkce nejlepsiho
prvku uz se nékolik generaci nikam neposunuje nebo konverguje pfili§ pomalu, anebo
se spocitalo urcité mnozstvi generaci. Diagram, jak probiha diferencialni evoluce viz
Obrazek 23.
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Obrazek 23: Diagram pribéhu diferencialni evoluce
Implementace

Pfi nasazeni na problém optimalizace parametri pro detekci podezielych oblasti
jedince v populaci reprezentuji pravé hledané parametry. Clen generace tedy bude
slozen z prahové hodnoty, poctu iteraci morfologickych operaci atp. Generaci tvofi 15
jedinct. Pocet je stanoven jako kompromis mezi pfili§ dlouhym €asem vypoctu jedné
generace (moc jedinctl) a pomalou konvergenci (malo jedinct). Jako fitness funkce je
pouzita mira definovana v sekci 5.7. B&hem evoluce tuto miru budeme chtit
minimalizovat. Jako zastavovaci podminka se vyuZziva pocet iteraci.
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Pro urychleni vypoétu jsem opét pouzil knihovnu na paralelizaci TBB. Nyni se
jedinci v generaci pocitaji paralelné. Zde ovSem je nutnd synchronizace pii ukladani
nejlepSiho vysledku. Tu zajiStuji mutexem pii kontrole a piepisovani hodnoty
nejsilnéjsiho jedince.

U tohoto algoritmu neni zaji$téno, Ze dojde ke globalnimu minimu. Pfiblizovat se
k nému bude, avSsak muzZe se stat, ze pii Spatné vygenerované prvni generaci, bude
konvergovat napiiklad pfili§ pomalu, bude oscilovat okolo globalniho minima anebo se
zastavi u uréitého lokalniho minima.
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6 Vlastni implementace

Kofenovy adresat je rozdéleny na nékolik podslozek. Ve sloZzce src se nachazi
zdrojové soubory pro jednotlivé dil¢i filtry a také pro hlavni modul, ktery je integruje do
funk¢éniho celku. Headers je slozka obsahujici hlavickové soubory s definicemi
jednotlivych funkci v kazdém modulu. V kofenové slozce jsou navic pritomny

prostiedky pro pieklad a konfiguraéni soubory nezbytné pro funkci programu.

Program je rozdéleny do 4 casti: DWCE, Iris, Support a ImageProcessing.
Zde jen ve zkratce popisi, co ve kterém zdrojovém kodu lze najit a kde to hledat v textu.

6.1 DWCE

V souborech DWCE.cpp a DWCE.hpp jsou umistény prostiedky, které jsou
specifické pro DWCE filtr. Vedle samotného algoritmu se zde nachdzi metody
densityImage a contrastImage. Ty vytvaii obraz hustoty a kontrastu k zadanému

snimku.

Dalsi, co je potifeba pro béh DWCE filtru, jsou funkce K,; a K,,, kterymi se
nasobi rtizné obrazy. Ve funkcich s pfisluSnymi nazvy se vSechny hodnoty v matici
reprezentujici snimek vynasobi pfislusnymi ¢initeli, jenz jsou do programu zaneseny
natvrdo. Jejich zména je tedy mozna pouze zasahnutim do kodu.

Dulezitou casti je i metoda normalizeMat implementovana podle ¢asti 5.4.1.

6.2 Iris

Stejné jako u predchoziho jsou zdrojové soubory pojmenovany Iris.cpp a
Iris.hpp. V nich je programovy kod k stézejni Casti tohoto filtru. Metoda
performIris dava vSe dohromady. Nejdiive se vytvofi gradientni mapa pouzitim
Scharr operatoru. Nasledné se prochazi matice obrazu bod po bodu a pro kazdy se
vypocita konvergence.

Pro  vypoCet konvergence u jednotlivych  bodl  slouzi  funkce
getIrisFilterValue. Do ni je potfeba piedat hodnotu, jakou miru predstavuji
pixely. V piipadé MIAS databaze je to napiiklad velikost 200 um na pixel. Tento
parametr je povinny, ponévadz se z néj dopocitaji hodnoty pro minimalni a maximalni
vzdalenost oblasti podpory (viz 5.5.1).
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6.3 Support

V tomto modulu se nachazi funkce a proménné spolecné pro oba filtry (viz Tabulka 1).

Nazev Funkce Odkaz
v textu
resize_image slouzi k zmenSeni obrazu z divodu zkraceni 5.3.3
vypocetniho casu
separateBreastRegion | odfiltruje z obrazu vse ostatni kromé¢ ¢asti, kde | 5.3.1
se nachazi prs
setPadding nastavi okraje na ¢ernou pro vylepseni separace | 5.3.2
prsu
findROI detekuje podezielé oblasti na snimku 5.6
evaluate vyhodnoti Gspé$nost algoritmu 5.7
getThreshold spocita histogram a z néj hodnotu pro zadany
percentil hustoty
optimizeParams diferencialni evoluce pro optimalizaci parametrti | 5.8
detekce

Tabulka 1: DileZité metody z modulu Support.cpp

V hlavickovém souboru 1ze zménit né¢kterd nastaveni programu (viz Tabulka 2).
Jsou to konstanty, které jsem stanovil na zakladé literatury a provedenych experimentu.

, Vychozi
Konstanta Vyznam hodnota
Pocet jedinct v generaci 15
GEN
PARAMS Pocet parametrii v jedinci 6
MAX_SIZE Minimalni velikost pro MAX FACTOR 4000
MID_SIZE Minimalni velikost pro MID FACTOR 1500
MAX_FACTOR Maximalni délitel pro zmensSeni obrazu 8
MID_FACTOR Stredni d¢litel pro zmensSeni obrazu 4
MIN_FACTOR Minimalni délitel pro zmenSeni obrazu 2
SEPARATE_THRES | Prahova hodnota pro separaci region prsu 0,3
CROSS_THRESHOLD | Kftizici konstanta pro optimalizaci 0,5
DIFF_CONSTANT Konstanta pro vytvoreni mutovaného jedince 0,65

Tabulka 2:

Konstanty, které Ize ménit ve hlavickovém souboru Support.hpp

6.4 ImageProcessing

Tato ¢ast je vstupnim bodem celého programu. Integruje vSechny casti. Obsahuje
metodu main. Zpracovava parametry piikazové radky, na jejichz zakladé voli, jaky
modul bude pouzit.
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6.5 Zavislosti

Program byl sestaven za pomoci n¢kolika knihoven. NejvétsSim podilem se o to
zaslouzila knihovna OpenCV pro operace s obrazky ve verzi 3.0.0. Pro paralelizaci jsem
pouzil knihovnu Intel Threading Building Blocks v. 4.4. Praci se soubory nezavislou na
platformé, generovani seedu pro generator nahodnych ¢isel a zpracovani parametrt
ptikazové tadky zajistila knihovna Boost v 1.55. Pro spravny pieklad a dalsi vyvoj, je
tieba tyto knihovny mit spravné nakonfigurované. Preklad je mozny bud’ v néstrojich,
které maji pieklada¢ pro C++ nebo piipravenym skriptem pro Cmake verze alespon 3.1.

6.6 Omezeni

Vzhledem k vyzkumnému charakteru vyvijené aplikace nejsou oSetieny vSechny
vstupy a ptipadné vyjimky. Pfedpoklada se ucast znalého uzivatele.
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7 DosazZené vysledky

Abych mohl n&jakym zpisobem ohodnotit uspéSnost své implementace
jednotlivych filtri stanovil jsem miru (viz 5.7). Ta se skladd ze dvou dulezitych
méfitelnych parametri — UspéSnosti/netispéSnosti detekce nadoru a poctu chybné
detekovanych oblasti na obrazek. Tyto dva udaje budou spole¢né s celkovym
ukazatelem predmétem zkoumani a porovnavani v této kapitole.

Testovani jsem provadél na databazi MIAS. Ta obsahuje 122 snimki, na nichz
byla radiology identifikovana rakovina. V této sad¢ jsou rizné znamky rakoviny od
kalcifikaci, ptes architectural distortion az po nadory. Protoze jsem se na zacatku prace
rozhodl, Ze moje zaméfeni bude detekce nadort, musel jsem vybrany soubor jesté zuzit.
Potom mi zbylo 53 snimkil se zhoubnymi a nezhoubnymi nadory ozna¢enymi v MIAS
terminologii jako CIRC, SPIC, MISC.

7.1 Porovnani Iris filtru a DWCE

Na tomto relativné malém datasetu jsem vyzkousSel moji interpretaci DWCE a Iris
filtru. V odstavci 5.7 uvadim, Ze nalez je spravné identifikovany, jestlize ho pocitaem
ur¢eny ROI pokryva z uréitého procenta. Protoze je pro ruzné aplikace vhodna jina
pfesnost, sestavil jsem tabulku, kde postupné spousStim algoritmus pro rtiznd hrani¢ni
pokryti. Pfed kazdym testem jesté spustim optimalizaci parametrii pro dany minimalni
limit, abych dosahl co nejptesnéjsich vysledki. Vysledky se nachazi v tabulce (Tabulka
3) a na jejim zaklad¢ jsem vytvoril graf porovnani filtri (Graf 3 a Graf 4).

Metrika ve vysledcich je uvedena v odstavci 5.7. Parametry pro ni byly nastaveny
a=150apB=1.
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Minimalni| Uspésnost [%] FP/snimek Metrika
poryti [%] Iris DWCE Iris DWCE Iris DWCE
10 98,1132 | 98,1132 | 4,71698 | 7,56604 | 7,54718 |10,39624
15 98,1132 | 96,2264 | 4,92453 | 7,67925 | 7,75473 |13,33965
20 98,1132 | 94,3396 | 4,92453 | 7,41509 | 7,75473 |15,90569
25 96,2264 | 92,4528 | 4,75472 17 10,41512 | 28,3208
30 92,4528 | 94,3396 | 8,03774 | 11,9434 |19,35854| 20,434
35 92,4528 | 92,4528 | 4,96226 | 14,717 |16,28306| 26,0378
40 92,4528 | 90,566 6,4717 |11,69811| 17,7925 |25,84911
45 92,4528 | 86,7925 | 4,98113 | 10,6414 |16,30193|30,45265
50 92,4528 | 83,0189 | 5,11321 | 8,0566 |16,43401 |33,52825
55 84,9057 | 86,7925 | 7,0566 | 10,5472 |29,69805 |30,35845
60 81,1321 | 81,1321 | 4,67925 | 8,5283 | 32,9811 |36,83015
65 73,5849 | 66,3774 | 6,54717 | 4,43396 |46,16982|54,86786
70 67,9245 | 64,1509 | 5,56604 | 6,09434 |53,67929|59,86799
75 66,0377 | 64,1509 | 6,5283 | 6,18868 |57,47175|59,96233
80 64,1509 | 60,3774 | 6,39623 | 6,01887 |60,16988 |65,45277
85 60,3774 | 52,8302 | 6,39623 | 6,11321 |65,83013|76,86791
90 56,6038 | 47,1698 | 4,15094 | 8,64151 |69,24524|87,88681
95 50,9434 | 35,8491 | 4,09434 | 6,07547 |77,67924]102,3018

Tabulka 3: Vysledky Iris a DWCE filtru v zavislost na minimalnim pokryti ROI
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Graf 3: Zavislost Uspésnosti detekce na minimalnim procentu pokryti
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Graf 4: Zavislost vysledné metriky Iris a DWCE na minimalnim pokryti ROI

Z dosazenych vysledkli lze vycist, Ze implementace Iris filtru byla o néco
oznacenych oblasti na snimek. Okolo 50 % pokryti dosahl Iris slusné uspé&Snosti
v praméru 89,9 % pfti 5,7 FP oproti 85,5 % a 9,74 FP u DWCE. Toto je pravdépodobné

zpuisobeno sofistikovanéjsim navrhem Iris filtru.

V pivodnim ¢lanku 0 DWCE [33] provedli testy na 25 snimcich obsahujici nador.
Jejich algoritmus dosahl s prvni fazi uspésnosti okolo 90 % pti 10 FP. Prvni faze se
tykala pouze popsané techniky detekce a segmentace (viz 5.4). Dale jeSté autofi
vytvotili krok scilem snizit pocet chybné oznacenych oblasti. Nakonec jejich
implementace doséhla usp&snosti 96 % s 4,5 FP. Slo pouze o piedb&zné vysledky a
prvotni testovani daného pfistupu na velmi malém souboru obrazkii. Nicméné¢ i srovnéni

[22] uvadi vysledky 91 % 8,129 FP, které jsou o néco lepsi nez v mém ptipade.

Autofi Iris filtru uvadi 93 % spravné nalezenych ROI pfi 1 FP na snimek. S témito
vysledky se miize mnou implementovany Iris filtr méfit pouze pii porovnani uspésnosti.
Ovsem ve stejném srovnavacim testu jako DWCE dosahli ,,pouze* 89,5 % s 7,295 FP
tedy podobnych udaji jako moje interpretace.
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Musime také vzit v Givahu, Ze jsem neimplementoval krok k redukci falesné
oznacenych oblasti. Ten obvykle byva zarazen za detekéni ¢ast programu a zpravidla je
realizovan pomoci klasifikacnich algoritmti. Myslim, Zze ob& moje interpretace dosahly

velmi dobré uspésnosti.

7.2 Spojeni filtri pomoci linearni kombinace

Za ucelem zlepSeni vlastnosti jsem zkusil oba filtry spojit pomoci linedrni
kombinace. Na to pouzivam filtrované snimky (po prub¢hu filtri, pfed zahajenim
detekce). Vysledny obraz vznika seCtenim hodnot pixelti na stejnych soutradnicich podle
vzorce:

Iv =7. Iiris + (1 _V)- Idwce

Kde I, je vysledny obraz, I;,.. a I;is jsou filtrované obrazy a y urcuje
procentudlni vahu, s jakou pfispéji jednotlivé snimky do vysledného. Jestlize y = 0,5,
pak se ob¢ slozky podileji stejné. Po vytvoteni tohoto hybridniho obrazku (viz Obrazek
25) nasleduje uz znama faze detekce ROI. Abych otestoval GspéSnost pro ruzné
kombinace, zvolil jsem 5 zastupnych hodnot poméru. Pro y = 0,1;0,3;0,5;0,7a 0,9
jsem spustil stejny experiment s riznymi prahy pro pokryti jako pro DWCE a Iris.
Vytvoftil jsem nékolik grafii, v nichz porovndvam dosazené vysledky s jednotlivymi
filtry a mezi sebou (viz ptiloha A).

Potvrdilo se, co bylo vidét uz u srovnani obou pivodnich algoritmi. Cim je y

vvvvvv

vvvvvv

muze piinést zlepSeni.
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Obrazek 24: Zleva - originalni obraz, vystup pro DWCE filter a vystup Iris fitru
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Obrazek 25: Obraz vznikly spojenim filtri. Zlevaproy = 0,1;0,3;0,5;0,7a 0,9
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7.3 VylepSeni s pouZitim vyrovnani histogramu

Jak jsem psal v ¢asti 5.3.4, pifidal jsem pied samotnou aplikaci filtra jeste
vylepSeni kontrastu pomoci vyrovnani histogramu. Podle nésledujici graft jde vidét, ze
tento krok pomohl k lepsim vysledkim. U DWCE se dosahlo velmi znatelného posunu
oproti implementaci bez pouziti ekvalizace histogramu (viz Graf 5 a Graf 6). U Iris
filtru jsou vysledky viceméné podobné s a bez pouziti této techniky, proto ani neuvadim

jejich srovnani.
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Graf 5: Uspé&$nost DWCE s a bez poutZiti vyrovnani histogramu (HE)
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Pocet nalezenych ROI v procentech
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8 Budoucnost

Véci, které lze vylepsit anebo pfidat do implementovaného programu, je opravdu
velké mnozstvi. Vyvoj komplexniho CAD systému rozhodné neni jednoducha
zalezitost. Zde uvedu nékolik ¢asti, z nichz by se mél idealni systém skladat.

8.1 Redukce falesné oznacenych oblasti

Dulezitou c¢asti, kterou by bylo vhodné zatradit za mnou naprogramované filtry a
detekci, je redukce $patné oznacenych oblasti. Idedlnim stavem by samoziejmé bylo,
kdyby pocet chybné oznaCenych oblasti na snimek byl rovny nule, nebo se alespon
k tomu piiblizoval. Algoritmus pro sniZzeni po¢tu FP ma misto ve velkém poctu ¢lanka
0 CAD systémech. Jejich vyvoj a Uspésné pouziti je kritickym krokem pro pouzivani
pocitaGovych systémil ve screeningové mamografii. Velmi Casto jsou zalozeny na bazi

uceni (viz 4.6).

8.2 Detekce dalSich artefaktu

V této praci probirané detekéni filtry lze pouzit téméf vyhradné pro zvyraznéni
nadort. Jenomze jak uvadim v sekci 2.8, doprovodnych jevi u rakoviny je vice.
Navrhoval bych ptidat dalsi moduly, které budou detekovat kalcifikace, architectural
distortion, bilateral asymmetry, ptipadné¢ dalsi.

Protoze se kazdy jev ukazujici rakovinu chovéa a vypadé jinak, bude nutné pro
kazdy z nich pfidat vlastni programovou cast. Problémem u takového rozmanitého
systému ovSem bude, jak uz bylo vicekrat zminéno, pocet FP. Ten by mohly feSit
metody pridané z kroku redukce $patné oznacenych oblasti.

8.3 Klasifikace nalezu

V mamografii mize byt hodné zradné urCovani, zda jde o zhoubny nebo
nezhoubny nador. To vede k vétSimu poctu operaci, které nemusi byt nutné. Pro tento
ucel se hodi klasifikatory, jenz urcuji typ nalezu. Jde vlastné o rozsifeni kroku redukce
chybné oznacenych casti, kdy se algoritmy nebudou udit rozliSovat pouze zdravou a

zasazenou tkan, ale budou ur€ovat i o jaky nélez jde a jestli je benigni nebo maligni.

8.4 Segmentace nalezu

Pro kvalitni klasifikaci ndlezu je dllezitym krokem fadnd segmentace nalezu.
V piipad¢ nadoru totiz o tom, ze je zhoubny, Casto rozhoduji jeho kontury a jejich
nejblizsi okoli.
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8.5 Spojeni vice pristupi

Ke zdokonaleni kompletniho systému by bylo vhodné zdvojnasobeni ¢i
ztrojnasobeni poc¢tu implementovanych metod a nasledna kombinace jejich vysledku.
Kdyby slo o razné pfistupy, mohlo by to pfispét k stale vyssi uspéSnosti detekce
rakoviny. Ve vysledku by bylo ale nutné, tyto algoritmy spojit do sebe tak, aby

nedochazelo k nezadoucim jeviim (zvySeni FP, snizeni isp€Snosti).

8.6 Optimalizace systému

Po slozeni komplexniho systému ze vSech navrhovanych vylepSeni, by muselo
nasledovat jes$té dusledné otestovani a vyladéni tohoto CAD. S takovou sloZzitou
implementaci se mize stat, ze by systém nemusel byt pouZitelny tfeba uz jen z duvodu
dlouhého vypocetniho ¢asu nebo velkého mnozstvi chybné oznacenych oblasti.
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9 Zavér

Ugelem této prace bylo prozkoumat moznosti detekce rakoviny z obrazovych dat.
Postupnym ziskdvanim znalosti a opatfenim dat jsme se spolu s vedoucim této prace

rozhodli pro zamé&feni na detekci rakoviny prsu z mamografickych snimkii.

V teoretickém tivodu seznamuji ¢tenare s tim, co je to vlastné rakovina a rakovina
prsu a jaka jsou mozna vySetieni S dirazem na mamografii. V dalSich ¢astech se Ize
dozvédét o pocitacovych systémech a algoritmech pro napoméhani ke spravné

diagnoze.

Na zéklad¢ referované uUspéSnosti algoritmli v odbornych ¢lancich a podle
uvadéného srovnani jsem vybral dvé vhodné metody pro detekci karcinomu prsu
z mamogramu: Density-Weighted Contrast Enhancement a Iris filtr. Ty jsem po jejich
Sir§Sim prozkoumani naprogramoval v jazyce C++ za vyuziti knihovny pro podporu

zpracovani obrazovych dat OpenCV.

Nasledné jsem tyto programy otestoval nad databazi MIAS a ovéfil jejich
uspé$nost v porovnani s udavanou hodnotou, at uz ve zdrojovém c¢lanku nebo ve
srovnavacim testu. Nakonec moje implementace Iris a DWCE dosahly 89,9 %, resp.
85,5 % spravné detekovanych tumord pti 5,7, resp. 9,74 FP. Tyto vysledky jsou

porovnatelné s ¢lankem se srovndnim, ze kterého jsem vychazel.

V ramci pokusu o vylepSeni vysledkli jsem vyzkouSel i1 rGzné pftistupy pro
kombinovani téchto dvou filtra.

Vytvofril jsem také program, ktery ob¢é implementace spojuje do jednoho celku.
Pomoci né&j lze zpracovéavat jednotlivé mamogramy, jejich celé davky a vyhodnotit
usp&Snost nastavenych parametrt. Dalsi casti programu jsou 1 prostfedky pro
optimalizaci parametrt filtrGi s cilem dosédhnout co nejvySsi piesnosti. Pfidal jsem 1

volbu pro zopakovani uvadénych experimentt.

V sekci nazvané ,,Budoucnost® jsem v bodech navrhl mozné zaméfeni na rozsifeni
a celkové zformovani komplexniho pomocného pocitacového systému pro mamografii.
Byl bych rad, kdyby se moje implementace nékdy stala ¢asti takového programu, ktery
bude nasazen v praxi a napomuze zleps$eni v oblasti diagnostiky rakoviny prsu.
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Pojmy

Pojem

Vyznam

Tumor

Nador, rakovinné bujeni

Benigni, Maligni

Nezhoubny, zhoubny nador

Screening

V mamografii tento termin symbolizuje pravidelné preventivni
vySetreni

False positive(s)

Chybné oznacend oblast se zdravou tkani

False negative(s)

Oblast neoznacena jako podezield, ale nachazi se na ni nador nebo
jeho doprovodné jevy

True positive(s)

Uspééné oznacena oblast zachycujici nddor

(Mikro)kalcifikace

Shluk vépniku viditelny jako svétlé tecky na mamogramu

Second reading

Systém nezavislého cteni jednoho snimku dvéma radiology pro zvyseni
presnosti

Seed Pocatecni bod vypoctu

Intenzita V textu pouZito pro intenzitu Sedé barvy na ¢ernobilém obrazku.
VétsSinou v intervalu <0;255>, kde nula je ¢erna a 255 bila.

Nasobitel Vznikl z anglického multiplier, ovsem spravny Cesky termin je Cinitel

Mutex Synchronizacni prostfedek pro vzajemné vylouceni

ZKkratky

Zkratka Vyznam

CAD Computer-Aided Detection (Diagnosis), pomocny pocitacovy systém pro mamografii
popf. jiné odvétvi mediciny

DWCE Density-Weighted Contrast Enhancement — filtr pro zvyraznéni podezrelych oblasti
na mamogramu

Ep False positive(s), chybné oznacena oblast se zdravou tkani nékdy i jako priimérna
hodnota téchto chybnych oblasti na snimek.

cC Craniocaudal view — mamograficky pohled shora

MLO Medio-lateral obliqgue— mamograficky pohled ze Sikma

ROI Region of Interest — oblast zdjmu, podeziela oblast

DDSM | The Digital Database for Screening Mammography — mamograficka databaze

MIAS Mammaographic Image Analysis Socigty — skupina, ktera se stard o vyvoj a
udrzbu mamografické databaze se stejnym nazvem
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A. Vysledky linearni kombinace algoritmu
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Vysledna metrika pro kombinaci Iris a DWCE filtrusy =0,1
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Vysledna metrika pro kombinaci Iris a DWCE filtrusy = 0,3
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Graf 12: Uspésnost v zavislosti na pokrytiy = 0,3




Vysledna metrika pro kombinaci Iris a DWCE filtrusy = 0,5
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Graf 14: Uspésnost v zavislosti na pokrytiy = 0,5




Vysledna metrika pro kombinaci Iris a DWCE filtrusy = 0,7
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Vysledna metrika pro kombinaci Iris a DWCE filtrusy =0,9
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B. Uzivatelska dokumentace

Programové vybaveni

Pted ptekladem nebo spusténim aplikace je nutné pripravit veskeré knihovny. Jednd se
0 OpenCV v 3.0.0, Intel Threading Building Blocks (TBB) v 4.4, Boost v 1.55 a CMake
verze minimaln¢ 3.1 nebo jejich kompatibilni verze.Jejich vycet a dalsi podrobnosti jsou
uvedeny v kapitolach 6.5 a 6.6. Jestlize vam néktera knihovna chybi obratte se na

manudlové stranky autort.

Knihovna Stranky

Opencv http://opencv.org/

TBB https://www.threadingbuildingblocks.org/
Boost http://www.boost.org/

CMake https://cmake.org/

Pieklad
Pieklad je samoziejm€ mozny manudlné pomoci C++ piekladace s prilinkovanim
veskerych zavislosti, nebo v né&jakém vyvojovém prostiedi podporujicim C++

s vyuzitim slozek src a headers.

CMake

Pro automatizovany pieklad je pfilozen skript CMakeLists.txt pro multiplatformni
nastroj CMake. Ten je schopny vygenerovat prostiedky pro pieklad na riznych
platformach od Makefile pro Linux az po projekty ve Visual Studiu.

Spusténi

Pro spusténi generatoru CMake je nutné byt v kotfenové slozce, kde se nachdzi
CMakelLists.txt a FindTBB.cmake a slozka se zdrojovymi soubory src a
hlavickovymi headers. FindTBB.cmake je soubor pro vyhleddni knihovny TBB,
protoze ta nema standardni zastoupeni v CMake.

Generovani se spousti pfikazem:
cmake .

Preklad

Zde se budou jednotlivé verze ruznit a zalezi, na jaké platform¢ probéhlo generovani.
Na Linux-like systémech se defaultn¢ jedna o Makefile, u Windows byva jako vychozi
nastroj zvoleno Visual Studio. Seznam dostupnych cilovych platforem lze dohledat
pomoci cmake -help. Zde je mozno se dozvédét i1 potiebna nastaveni pro
vygenerovani souborl pro jinou platformu a sadu néstroji.



Nyni uz staci projekt pielozit obvyklym zptsobem pro vygenerovany nastroj: make pro
Makefile, pteklad pomoci prostiedi s Visual Studiem.

Spusténi
V piipadé uspésného piekladu se vytvofila spustitelna aplikace s vychozim nazvem
CancerDetection. Pro spusténi programu je nutné, aby se ve stejné sloZzce nachéazel

konfigura¢ni soubor. Aplikace se spousti pomoci ptikazu:
[./]CancerDetection [snimek] [prepinace]

e [] - volitelné polozky
e ./ -ptikaz pro spusténi na dané platforme

e snimek - cesta ke snimku, ktery se ma zpracovat

Prepinace

Napovéda

Piepinac: -h nebo --help

Funkce: Zobrazi kratkou napovédu k ovladani programu

Davka

Piepinac: -b nebo --batch

Parametry: cesta k souboru se jmény snimkii, které se maji zpracovat. Snimky se musi
nachazet ve stejné slozce jako soubor s nazvy.

Funkce: Zpracuje vSechny snimky uvedené v zadaném textovém souboru s nazvy. Pro
kazdy vytvofi slozku s pfisluSnym jménem. V této slozce se budou nachéazet vyfiznuté

podezielé oblasti (ROI) a originalni obrazek s poznacenymi ROI.

Vybér metody

Piepinac¢: -m nebo - -method

Parametry: Cislo metody — 0 = DWCE (vychozi), 1 = Iris, 2 = linearni kombinace
DWCE a Iris.

Funkce: Nastavi, jaka metoda se ma pouzivat pii aktualnim spusténi programu.

Optimalizace

Pi‘epina¢: -0 nebo --optim

Parametry: Cesta k souboru se jmény a anotacemi ke snimktm, pro které se maji
optimalizovat parametry. Snimky se musi nachdzet ve stejné slozce jako soubor
s anotacemi.

Funkce: Spusti diferencialni evoluci s cilem optimalizovat parametry detekce ROI pro
danou sadu obrazk.



Konfiguracni soubor

Piepinac: -c nebo --config

Parametry: Cesta k nové zvolenému konfiguraénimu souboru

Funkce: Zméni pro aktualni spusténi konfiguracni soubor. Vychozi konfiguracni
soubor je nastaven na default.ini.

Nacéitani z disku

Pi‘epina¢: -p nebo - -prepared

Funkce: Filtrované obrazky s pfislusnym jménem se nactou z disku. Pouziva se
v piipadech, ze uz jednou byly filtry aplikovany a jeho vystupy jsou ulozeny. DWCE a
Iris nemusi tedy byt znovu aplikovany z diivodu tspory Casu. Zde je akorat vyjimka u
kombinace filtrd. U té se z disku nacitaji filtrované obrazky z DWCE a Iris a pak az se
spojuji.

Vyhodnoceni
Pi‘epina¢: -e nebo --evaluate
Parametry: Soubor s anotovanymi daty

Funkce: Vyhodnoti usp&s$nost vybraného filtru pro danou sadu anotovanych snimkd.

Experiment

Pi‘epina¢: -t nebo --test

Parametry: Soubor s nazvy pro optimalizaci, soubor s anotovanymi daty pro
vyhodnoceni

Funkce: Spusti test zavislosti uspéS$nosti na minimalnim pokryti nalezeného ROI
(viz 7). Vysledky zapise do souboru s vygenerovanym nazvem (viz Vstupy a vystupy)

Vstupy a vystupy

Veskeré vystupni soubory se budou ukladat do mista, odkud se program spousti. Vstupy
1ze uvedenim cesty nalézt kdekoliv. Po zpracovani jednoho snimku nebo davky se vzdy
zapisuji jejich upravené verze s pifisluSnym prefixem (DWCE_ ,IRIS_ a DI_ pro
kombinaci)

Soubor s nazvy
Soubor obsahuje nazvy snimki, které se nachazi ve stejné slozce jako tento soubor.
Jako parametr 1ze uvést cestu k tomuto souboru.

Obrazky jsou uvedeny v seznamu bez uvedenych koncovek. Tyto koncovky se doplni

na zaklad¢ nastaveni v konfigura¢nim souboru (viz Konfigura¢ni soubor).

mdboo1
mdboo3
snimek8



Soubor s anotovanymi daty

Podobny ptfedchozimu, ovSem zde se za ndzvy uvadi jest¢ informace o nalezu na

snimku. Tyto anotace jsou stejného formatu jako u databaze MIAS (viz 4.8.2)

Vystupni soubor s informacemi
Vystupem z optimalizace parametrii a experimentti jsou soubory s nazvem podle klic¢e

Datum_opt

im_metoda.txt

e Datum se vyplni automaticky podle toho, kdy byl program spustén. Je ve
formatu YYYYMMDDHHmmSS. Kdyz se optimalizace spusti v 14. 1. 2012 v 21:45
bude vypadat datum v nazvu 20120114214500.

e Metoda udava jaky filtr byl pouzit (0 = DWCE, 1 = Iris, 2 = Kombinace)

Po optimalizaci bude vystup vypadat nasledovné:

precision
threshold
dilations
opens =1
eccentric
growth =

match = 1

©.913043 fp/pic = 4.04348
9.99551
24

3

ity = 0.094833
50

3.7384

Kde prvni fadka udava dosazené procento uspéSnosti v desetinném cisle (1 = 100%) a

pramérny pocet false positives na snimek.

Zbytek tadku je nastaveni pro vyhledavani ROI (viz Nastaveni pro vyhledavani)

Vystupnim soubor po provedeni experimentu bude mit tvar:

coverage 0.1 percentage ©0.924528 fp 13.0943 0.872795 0.357013 5.62793
0.307586 26.8365 20

coverage 0.2 percentage 0.867925 fp 5.75472 ©.829153 4.99516 15.1309
0.343888 50 20

coverage 0.3 percentage 0.849057 fp 6.09434 0.806479 3.58599 14.9786
0.369516 50 20

coverage 0.4 percentage 0.245283 fp 1.22642 1 32.1556 11.3592 0.601376
50 14.8341

coverage 0.5 percentage 0.792453 fp 8.73585 ©.856972 9.23388 18.2579
0.408989 12.9379 ©

coverage 0.6 percentage 0.716981 fp 6.88679 0.684468 4.05525 17.0999
0.325082 50 6.06719

coverage 0.7 percentage 0.566038 fp 5.62264 0.769022 3.53978 16.802
0.434372 50 15.2166

coverage 0.8 percentage 0.471698 fp 6.30189 0.838841 4.04194 15.9411
0.300858 43.0471 15.2038

coverage 0.9 percentage 0.358491 fp 5.77358 ©.725375 3.14949 18.3993
0.432683 47.8129 7.06062

coverage
0.406018

1 percentage ©0.320755 fp 3.49057 ©0.792333 6.16566 19.9131
45.6412 19.5076



Zde prvni Gdaj znac¢i minimalni pokryti ROI a dalsi dva jsou opé€t uspe€snost pro danou

hladinu pokryti a pocet chybné oznacenych ¢asti na snimek. Zbytek uz jsou parametry

pro vyhledavani ROI, které byly vypocitany pii optimalizaci.

Vystup ze zpracovani snimku

Po filtrovani snimku vybranou metodou a nalezeni podezielych oblasti se vytvofi slozka

s nazvem podle zpracovavaného snimku. V této slozce se budou nachézet vyfezy ROI a

také snimek s klicovym slovem overal v ndzvu. Na tom budou vyznaceny jednotlivé

oblasti.

Konfigurac¢ni soubor
Konfigura¢ni soubor musi obsahovat v§echny nasledujici informace:

Nazev Vyznam Vychozi hodnota
suffix Ptipona vstupnich a vystupnich soubor .pgm
U Pocet generaci diferencialni evoluce pfi
optimizing_loops optimalizovani parametrt (viz 5.8.1) 200
coverage Minimalni pokryti ROI 0,5 (50%)
. Pocet pixelt nahote a dole, které budou ¢erné
padding-top (viz 5.3.2) 10
. . Pocet pixell vpravo a vlevo, které¢ budou ¢erné
padding-sides (viz 5.3.2) 10
evaluation_alfa | Parametr a pro vypocet miry (viz 5.7) 150
evaluation beta | Parametr 3 pro vypocet miry (viz 5.7) 1
. Maximum, kolikrat miZze byt ROI vétsi nez
max_roi_factor N 6
skutecny nador
fp_max_cover Ma)_(l_malm pokryti pro oznaceni jako false 0,05
positive
min_roi_area Minimalni velikost ROI 100

Déle musi konfiguracni soubor obsahovat nastaveni pro jednotlivé filtry. Ukdzka celého

souboru:

suffix = .pgm
optimizing loops =
coverage = 0.5
padding-top = 10
padding-sides = 10
evaluation_alfa =
evaluation_ beta
max_roi_factor
fp_max_cover =
min_roi_area

1

= o 1

6
.05
00

[DWCE]
blurring = 65

200

150

threshold = 0.497875




dilations = 2

opens = 14

eccentricity = 0.498437
growth = 50

match = 2.74539

[IRIS]

microns = 200

rmin = 2500

rmax = 17500

threshold = ©.93499
dilations = 10

opens = 22

eccentricity = 0.384391
growth = 50

match = 0.367546
halflines = 35

[BOTH]

ratio = 0.7
threshold = 0.1
dilations = 20
opens = 20
eccentricity = 0.6
growth = 50

match = 1

Nastaveni pro vyhledavani

Nazev Vyznam

threshold Prah pro vytvofeni binarniho obrazu

dilations Pocet iteraci morfologické dilatace

opens Pocet iteraci morfologického otevieni

eccentricity Prahova hodnota excentricity

growth Hodnqta v pixglech, o kterou se miizou podobné
oblasti pfi spojovani vzdalovat

match Maximalni intenzita, o kterou se mizou podobna

ROI lisit pfi spojovani

Ukazkové spusténi programu
CancerDetection -m 1 obrazky/mdboel.pgm

Zpracuje snimek mdbeol.pgm ze slozky obrazky pomoci Iris filtru. Jako vystup se
vytvoii slozka mdbee1, kterd bude obsahovat vSechny nalezené ROI.

CancerDetection -b cancer.txt

Pomoci DWCE upravi snimky uvedené v souboru cancer.txt. U tohoto popisného
souboru se musi nachazet uvedené obrazky. Pro vSechny zpracované snimky vytvofi

piislusné slozky.



CancerDetection --batch cancer.txt -m 2 -p

Podobné jako ptedchozi. Tentokrat nacte vystupy s prefixem IRIS a DWCE z disku a
Spoji je podle nastaveni v konfiguracnim souboru. A dale pokracuje stejné jako u vyse
zminéného — najde zajimavé oblasti na vSech snimcich z cancer.txt a zapise je do

prislusnych slozek.

CancerDetection -o optimalizace/iris/vyber.txt --method 1 --prepared
Nacte z disku snimky filtrované Iris filtrem a provede pro n¢ optimalizaci. Vystup se
zapiSe do souboru napi. 20160505151512_optim_1.txt (program se spoustél v 15:15
5. 5. 2016). V tom se budou nachazet hodnoty pro jednotlivé Casti detekce, jenz vysli
jako nejoptimalné;jsi.

CancerDetection -e anotovana.txt -m 1 -c new_config.ini

Nastavi konfiguraéni soubor na new_config.ini a provede vyhodnoceni spésnosti

nad anotovanymi daty ze souboru anotovana.txt. Jako zvolend metoda bude Iris filtr.

CancerDetection --test vyber.txt vyhodnoceni.txt

Pomoci filtru DWCE upravi obrazy z obou vstupnich soubort. Nésledn¢ spusti test pro
rizna minimalni pokryti ROI (viz 7). Pro kazdou troven optimalizuje parametry na
vybéru snimkt ze souboru vyber.txt a po tomto kroku vyhodnoti GspéSnost na

vyhodnoceni.txt a zapiSe do pfislusného souboru (viz Vstupy a vystupy).



