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Abstract

The goal of this thesis was to design and implement an algorithm for auto-
matic classification of musical genres of the digital audio recordings stored in
MP3 format. The recognized genre can be later used to automatically adjust
an equalizer of an audio chain. The reason to do so is that the equalizer
requires different settings for different music pieces. This setting mainly dif-
fers according to the used instruments and styles in the recording. Therefore,
the classification focuses on the used instruments that manifest themself in
the spectral characteristics of the analysed audio signal.

Abstrakt

Utelem této prace bylo navrhnout a implementovat algoritmus pro automa-
tické klasifikovani hudebnich zanri nahravek ve formatu MP3. Takto urcéeny
zanr muze byt pozdéji pouzit k automatickému nastaveni ekvalizéru, protoze
pro vétsinu hudebnich zanrt je potieba ekvalizér nastavit jinym zptisobem.
Toto nastaveni se lisi zejména podle pouzitych hudebnich nastroji a stylu
hry. Proto se klasifikace zaméruje hlavné na pouzité nastroje, které se proje-
vuji ve spektralni charakteristice zvukového signalu.
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1 Uvod

Ulohou této prace je prozkoumat moznosti automatické klasifikace hudebnich
zanri a vytvorit program, ktery bude danou nahravku zatazovat do jednoho
z ptedem definovanych hudebnich zanrt.

Uctel automatického rozpoznavéni hudebnich #4nrd je ziejmy. V poslednich
letech roste pocet digitalné uchovavanych nahravek. Udrzovat poradek v roz-
sahlych databazich neni vzdy v lidskych silach. Informaci je takové mnozstvi,
ze neni mozné vsechny manualné analyzovat a tridit. Zpracovani novych na-
hravek a jejich zarazovani mize byt provadéno automaticky na zakladé ana-
lyzy obsahu.

Divodem k vypracovani této prace byl pozadavek na mozné automatické na-
staveni ekvalizéru. Ekvalizér umoznuje posluchaci upravit (zvyraznit ¢i po-
tlacit) urcité frekvence v nahravce za tcelem dosazeni kvalitnéjsiho celkového
vjemu. Ekvalizéry maji typicky nékolik prednastavenych schémat pro riuzné
hudebni zanry — pro poslech metalu budou dilezitéjsi jiné frekvence nez pro
poslech jazzu. Automaticky rozpoznany hudebni zanr muze byt vstupem pro
aktivaci vhodného nastaveni.

Uloha automatické klasifikace hudebnich Zanri je feSena p¥iblizné od roku
2000. Od té doby bylo pro jeji feseni vyzkouseno mnoho pristupt, od spekt-
ralni ¢i rytmické analyzy az po hledani opakujicich se vzort. V této praci je
z duvodu pouziti klasifikatoru pro nastaveni ekvalizéru kladen diraz zejména
na klasifikaci zanra na zékladé spektralni analyzy.

Klasifikace hudebnich zanrt neni trivialni tloha, zejména z toho divodu,
ze se jedna o velmi subjektivni problém a mnoho skladeb bude pattit do
vice skupin. Hudebnich zanrt existuje nepreberné mnozstvi a nové neustale
pribyvaji, proto se tato prace zaméruje jen na nékolik nejrozsitenéjsich.

Kviili subjektivni povaze urcovani hudebnich zanrtt budou vysledky klasifi-
katoru porovnavany s vysledky referencni skupiny lidi, kteri budou zatazovat
testovaci hudebni nahravky do jedné z predem definovanych skupin (hudeb-
nich zénru).



2 Teoreticka ¢ast

V této kapitole budou postupné vysvétleny dilezité teoretické pojmy pro
pochopeni tlohy automatického rozpoznavani hudebnich zanra. Nejprve vy-
svetlim pojmy souvisejici se samotnym zadanim tlohy — roli ekvalizéru, jakym
zpusobem se lisi nékteré hudebni zanry ¢i frekvencéni rozsah bézné pouziva-
nych nastroji. Dale se zamérim na zpracovani digitalniho signalu a moznosti
extrakce priznaku pro ucely rozpoznavani hudebnich zanru.

2.1 Teoretické pozadi ulohy

2.1.1 Ekvalizér

Ekvalizér je vyuzivan pri poslechu hudby zejména pro dosazeni lepsiho po-
sluchacského zazitku. Jednd se o hardwarové ¢i softwarové zarizeni pouzivané
pro upravu zvuku analogové ¢i digitalni hudebni nahravky. Priklad softwa-
rového ekvalizéru zobrazuje obrazek 2.1.

e0 o Equalizer

Obrazek 2.1: Piiklad softwarového klasifikdtoru

Ekvalizér je sestava filtri aplikovand na signal v rozsahu vnimanym ¢lovékem.
Nejjednodussi ekvalizér ma dva filtry, ¢imz umoznuje ovladat pouze vysoké
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profesiondalni zatizeni az 30. Vétsi pocet filtrii déli signal na vice frekvenénich
pasem a umoznuje ovliviiovat konkrétni frekvence presnéji [1].

Pri ekvalizaci pak dochézi k tpravé hlasitosti frekvenci v daném frekvenénim
pasmu pomoci filtru. Frekvence kolem stredu filtru jsou ovlivnény nejvice,
smérem k okrajim filtru vliv zmény klesa.

Softwarové ekvalizéry nabizeji casto nékolik prednastavenych profilt dle hu-
debnich zanri — rock, pop, klasika, aj. Jednotlivé hudebni zanry se od sebe
casto lisi pouzitymi hudebnimi ndstroji, tedy zastoupenymi frekven¢nimi
pasmy, a k lepsimu zazitku z poslechu je tfeba zvyraznit jiné frekvence.

Protoze hudebnich zanri neustéle pribyva, navic se mezi s sebou prekry-
vaji, neni mozné je zastoupit v prednastavenych profilech vsechny. Presto je
vhodné vybrany profil (diky automaticky zvolenému zanru hudby) dobrym
zacatkem pro vlastni upravy ekvalizéru.

2.1.2 Frekvencni rozsah hudebnich nastrojt

Jak jsem zminila diive, jednotlivé hudebni styly vyuzivaji rtizné nastroje,
které se lisi svym frekvencénim rozsahem. Rozsah konkrétnich néstroji se
muze mirné lisit v zavislosti na ladéni.

Frekvencni rozsah jednotlivych typ hudebnich nastrojt prehledné zobrazuje
tabulka 2.1 (inspirovana [2] a [3]).

Tabulka zobrazuje ptiblizné fundamentalni frekvence, které jsou jednotlivé
nastroje schopné zahrat. Kromé téchto frekvenci se do vysledného dila navic
promitaji rezonancni frekvence.

Prikladem je velky buben s fundamentélni frekvenci mezi 60 — 100 Hz, kde
ma svou nejvétsi silu. Diky harmonickym frekvencim se ale mtze projevit i
ve vyssim frekvenénim pasmu, a to az 4 kHz.

2.1.3 Hudebni zanry

Jak jsem jiz zminila dfive, hudebnich zanri existuje velké mnozstvi. Pro svou
praci jsem vybrala nékolik dostatecné rozsirenych hudebnich zanri, které zde
budu charakterizovat. Jednotlivé hudebni zanry se lisi pouzitymi nastroji,
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Kategorie (nastroje) ‘ Néstroj ‘ Frekvencni rozsah [Hz]
Zpev zensky hlas 300 — 2500
muzsky hlas 100 — 900
dechové flétna 250 — 2500
klarinet 160 — 2500
alt saxofon 160 — 850
trubka 160 — 900
strunné housle 200 — 3000
violoncello 60 — 1000
akusticka kytara | 80 — 900
elektricka kytara | 80 — 1000
baskytara 40 — 300
bici ¢inely 300 — 800
maly buben 200 — 300
velky buben 30 — 100
uderné klavir 60 — 4000

Tabulka 2.1: Frekvenc¢ni rozsahy hudebnich néstroji

stylem, rytmem, ale i zptisobem zpévu. Vznikaly historicky s potfebou lidi
pojmenovat nové sméry v hudebnim prumyslu [4].

Klasickd hudba

Pojmem klasickd hudba se dnes oznacuje hudba vznikajici jiz od stiedo-
véku. Nejvétsiho rozmachu dosdhla béhem baroka, ale existuji i skladby mno-
hem starsi. Klasickd hudba obsahuje mnoho podkategorii: opera, orchestralni
hudba, klavirni hudba, sborovy zpév, aj. Hlavnimi pouzivanymi néastroji jsou
klavir, smyccové nastroje nebo dechy.

Mezi nejznaméjsi skladatele klasické hudby patii Johann Sebastian Bach ¢i
Wolfgang Amadeus Mozart. K novodobéjsim autortim lze pak zaradit Benja-
mina Brittena, ktery komponoval v druhé poloviné 20. stoleti a byl ovlivnén
druhou svétovou valkou.
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Folk

Folk je hudebni zanr, pro ktery jsou typické akustickd kytara a vyrazny zpév.
Casto pouziva i dalsi nastroje jako harmonika & rtizné perkusni ndstroje.
Autoti folkovych pisni si je vétsinou pisi sami a vyjadruji jimi sviij postoj
k svétu. Mezi znamé folkové zpévaky patii Jaromir Nohavica nebo Karel
Kryl.

Jazz

Jazz ma své koreny v Americe v pocatku 20. stoleti a vychézi z blues. Mezi
hlavni pouzivané nastroje patii dechové nastroje jako saxofon, trubka a po-
zoun. Déle je pouzivan klavir a kontrabas. Jazz prosel lety vyvoje a zmén.
V této praci jsem pod oznacenim jazz uvazovala klasicky jazz 20. stoleti, ne
novodoby jazz. Mezi jazzové interprety patii Louis Armstrong nebo Miles
Davis.

Rap

Rap je hudebni zanr spojeny s afro-americkou kulturou a tzce souvisi s hip-
hopem. Neni pouzivano mnoho hudebnich néstroji, vétsina hudby je synte-
tizovand. Pisné jsou velmi rytmické a duleZitou roli hraje rapovani (rytmicky
prednes rymujiciho se textu) misto zpévu. Mezi rapové zpévaky patii DMX
nebo Eminem.

Rock

Rockova hudba patii mezi velmi populdrni hudebni Zanry. Jeji pocatky se
datuji do 2. poloviny 20. let. Mezi pouzivané hudebni nastroje patii elektricka
kytara, baskytara a bici. Mezi autory rockové hudby patii napr. kapely Queen
¢i The Rolling Stones.
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Metal

Metal je o néco mladsi nez rock, ze kterého vznikl. Stejné jako u rocku se
pouziva zejména elektricka kytara, baskytara a bici. Na rozdil od rocku je
metal agresivnéjsi, co se zvuku i zpévu tyce. Prikladem metalovych interpreta
jsou Helloween a Disturbed.

2.2 Digitalni signal

Automatické rozpoznavani hudebnich zanrt patii mezi tlohy zpracovani di-
gitdlniho signalu. Obecné je signal fyzikdlni veli¢ina, kterd prenasi urcité
mnozstvi informace. Nejcastéji je reprezentovan jako proménnd zavisla na
case. Signdl spojity v ¢ase i amplitudé se nazyva analogovy signal. Digitalni
signal je diskrétni v ¢ase i amplitudé.

2.2.1 Digitalizace signalu

Pro potteby zpracovani signalu je tfeba analogovy signal prevést na digitalni.
Proces prevodu se nazyva digitalizace. Z analogového signélu jsou s periodou
odpovidajici vzorkovaci frekvenci odec¢itany vzorky.

Pro zpracovani pomoci pocitace jsou jednotlivé vzorky uchovavany pomoci
konecného poctu biti a jejich hodnota tedy nebude vzdy presné odpovidat
hodnoté v ptivodnim signalu.

Pro reprezentaci hodnot signédlu se pouziva pulzné kédova modulace (Pulse-
code Modulation), dale PCM. Na obrazku 2.2! je znazornén piiklad modulace
sinusové viny pro 4 bity. Jedné se pouze o ilustra¢ni model, zvukové soubory
jsou vétsinou modulovany vyssim poctem biti.

Pasmo hodnot, kterych nabyva amplituda signédlu, se rozdéli na nékolik men-
sich pasem podle poc¢tu bitl pouzitych pro modulaci — pro 4 bity to bude 16

pasem.

Hodnota odectend béhem vzorkovani je pak vyjadrena jako binarni ¢islo dle

! Autorem obrazku je Aquegg, CC-BY-SA-3.0, Wikimedia Commons
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Obréazek 2.2: Priklad PCM pro 4 bity

pasma, do kterého spadd. Na obrazku je vidét, ze nékteré hodnoty se v pl-
vodnim signalu lisi, presto jsou po modulaci vyjadiené stejné.

Minimalni hodnotu vzorkovaci frekvence stanovuje Nyquisttiv teorém, ktery
rika, ze rekonstrukce signdlu je mozna pouze v pripadé, kdyz je vzorkovaci
frekvence vetsi nez dvojnasobek maximalni frekvence vyskytujici se v signalu.

fs >2'fma:p- (21)

Frekvence f;/2 se nazyva Nyquistova frekvence. Pfi poruseni Nyquistova te-
orému hrozi pii rekonstrukei signélu aliasing [5].
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Obrézek 2.3: Znazornéni spatné zvolené vzorkovaci frekvence

Efekt aliasingu zobrazuje obrazek 2.32. Je vidét, ze ptivodni cerveny signdl je
vzorkovan Spatnou frekvenci a pti jeho rekonstrukci miaze byt vytvoren zvuk
o uplné jiné frekvenci.

2.2.2 Vlastnosti zvuku

7 fyzikalniho hlediska je zvuk mechanické vinéni, jehoz zdrojem je chvéni
pruznych téles. Frekvence zvukového signalu slysitelného pro ¢lovéka se po-
hybuje mezi 16 Hz a 20 kHz, pficemz nejvyssi citlivost je na frekvence 2 kHz
— 4 kHz. VInéni s vyssi frekvenci je ultrazvuk, s nizsi frekvenci je infrazvuk.

Hudba je sloZena z jednoduchych a slozenych tont. Tény charakterizuje in-
tenzita, vyska a barva.

Vyska ténu je urcena jeho frekvenci, kdy vyssi frekvence odpovida vyssimu
tonu. Intenzitu ¢lovék vnimé jako hlasitost zvuku. Zvuky stejné frekvence i
intenzity se mohou lisit barvou. Ta je uré¢ena poctem vyssich harmonickych
tont, jejich frekvencemi a amplitudami. Slozené tony se lisi podle zptsobu
vzniku v riaznych oscilatorech, tj. v oscilatorech s rtiznou velikosti, tvarem
apod. Diky barvé ténu rozeznavame rtizné hudebni nastroje.

Dalsi charakteristiky zvuku zminuje ve své praci Guaus [6]. Jedna se zejména
o dlouhodobéjsi charakteristiky. Mezi stfednédobé charakteristiky zarazuje
Guaus rytmus, melodii a harmonii.

2 Autorem obrazku je Moxfyre, CC-BY-SA-3.0, Wikimedia Commons
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Dimenze Charakteristika ‘ Popis
Kratkodoba  Frekvence Vyska ténu
Intenzita Hlasitost
Barva Barva ténu (dle zptusobu vzniku)
Strednédobd Rytmus Opakujici se vzory
Melodie Sekvence toni
Harmonie Akordy
Dlouhodoba  Skladba Celkova organizace hudebniho dila

Tabulka 2.2: Rozdéleni zvukovych charakteristik

Rytmus souvisi s periodickym opakovanim urcitych vzort v case. Melodie
je tvorena sekvenci jednotlivych ténti. Harmonie se sklada z vice soucasné
znéjicich tond, tj. jednd se o vicezvuky, akordy.

Jako dlouhodobou hudebni charakteristiku zminuje Guaus skladbu, jako cel-
kovy pohled na hudebni dilo, zejména opakovani témat, pauzy, zmény temp
apod. VysSe zminéné charakteristiky shrnuje tabulka 2.2.

2.2.3 Oblasti zpracovani digitalniho signalu

V casové doméné je digitalni signdl zaznamenavan jako proménna zavisla na
case. Pro zpracovani se casto prevadi do frekvenéni domény, kde lze pozorovat
jednotlivé frekvence, ze kterych se signal sklada.

2 ogemetegbe e e e et

e e e e S

(a) Klasickd skladba v ¢asové doméné

(b) Metalova skladba v ¢asové doméné

Obrézek 2.4: Klasickd a metalova skladba v ¢asové doméné
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Obréazky 2.4a a 2.4b zobrazuji klasickou a heavy-metalovou skladbu v ¢a-
sové doméné. Pro srovnani, obrazky 2.5a a 2.5b zobrazuji tytéz skladby ve
frekvenéni doméné, resp. odhad jejich vykonové spektralni hustoty:.

-28dB-

-36dB- illi

-42dB-{

Wi 1

22Hz 3000Hz 5000Hz 7000HZ 10000Hz 15000Hz 18000Hz 22013Hz

(a) Odhad vykonové spektralni hustoty klasické skladby

22H1 3000Hz 5000Hz 7000Hz 10000Hz 15000Hz 18000Hz 22013Hz

(b) Odhad vykonové spektralni hustoty metalové skladby

Obrazek 2.5: Klasickd a metalova skladba ve frekvenéni doméné

V tomto pripadé lze pozorovat, které frekvence se ve skladbach nejvice pro-
jevuji a které se v nich nevyskytuji vibec.

Pro prevod z ¢asové domény do frekvencni se pouziva diskrétni Fourierova
transformace (Discrete Fourier Transformation), dale DFT. Za ur¢itych pod-
minek 1ze pouzit jeji rychlejsi variantu, rychlou Fourierovu transformaci (Fast
Fourier Transformation), dale FFT.

10
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2.3 Metody zpracovani digitalniho signalu

Existuje nékolik metod, kterymi lze zkoumany signal pripravit pro dalsi ana-
lyzu. Zejména se jednd o metody pracujici s kratkodobymi charakteristikami
signalu.

2.3.1 Diskrétni Fourierova transformace

Fourierova transformace je matematickda metoda, kterda pomoci integralni
transformace prevadi signdl do frekvenéni domény (jednd se o vyjadieni
funkce v jiné bazi) a vyjadruje jej pomoci periodickych bazovych funkei sin
a cos.

DFT je definovéana dle rovnice (2.2) pro k =0,1,2,.... N — 1
N-1

XDFTU{:] = Z:O %[n]@iizﬂnk/}v. (22)

Jiny nahled na DFT poskytuje Lyons [7]. Ten pfepisuje rovnici DET pomoci
Eulerovo vztahu na

Xprrlk] = Z__:O x[n] cos (27;1]{) — Z_O x[n] sin (27;\7;]{> (2.3)

a pohlizi na ni jako korelaci zkoumaného signdlu s komplexni sinusoidou
o frekvenci odpovidajici k/N. Tato korelace se chova jako prizptsobeny filtr
(Matched Filter).

Frekvence jednotlivych pasem zavisi na vzorkovaci frekvenci fs a celkového
poctu vzorki N a pro n-ty vzorek se vypocte dle (2.4)

Flny = "2, (2.4)
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2.3.2 Rychla Fourierova transformace

FFT je zpusob, jak vypocitat DFT casti signalu efektivnéji nez pouhou im-
plementaci vzorce (2.2). Zatimco v pripadé vipoctu DFT je casova slozitost
vypoctu O(n?), uzitim FFT se casovd sloZitost snizi na O(n-log(n)), coz zna-
mend pro vétsi n zasadni zrychleni vypoctu. Podminkou pro dosazeni této
slozitosti je, aby pocet pozadovanych koeficienti n byl mocninou 2.

Algoritmus Colley-Tukey

Existuje nékolik algoritmu pro vypocet FFT. Mezi nejznaméjsi patri algorit-
mus Colley-Tukey (Cooley—Tukey Algorithm), ktery vyuziva symetrie DFT,
kdy hodnota Xpprlk + iN|] = Xppr[k] pro vSechna celd i viz (2.5)

XDFT[N + k] _ x[n]efiQﬂ-n(NJrk)/N

_ x[n]e—i%rne—i?wnk/N (25)

x[n]e‘ﬂ’mkﬂv.

Rovnice vyuziva platnosti €™ = 1 pro jakékoliv celé ¢islo n. Cooley a Tukey

rozdéli N koeficientl, pro které se vypocet provadi, na dvé poloviny — sudé
a liché — dle (2.6).

N-1
Xprr[k] =) xln]e” TN

n=0
N/2—-1 N/2-1

_ Z 2m —i2m(2m) k/N+ Z 2m+1] —i2r(2m+1)k/N (26)

n=0

N/Qf1 N/2-1

_ Z $[2m] —i2wmk/(N/2) + Z 2m+1] 7127ka’/(N/2).
n=0 n=0

Rozdélend rovnice se sklada ze dvou vypocta N - (N/2), coz stéle odpovida
casové slozitosti O(N?). Nicméné pravé zde je nyni vyuZita vySe zminénd

12
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symetrie. Pro kazdou c¢ast rovnice staci poc¢itat pouze polovinu vypocti. Pro
dosazeni casové slozitosti O(nlog(N)) je pouzit princip rozdél a panuj, kdy
se déleni na dvé casti opakuje rekurzivné tak dlouho, dokud je m sudé [5].

2.3.3 Spektralni hustota

Pri prevodu signélu z ¢asové do frekvenéni domény ziskdame odhad spektralni
vykonové hustoty (Power Spectral Density Estimate), dale pro jednoduchost
spektralni hustoty, coz je kvantitativni vyjadreni zastoupeni energie jednot-
livych frekvenci v signélu.

Se spektralni hustotou souvisi barva zvuku. Ta se lisi dle ptivodu signalu a
projevuje se pravé ve tvaru obalky spektralni hustoty. V ramci zpracovavani
zvukového signalu pro tcely rozpoznavani se pro reprezentaci tvaru obalky
spektralni hustoty pouzivaji rizné metody, mezi nez patii i mel-frekvenéni
kepstréalni koeficienty (Mel Frequency Cepstral Coefficients), ddle MFCC. Je-
jich vysvétleni a zpisob extrakce ze signilu je popsan v [8].

MFCC

Extrakce MFCC ze zvukového signdlu probiha v nékolika krocich. Nejprve se
signal rozdéli do kratkych casovych tsekt, po kterych se bude zpracovavat.
Pro rozpoznévani teci je to typicky 20 — 40 ms. Tato ¢asova okna by se méla
alespon c¢astecné prekryvat.

1. Pro kazdé ¢asové okno se vypocte spektrum, napr. pomoci FFT.
2. Na spektrum se aplikuji trojihelnikové filtry.

3. 'V kazdém filtru se integruje energie signalu a z vysledku se vypocte
logaritmus.

4. Provede se diskrétni kosinova transformace (Discrete Cosine Transfor-
mation), dale DCT.

DCT se pouziva z divodu, ze jednotlivé trojuihelnikové filtry se navzajem
prekryvaji a vypoctené koeficienty spolu koreluji. DCT spoctené priznaky

13
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Obrazek 2.6: Ptiklad 10 trojtihelnikovych filtr

dekoreluje. Pti pouziti pro rozpoznavani feci se pouzivaji typicky koeficienty
2 - 13.

Prvni koeficient zahrnuje prvni komponentu FFT, kterd odpovida priméru
vSech komponent a jejiz hodnota se obvykle pohybuje blizko nuly. Po prevodu
do melovy stupnice se jedna o velmi malé zaporné cislo, které neodpovida
hodnotam ostatnich koeficientii.

7 obrazku 2.6 je vidét, ze rozmisténi trojuhelnikovych filtrii ani jejich velikost
neni konstantni. Melova stupnice je logaritmicka a klade diraz na frekvence,
které vnima clovék nejvice. Pro prepocet Herzi do melovy stupnice se pouziva
vzorec (2.7), pro opa¢ny prepocet pak slouzi vzorec (2.8).

f

M(f) =11251n(1

) (2.7)

M~ (m) = 700(eTi® — 1). (2.8)
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Nékdy se jako doplikové priznaky pouzivaji prvni a druhé derivace MFCC
tzv. AMFCC a AAMFCC, které udavaji spektralni zmény pro jednotlivé
koeficienty. Prvni derivace se vypocte jako

Ag[m,t] = ex[m,t] — c[m,t — 1], (2.9)

kde ¢,[m,t] predstavuje m-ty koeficient v ¢ase t. Druhd derivace pak dle
rovnice (2.10).

AA M, t] = Ag[m,t] — Ag[m,t — 1]. (2.10)

2.4 Strojové uceni

Uloha automatického rozpoznavani hudebnich zdnr pati{ mezi tlohy strojo-
vého uceni. Strojové uceni je proces, kdy systém modifikuje svou strukturu
¢i chovani tak, aby v budoucnu dosahoval lepsich vysledkaii.

Strojové uceni lze rozdélit na dvé velké skupiny, a to

« uceni s ucitelem, kdy ma systém pri uceni informaci o spravném rteseni
pro trénovaci data a

« uceni bez ucitele, kdy systém nema zadnou dalsi informaci.

Strojového uceni lze v dnesni dobé aplikovat na celou skalu problému. Jednou
moznosti aplikace je klasifikace, ktera je pouzivana v této praci.

2.4.1 Klasifika¢ni uloha

Klasifikace je proces, kdy systém na zdkladé vstupu rozhodne o prislusnosti
testovaného vzorku do jedné z definovanych tiid. Vstupem klasifika¢ni tilohy
jsou data urcena ke klasifikaci, vystupem pak trida, ke které testovany vzorek
patii.

15
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uceni
lq

klasifikator

extrakce pfiznaki

(transformace)

Y
A

Obrazek 2.7: Obecna klasifika¢ni uloha

Na obrazku 2.7 je zobrazena obecna klasifika¢ni tloha. Z dat na vstupu v
jsou extrahovany priznaky x, které vstupuji do klasifikatoru. Klasifikator
na zakladé svého nastaveni ¢, které bylo zajisténo ucenim, urcéi prislusnost
vzorku ke tridé. Matematicky lze toto zapsat

w=d(x,q), (2.11)

kde w je identifikator t¥idy, vektor x je obraz objektu, ¢ je nastaveni klasifi-
katoru a funkce d predstavuje rozhodovaci pravidlo.

Uloha pat¥ mezi algoritmy uceni s ucitelem. Proto je potreba pripravit do-
statecné velkou a reprezentativni skupinu trénovacich dat, kterda budou mit
priznak s informaci, do které tiidy nalezi. Na této mnoziné dat bude klasifi-
kator natrénovan a bude zajisténo jeho idedlni nastaveni q.

2.4.2 Algoritmy strojového uceni

Pro klasifika¢ni tlohu lze pouzit nékolik algoritmii strojového uceni. V nasle-
dujicich odstavcich jsou popsany dva z nich, které byly pouzity v diplomové
praci. Jedna se o klasifikaci pomoci umélé neuronové sité, dale NN, a algo-
ritmus k-nejblizsich sousedu (K-nearest Neighbors), dale k-NN.

Uméla neuronova sit

Uméld neuronova sit je adaptivni systém pro strojové uiceni, ktery béhem
uceni méni svoji strukturu. Sklada se z umeélych neuronti, které jsou propojeny
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pomoci synapsi a usporadany do vrstev.

Vyhodami neuronové sité jsou vysokda generalizacni schopnost a siroka upla-
titelnost na riizné problémy. Mezi nevyhody patii velmi pomaly proces uceni
a mnozstvi dat, kterd jsou potieba pro natrénovani sité.

Neuronova sif pracuje na principu siteni signalu a aktivace jednotlivych neu-
ronti. Kazdy neuron je propojen s neurony v predchozi vrstvé, od kterych
prijimé signdly. Spojeni (synapse) mezi neurony maji ur¢itou vahu, ktera je
béhem uceni upravovana tak, aby doslo k nejlepsimu nastaveni sité pro dany
problém.

Kazdy vstup neuronu je vynasoben hodnotou vahy svého spojeni. VSechny
prichozi signaly jsou secteny a vstupuji do aktivacni funkce. Vystupem této
funkce je aktivace neuronu, ktera je posldna do dalsi vrstvy sité.

Aktivacni funkce mohou byt rtizné pro razné tlohy. Mély by vsSak byt spojité
a diferencovatelné v oboru realnych ¢isel. Velmi casto se jako aktivacni funkce
pouziva sigmoida definovand dle rovnice (2.12).

1

f@) = (2.12)

Typicky se vicevrstva neuronova sit skladd ze t¥i vrstev: vstupni vrstvy,
skryté vrstvy a vystupni vrstvy. Mnozstvi neuronti ve vstupni vrstvé od-
povida poc¢tu vstupt, ve vystupni vrstvé pak poc¢tu vystupt. Pro klasifikaci
do n tfid mize mit neuronova sit az n vystupi, kdy aktivace n-tého neuronu
bude odpovidat ptislusnosti vzorku do n-té t¥idy.

Mnozstvi neuronti ve skryté vrstvé se muze lisit dle typu tlohy a charak-
teru dat. Obecné plati, Ze sit s vice neurony ve skryté vrstvé bude mit lepsi
vysledky, ale kazdéa tloha méa svou optimalni hranici.

Algoritmy uceni NN

Nejpouzivanéjsi algoritmus uceni umélé neuronové sité je algoritmus zpét-
ného siteni (Backpropagation Algorithm). Na zakladé trénovactho vzorku na
vstupu se aktivuji vSechny neurony v siti. Dle aktivace vystupni vrstvy a oce-
kavané odpovédi se urci chyba, na jejimz zédkladé se pak zpétné po vrstvach
upravi vahy jednotlivych neuronii.
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Algoritmus zpétného Siteni ma nedostatky pri upravé vah jednotlivych neu-
roni — muze vyzadovat prilis mnoho kroki, pripadné oscilovat kolem sprav-
ného feseni. Toto odstranuje algoritmus RPROP [9].

Na rozdil od algoritmu zpétného siteni, ktery vahy jednotlivych synapsi upra-
vuje v zavislosti na velikosti chyby, RPROP upravuje hodnoty vah vzdy
o pfedem urcenou hodnotu A;; pro i-ty neuron v j-té vrstveé.

Béhem uceni je velikost A;; adaptivné upravovana dle chyby dle jednodu-
chych pravidel:

o« vzdy kdyz chyba vypoc¢tend pro vahu w;; zméni znaménko (znament,
ze prirtstek je prilis velky a algoritmus prekro¢il minimum), hodnota
A;; je snizena,

 kdyZ znaménko chyby zistava stejné, hodnota A;; se o néco zvysi, aby

doslo k urychleni konvergence.

Kdyz jsou upraveny vsechny hodnoty A,;, dojde k jejich aplikovani k prislus-
nym vaham, a to

 pricteni, pokud derivace chyby je kladna nebo

o odecteni, pokud derivace chyby je zdporna.

K-NN

K-NN je jednoduchy algoritmus pouzivany pro regresi a klasifikaci. Pri kla-
sifikaci se v priznakovém prostoru najde k nejblizsich sousedil testovaného
vzorku. Vzorek je poté pritazen ke ttide, ke které patii vétsina téchto jeho
sousedl.

Pro uceni idedlniho k se pouziva tzv. kiizova validace (K-fold Cross-validation).
Algoritmus kiizové validace pouzivany v této praci je definovan nasledovneé:

1. Nastav k& =1,

2. rozdél nahodné trénovaci data do n skupin,
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3. vezmi 1 skupinu jako testovaci (1/n), zbytek tvori referenéni mnozinu

((n—1)/n),

4. poved klasifikaci pomoci k-NN pro vsechny testovaci vzorky a vypocti
chybu,

5. pokud k < K. inkrementuj k& a opakuj od kroku 2.

Hodnota k s nejmensi chybou se posléze zvoli jako parametr pro klasifikator.

2.5 Extrakce priznakiu

Pro klasifikaci je nejprve nutné z digitdlniho signalu extrahovat priznaky,
které dany vzorek budou dostatecné vhodné reprezentovat. Priznaky tvori
priznakovy vektor, ktery je projekci vzorku v priznakovém prostoru.

Utelem extrakce piiznaki je zvolit piiznaky tak, aby vzorky, které se velmi
1isi, mély i velmi odlisné priznakové vektory (budou od sebe vzdélené v pii-
znakovém prostoru). Naopak podobné vzorky by mély mit podobné prizna-
kové vektory (jejich vektory budou v priznakovém prostoru blizko).

Tzanetakis a Cook ve své praci [10] ukazuji na mozné metody pro extrakci
priznaki z akustického signalu pro tcely rozpoznavani hudebnich zanri. Po-
uzivaji ti razné pristupy — spektralni priznaky, rytmické priznaky a priznaky
synchronizované s periodou signalu.

Extrakci priznaka pro ucely klasifikace hudebnich zanra se ve své préaci ve-
nuje i Guaus [6], ktery porovnava rizné spektralni a rytmické charakteristiky
digitalniho signélu.

2.5.1 Spektralni priznaky

Jako spektralni priznaky pouzivaji Cook a Tzanetakis ptiznaky, které se
bézné pouzivaji pro rozpoznavani feci. Protoze spektralni priznaky jsou ve
své podstaté kratkodobé a pro rozpoznavani hudebnich zanra je tieba spise
dlouhodobéjsi charakteristiky, pouzivaji Cook a Tzanetakis strukturni a ana-
lytické ¢asové okno.
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Strukturni okno je vétsi ¢asovy tsek, ktery by mél odpovidat dobé, kterd je
tfeba k rozpoznani hudebniho zanru, resp. struktury hudebniho dila. Struk-
turni okno se sklada z mensich analytickych oken, pro které se pocitaji nize
uvedené spektralni vlastnosti. V ramci strukturniho okna se pak pouziva je-
jich statistické vyjadieni, napf. pomoci stfedni hodnoty a odchylky. Cook a
Tzanetakis pouzivaji strukturni okno o délce 1 s a analytické okno o délce
23 ms.

Spektralni centroid

Spektralni centroid je definovan jako stfedni hodnota frekvence signalu va-
zena amplitudou spektra. Nejednd se o primérnou frekvenci — riizné nastroje
budou mit riazny spektralni centroid, i kdyz budou hrat stejny tén. V case t
se vypocita dle (2.13)

_ ZnNzl Mt[n] : fn

C :
' 27]1\/:1 M;[n]

(2.13)

kde M;[n] je amplituda koeficientu FFT n v ¢ase t a f,, je jeho frekvence.

Spektralni rolloff

Spektralni rolloff je definovén jako hodnota Ry, pro kterou plati rovnice (2.14)
Ry N
Z Mn] =Ty, - Z M;[n], (2.14)
n=1 n=1

kde hodnota T}, je typicky na rozmezi 0.8 — 0.95. Stejné jako spektralni cent-

roid je spektralni rolloff pouzivan pro vyjadreni tvaru obalky vykonové spek-
tralni hustoty.

Spektralni tok

Spektralni tok je definovany jako kvadrat hodnoty rozdilu normalizované
frekvence Ny¢[n] n-tého koeficientu v ¢ase t a v ¢ase t — 1 (2.15). Jedn4 se
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tedy o méritko lokalnich spektralnich zmén v case.

F, =Y (Ni[n] — Ni—1[n])>. (2.15)

n=1

Mel-frekvencni kepstralni koeficienty

Jako dalsi priznaky jsou velmi hojné pouzivany MFCC, zejména kvuli dobré
uspésnosti pri uziti v rozpoznavani teci. Tzanetakis a Cook pouzivaji pouze
prvni 5 MFCC, zatimco Guaus pouziva 12 MFCC. V obou pracich se do pri-
znakového vektoru zapisuje stfedni hodnota a odchylka pro dany koeficient.

2.5.2 Rytmické priznaky

Pti urcovani hudebniho zanru muze byt uziteénd informace tykajici se rytmu
skladby. Skladba se skldda z taktii, které mohou byt rizného typu dle rytmu
— nejznaméjsim je takt %. Horni ¢islo udava pocet dob v taktu, dolni pak
hodnotu kolika dobam odpovida celd nota.

Pro rytmickou charakteristiku skladby zjistujeme pocet dob za minutu (Beat
per Minute), ddle BPM. Existuje nékolik algoritmi pro detekci dob, resp.
zjisténi BPM.

Beat histogram

Jednd se o koncept, ktery ve své préci predstavili Cook a Tzanetakis [10].
Vstupni signal je zpracovavan v casové oblasti. Signal se nejprve pomoci
vlnové transformace (Wavelet Transformation) rozdéli na nékolik casti dle
frekvenci. Pro kazdou ¢ast se provedou nasledujici kroky:

1. Extrakce obalky signdlu (Full Wave Rectification).
y[n] = |z[n]]. (2.16)

2. Aplikovani dolni propusti (Low-pass Filter) kvuli vyhlazeni signalu.
Hodnota parametru a = 0.99.

z[n] = (1 — a)y[n] + az[n —1]. (2.17)
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3. Prevzorkovani pro dosazeni lepsiho vykonu v pozdéjsim vypoctu.
a[n| = z[kn), (2.18)
kde £ je konstanta. Cook a Tzanetakis navrhuji ve své praci k = 16.
4. Odecteni stfedni hodnoty.
b[n] = a[n] — E[a[n]]. (2.19)

Po aplikovani téchto krokti na vsSechny casti signalu se signaly integruji a
provede se autokorelace (2.20).

oln] = jlv S~ blufbln — k). (2.20)

Dalsi postupy

Pro detekci dob lze vyuzit i vyse zminény spektralni tok (2.15), ktery zachy-
cuje zmény ve spektralni hustoté.

Pro vétsinu skladeb plati, Ze rytmus vnimany ¢lovékem vétsinou udavaji na-
stroje s nizsi fundamentalni frekvenci jako jsou bici, bas kytara ¢i kontrabas.
Spektralni tok budeme proto pocitat jen pro frekvencni pasmo, které odpo-
vida témto nastrojim.

Vyskyt doby se projevi vyssi hodnotou spektralniho toku (doslo ke zméné
ve sledovanych frekvencich), naopak nizsi hodnoty spektralniho toku budou
znamenat konstantni hodnoty frekvenci a nejsou zajimavé [6].

Jako priznaky z rytmického histogramu se pouzivaji perioda BPM, relativni

amplituda prvni doby, pomér prvni a druhé doby [10]. Dalsi autofi pouzivaji
pocet dob, jejich distribuci, maximaln{ a minimaln{ amplitudy apod. [6].
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3 Realizace

Kapitola popisuje celkovy prubéh reseni. Vénuje se odtivodnéni provedenych
rozhodnuti, samotné implementaci i problémim, ke kterym béhem vyvoje
doslo. Déle je v této kapitole podrobné popsan program pro automatické
rozpoznavani hudebnich zanr, ktery jsem v rdmci diplomové prace vytvorila.

3.1 Hudebni zanry

Protoze mél byt vystupem klasifika¢ni program, bylo nejprve nutné urcit
pocet skupin hudebnich zanri a jednotlivé zanry.

Zarazovani skladeb dle styli je znac¢né subjektivni a rtzni lidé se casto ne-
mohou shodnout o charakteristikach jednotlivych zanria. Divodem je prav-
dépodobné to, ze zanru existuje velké mnozstvi a nékteré se mohou navzajem
prekryvat.

Pro tuto tlohu jsem se rozhodla pouzit jen ty nejznaméjsi hudebni zanry,
u kterych nebude problém urcit jejich charakteristiku. Pocet skupin jsem
se snazila udrzet co nejmensi. Zejména kvili tomu, aby se jednotlivé sku-
piny mohly co nejvice lisit. Dalsim divodem byla mensi trénovaci mnozina a
zkraceni doby trénovani. Pocet skupin neni problém v budoucnu navysit bez
vétsich uprav kodu.

V prvnim navrhu jsem zvolila sedm hudebnich zanr, a to klasickou hudbu,
country a folk, elektronickou hudbu, rap a hip-hop, jazz a swing, rock a metal.
Volila jsem znamé zanry, pod kterymi by si kazdy mél predstavit hudebni
styl ¢i interpreta.

Pop jsem tmyslné vynechala, protoze se mi zdal prilis obecny a jeho hlavni
rysy tézko identifikovatelné. Jako pop se totiz d4 oznacit jakakoliv momen-
talné popularni hudba.

Po nékolika testech a porovnani nastaveni ekvalizéru pro elektronickou hudbu
a pro rap, jsem se rozhodla tyto dvé skupiny sloucit, byly si navzajem dost
podobné.
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Déle jsem se rozhodla odstranit country. Zejména kviili sportim ohledné ozna-
¢eni country u nas a v Americe. Americké country ma blize k rocku, zatimco
ceské je spise podobné folku.

Ve findlni praci je tedy Sest skupin hudebnich zanrt, a to néasledujici.

1. Klasicka hudba,

2. folk,

3. elektronicka hudba a rap,
4. jazz a swing,

5. punk, rock a

6. metal.

Osobné povazuji vSechny tyto zanry jako dobfe rozlisitelné. Nicméné jsem
béhem testu referencni skupiny zjistila, ze hranice mezi nimi neni pro kazdého
jasna a pro ruzné lidi muze lezet jinde. To se ukézalo zejména mezi metalem
a rockem ¢i rockem a folkem.

3.2 Trénovaci data

Trénovaci i testovaci data jsou vybrané skladby z online zdroji, které nabi-
zeji hudbu pod licenci Creative Commons, konkrétné Free Music Archive a

SoundCloud.

Idealni by bylo pouzit jiz vytvoreny trénovaci set s rozrazenymi skladbami
podle hudebnich zanrta, bohuzel jsou tyto hife dohledatelné ¢i licencované.

FMA — Free music archive [11] je webova databédze nabizejici mnoZstvi
hudebnich skladeb ke stazeni. Vétsina skladeb je pod rtiznymi licencemi Cre-
ative Commons. Na strance lze vyhledavat podle zanru, interpreta ¢i podle
pozadované licence. Vétsina trénovacich dat pochazi z této databaze.
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SoundCloud [12] je webovd komunitni stranka uréend pro hudebniky a
skladatele, ktefi zde najdou prostor pro zverejnéni svého dila. Vétsina skladeb
na strance vsak neni volné ke stazeni a je tfeba davat pozor na licenci, pod
kterou autor své dilo zverejnil. Tento zdroj byl pouzit jen jako doplikovy.
Zejména z toho divodu, Ze nelze jednoduse dohledat skladby podle licence.

3.2.1 Popis datasetti

Popis trénovaciho datasetu prehledné zobrazuje tabulka 3.1. Primérné délka
nahravek na zanr je 1 hodina 30 minut. Celkova délka vsech skladeb je 9 ho-
din. VSechny nahravky jsou ve formatu MP3, 2 kanalové a vzorkované frek-
venci 44100 Hz.

Zanr Pocet skladeb ‘ Celkova délka

1 — klasicka hudba | 24 1 hod 29 min 36 s
2 — folk 29 1 hod 28 min 41 s
3 — elektro, rap 24 1 hod 30 min 59 s
4 — jazz, swing 21 1 hod 31 min 45 s
5 — rock, punk 25 1 hod 28 min 27 s
6 — heavy-metal 23 1 hod 30 min 23 s

Tabulka 3.1: Popis testovaciho datasetu

Ohledné zatazeni jednotlivych nahravek do skupin jsem se inspirovala zanrem,
kterym byla skladba oznacena v online databazi, ze které jsem ji ziskala.
Vsechny jsem pak poslouchala a pokud mi nepfisly pro dany zanr dostatecné
charakteristické, vyradila jsem je.

Divod je ziejmy, v trénovacim datasetu by mély byt pouze typické vzorky od
kazdého zanru, aby byly mezi jednotlivymi skupinami dobte patrné rozdily.

Pro testovani jsem pouzila 48 nahravek ve formatu MP3. Také tyto nahravky
byly 2 kanalové vzorkované frekvenci 44100 Hz. Jejich celkova délka byla 2
hodiny 52 minut.

Hudebni Zanry u testovaciho setu jsem nejprve odhadla sama pro tucely alfa
testl klasifikdtoru. V pozdéjsi fazi vyvoje jsem nechala hudebni zanry urcit
skupinu dobrovolnikti a jako sprdvny hudebni Zanr jsem zvolila ten, ktery
ziskal nejvétsi pocet hlast. Tento test je podrobnéji rozebran v kapitole 4.
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Pocet vzorkl v testovacim datasetu jsem musela zvolit jako kompromis mezi
dostatecné velkou mnozinou pro ovéreni kvality feSeni a takovou celkovou
dobou, kterou jsou lidé ochotni stravit poslouchanim v ramci referen¢niho
testu.

3.3 Volba priznaku

Na zakladé predchozi studie jsem vybrala priznaky, které budu pouzivat pro
klasifikaci. Rozhodla jsem se pouzit rtzné priznakové vektory a jejich vy-
sledky v zavéru porovnat.

V nékolika nasledujicich odstavcich vysvétlim, jakym zptsobem jsem se roz-
hodla nahravky zpracovavat a jak vytvarim jednotlivé priznakové vektory.

3.3.1 Délka zpracovavaného signalu

Ze vseho nejdriv bylo treba urcit idealni délku signalu, ze kterého se bude
rozpoznavat hudebni zanr. Dle [13] jsou lidé schopni ur¢it hudebni Zanr po-
mérné presné na zakladé 250 ms vzorku. Rozhodla jsem se provést test, abych
toto tvrzeni ovérila.

V anechoické komote jsem pomoci kvalitnich sluchatek poslouchala neznamé
hudebni vzorky, u kterych bylo mym tkolem urcit zanr. Zminovana doba
250 ms mi prisla na presné urceni hudebniho zanru prilis mala. U rozsite-
néjsich zanrt nebo typickych skladeb nebyl problém, ten nastaval kdyz byl
testovany vzorek spise obecny.

Nakonec jsem stanovila idealni ¢asové okno na 1 — 2 sekundy. Pro obé délky
jsem testovala klasifikdtor, porovnala vysledky a na jejich zakladé urcila ide-
alni délku okna zpracovavaného signalu. Lepsi vysledky jsem dosdhla pomoci
delstho zminovaného ¢asového okna, tedy 2 sekund.

3.3.2 Zpusob zpracovani skladeb

Pro klasifikaci jsem se inspirovala strukturnim a analytickym oknem, které
pouzivaji Tzanetakis a Cook ([10], [13]). Kazdou skladbu jsem rozdélila na
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2 sekundové testovaci vzorky s vynechanim prvnich 10 sekund kvtli pripad-
nému tichu ¢i nezddoucimu sumu.

Tyto vzorky pak délim na mensi analyticka okna, ktera se navzajem z polo-
viny prekryvaji. Pro tlohu rozpoznavani reci, ktera je podobna rozpoznavani
hudebnich zanrt, se pouziva kratsi ¢asové okno, typicky 20 — 40 ms. Pro roz-
poznavani hudebnich zanrt je vsak treba zachytit dlouhodobéjsi charakter
signalu.

Béhem testovani jsem vyzkousela rtizné velikosti analytickych oken a nakonec
jsem urcila jako nejlepsi délku 250 ms. Pro 2 sekundovy vzorek to znamena 15
analytickych oken, pocitame-li s poloviénim prekryvem. Pro kazdé analytické
okno extrahuji ptiznaky a pfiznakovy vektor pak tvorim pro cely vzorek
statisticky z téchto hodnot.

Testovaci nahravka, u které je tikolem urcit hudebni zanr, se typicky sklada
z nékolika 2 sekundovych vzorki. Pro kazdy vzorek ziskam priznakovy vektor
a na jeho zakladé hudebni zanr, do kterého je vzorek pritazen. Hudebni zanr
pro celou nahravku je pak zvolen majoritné na zédkladé prislusnosti vsech
vzorki, ze kterych se sklada.

Diky tomuto pristupu nezalezi na tom, jak jsou jednotlivé testované nahravky
dlouhé. Dokonce pokud bude skladba obsahovat nékolik ¢asti typove patticich
k riznym hudebnim zanrtim, mélo by pravidlo vétsinového vybéru zajistit,
ze bude zvolen ten nejvhodnéjsi.

3.3.3 Zvolené priznaky

Rozhodla jsem se pouzit nékolik ptiznakovych vektort a jejich vysledky po-
rovnat. Pro zvoleni pouzivaného priznakového vektoru lze pouzit parametr
pri spusténi programu. Pii vynechani parametru jsou zvoleny vychozi spek-
tralni priznaky.

MFCC

Prvni priznakovy vektor je tvoren pouze MFCC. Pro rozpoznavani feci se
pouzivaji koeficienty 2—13, ale pro tlohu klasifikace hudebnich zanru je treba
podchytit i vyssi frekvence. Z toho divodu pouzivam koeficienty 2-21, které
odpovidaji frekvencim 66 — 1736 Hz.
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MFCC pocitam pro kazdé analytické okno a pro cely vzorek zpriméruji hod-
noty kazdého koeficientu. Takto bude zachyceno rozlozeni hodnot jednotli-
vych koeficientl a zaroven se potlaci pripadny Sum.

Priznakovy vektor je tvoren 20-ti hodnotami.

Ptvodné jsem predpokladala, ze bude tieba pouzit vice koeficientt, abych za-
hrnula vSechny frekvence, které se v hudbé vyskytuji. Nicméné se ukazalo, ze
vyssi frekvence nejsou pro klasifikaci hudebnich zanrt zajimavé. Vice o tomto
poznatku obsahuje sekce 3.7.3.

Spektralni priznaky

Pro spektralni priznaky je priznakovy vektor tvotren stejné jako v predchozim
pripadé primérnymi hodnotami 20 MFCC pro analyticka okna.

Navic pro kazdé analytické okno pocitam spektralni centroid a spektralni
rolloff. Pro né do priznakového vektoru zapisuji jejich stredni hodnotu a od-
chylku. Priznakovy vektor pro spektralni charakteristiku obsahuje 24 hodnot.

Rytmické priznaky

Jako rytmické ptiznaky jsem zvolila pouziti spektralniho toku. Zkousela jsem
i vytvoreni rytmického histogramu dle Cooka a Tzanetakise, ale vysledky
obou zptusobu byly srovnatelné a pouziti spektralniho toku je jednodussi.

Protoze pro 250 ms okna je pro kazdy vzorek 14 hodnot spektralniho toku,
zapisuji je do priznakového vektoru vsechny.

VsSechny priznaky

Posledni moznosti pouzitého priznakového vektoru je kombinace vsech pred-
chozich. Obsahuje 20 pramérnych hodnot pro MFCC 2-21, stredni hodnoty
a rozptyly pro spektralni centroid a spektralni rolloff a rytmicky priznakovy
vektor.

Celkova velikost tohoto priznakového vektoru je 38 hodnot.
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3.4 Zvoleny algoritmus uceni

Jako ucici se algoritmus jsem si zvolila neuronovou sit, zejména kvili tomu,
ze méa velmi dobrou generalizacni schopnost a obecné dobrou tspésnost. Dale
existuje rada implementaci neuronovych siti, které nabizeji Siroké moznosti
parametrizace, nastaveni trénovacich algoritmi a paralelni pribéh trénovani.

Neuronova sif ale vyzaduje znacné mnozstvi dat a trénuje se mnohem déle
nez ostatni algoritmy strojového uceni. Z toho duvodu jsem se rozhodla pro
druhy klasifika¢ni algoritmus, kterym bych pii testovani odhadovala spravné
nastaveni parametrii a ktery by mi poskytoval rychlejsi zpétnou vazbu.

Zvolila jsem jednoduchy a rychly algoritmus k-NN, ktery jsem implemen-
tovala sama. Pro urceni nejlepsi hodnoty parametru k pouzivam algoritmus
kiizové validace s testem na 1/10 trénovacich dat. Algoritmus k-NN byl skvé-
lou volbou diky jednoduchosti a rychlosti béhu, nicméné daval o néco horsi
vysledky nez neuronova sif.

Program jsem navrhla tak, aby oba ucici algoritmy mély spolecného generic-
kého predka, v budoucnu nebude proto problém pripadné klasifikacni algo-
ritmus vymeénit za jiny.

3.5 Pouzité technologie

Pro implementaci jsem se rozhodla pouzit jazyk C++, a to z davodu jeho
prenositelnosti, rychlosti vypoctl a moji zkusenosti s nim. Pro C++ také exis-
tuje mnoho knihoven pouzitelnych pro zpracovani zvuku a implementujicich
algoritmy strojového uceni.

Pro praci se soubory MP3 pouzivam knihovnu BASS, pro préci se soubo-
rovym systémem knihovnu dirent. Dale pouzivam knihovnu FANN, ktera
poskytuje implementaci umélé neuronové sité, a knihovnu libMFCC pro
vypocet mel-frekvencnich kepstralnich koeficienti.

Pro testy poslechu hudebnich zanrt jsem pouzivala aplikaci Audacity.
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3.5.1 Knihovna BASS

V programu vyuzivam knihovnu BASS verze 2.4.11. Jedna se o multiplat-
formni knihovnu pro praci se zvukovymi soubory. Knihovna podporuje rtizné
zvukové formaty, véetné formatu MP3, ktery je pouzivan v této préaci. Pro
nekomer¢ni uziti je knihovna poskytovana zdarma. [14]

Préci s knihovnou zobrazuje kéd 3.1.

float fft[1024];

BASS_ Init(—1, 44100, BASS DEVICE NOSPEAKER, 0, NULL);
HSTREAM m_ hsStream = BASS_StreamCreateFile (FALSE, pFileName, 0, 0,
BASS_STREAM_DECODE | BASS_SAMPLE_FLOAT) ;

BASS__ChannelSetPosition (m__hsStream, BASS_ ChannelSeconds2Bytes (m_hsStream ,
dTime) , BASS POS BYTE) ;
while (BASS_ChannellsActive(m_ hsStream))

{
BASS_ ChannelGetData (m__hsStream, fft , BASS DATA FFT2048) ;
float dPosition = (float) BASS_ ChannelBytes2Seconds (m_ hsStream ,
BASS_ChannelGetPosition (m_ hsStream, BASS POS BYTE)) ;
if (dPosition >= dMaxTime)
break ;
}

if (m_ hsStream)
BASS_ StreamFree (m__hsStream) ;
BASS_Free();

Kéd 3.1: Priklad préace s knihovnou BASS

Pred zacatkem préace se souborem je nutné knihovnu inicializovat voldnim
BASS_Init. V prikladu je vychozi nastaveni pro konzolovou aplikaci — bude
pouzito vychozi zvukové zafizeni, vzorkovaci frekvence 44100 Hz. Prace se
zvukovym souborem zac¢ina volanim BASS StreamCreateFile. Zde je nacten
soubor pFileName.

V prikladu je déle ze souboru od pozice dTime do pozice dMaxTime spoctena
FFT pro N = 2048, tedy 1024 vzorku (pokud neni specifikovano jinak, ima-
ginarni ¢ast neni vracena), a nactena do proménné fft. BASS_StreamFree
uvolnuje nac¢teny soubor, BASS Free uvolnuje ostatni alokované zdroje.
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3.5.2 Knihovna FANN

FANN je knihovna implementujici vicevrstvou umeélou neuronovou sit po-
skytovana pod licenci GNU LESSER GENFERAL PUBLIC LICENSE. Je
multiplatformni s podporou vice jak 20 programovacich jazykt. Knihovna
nabizi nékolik algoritmu uc¢eni (RPROP, Quickprop) a siroké moznosti para-
metrizace neuronové sité. [15]

Jednoduchy piiklad pouziti knihovny FANN zobrazuje kéd 3.2. Nejprve se
vytvori struktura slouzici pro reprezentaci sité. V prikladu je vytvorena sit se
tfemi vrstvami, vstupni vrstva ma pocet neuronti roven hodnoté num_input,
skryta vrstva ma pocet neuront dany proménnou num_hidden a pocet neu-
ronti uddva proménna num_output.

Pro skrytou a vystupni vrstvu se nastavi aktivacni funkce na symetrickou
sigmoidu. Pro trénovani sité se pouziva funkce fann train on_file, kde
jednotlivé parametry jsou sif urcena k trénovani, jméno souboru s trénovaci
mnozinou, maximalni pocet iteraci, pocet iteraci mezi vystupy a pozadovana
chyba. Natrénovanou sit lze pro pozdéjsi potieby ulozit do souboru volanim
fann save.

struct fann xann;

ann = fann_ create_standard (3, num_input, num_hidden, num_output);
fann_set__training__algorithm (ann, FANN_TRAIN RPROP) ;
fann_set_activation function hidden (ann, FANN SIGMOID SYMMETRIC) ;
fann_set__activation_function__output (ann, FANN_SIGMOID SYMMETRIC) ;
fann_train_on_ file (ann, file , UINT MAX, uiEpochsToReport, fGoalError);

fann_save(ann, fileNET);
fann__destroy (ann) ;

Kéd 3.2: Priklad trénovani neuronové sité s knihovnou FANN

Pro naslednou klasifikaci pak stac¢i nacist natrénovanou neuronovou sif ze
souboru volanim fann _create_from _file a spustit fann_run. Parametry
jsou naucena neuronova sit a vektor s hodnotami vstupti, navratovou hod-
notou je excitace vystupni vrstvy. Priklad klasifikace zobrazuje kod 3.3.
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struct fann *ann;
float *output;

ann = fann_ create_from_ file (fileNET);

5| output = fann_run(ann, input);

fann__destroy (ann) ;

Kéd 3.3: Klasifikace s knihovnou FANN

3.5.3 Knihovna libMFCC

Pro extrakci MFCC pouzivam knihovnu libMFCC [16], ktera je psand v C.
Préace s ni je velmi jednoducha — knihovna poskytuje jednu funkci pro ziskani
k-tého koeficientu ze zadané FFT signalu.

for (int iCoeff = 1; iCoeff <= iNumMFCC; iCoeff++)

float val = (float) GetCoefficient (fft , SAMPLERATE, 48, 1024, iCoeff);
}

Kéd 3.4: Pouziti knihovny 1libMFCC

Kéd 3.4 zobrazuje smycku pro ziskani koeficientdt MFCC. Prvnim paramet-
rem je FFT daného signédlu, nasleduje vzorkovaci frekvence, pocet pouzitych
filtrt pro vypocet koeficientii, pocet koeficientiht FF'T a poradové ¢islo poza-
dovaného koeficientu.

Knihovna byla vyvinuta specidlné pro rozpoznavani hudby, z toho diavodu
jsem se ji rozhodla pouzit. Ve své praci popisuji autori, ze knihovnu imple-
mentovali s prihlédnutim na rozpoznavani hudebnich nastroji [17].

Knihovna pouzivd maximalné 48 navzajem se prekryvajicich filtrli, které po-
kryvaji frekvence 0 — 9614 Hz. Stredni frekvence pro k-ty filtr se vypocte dle
vzorce (3.1).

66.66k prol <k<14
fe(k) = { (3.1)

1073.4(1.0711703)"4  pro 15 < k < 48
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3.6 Navrh programu

Strukturu programu jsem navrhla tak, aby bylo mozné ménit parametry al-
goritmu i pouzity algoritmus pomoci parametri programu zadanych pri spus-
téni. Obrazek 3.1 znazornuje diagram tiid vytvoreného programu.

SoundProcess
ClassifierHelper

# dFeatures : float * + Initialise() : int

# results * : int + OpenSoundFile(const char *) : int.
+ ExtractFeatures(float *, float) : void
+ HasData() : bool

+ ExtractFeatures(const char *, SoundProcess): + GetLength() : float

void

+ Train() : void

+ Run(const char *, SoundProcess) : void

# GetAnswer(float *) : int

# GetMp3sInDir(const char ) : vector<string>
# Init() : void

Y
T «enum»
e_MusicGenre

ANNHelper KNNHelper Constants

Obrézek 3.1: UML diagram trid

Vytvorila jsem generickou tiidu pro uceni a klasifikaci ClassifierHelper,
ktera obsahuje virtualni metody pro spusténi extrakce ptiznaki, trénovani a
klasifikaci. Jeji potomci (konkrétni klasifikdtory) poté tyto metody budou im-
plementovat. Lze tedy vytvorit vice klasifikdtori a pomoci parametru zvolit,
ktery bude pouzit.

Pro praci se zvukovym souborem slouzi tfida SoundProcess, kterd komu-
nikuje s knihovnou BASS a udrzuje handle na pravé zpracovavany zvukovy
soubor. Déle tato tfida poskytuje jednotnou extrakci priznakt z otevieného
souboru, kterd je pouzivana jak pri extrakei ptriznakt, tak pri klasifikaci.

Veskeré nastaveni algoritmu je pak ulozeno ve statické tridé Constants, jejiz
hodnoty se plni pri spusténi programu ze zadanych argument.
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3.6.1 Logické rozdéleni programu

Program se bude skladat ze tii logickych celkii:

o extrakce priznaki z dat a vytvoreni trénovaciho datasetu,
« trénovani klasifikadtoru a

o klasifikace.

Zejména kvuli casové narocnosti prvnich dvou krokt nutnych pro pripravu
klasifikatoru jsem se rozhodla navrhnout program tak, aby jej bylo mozné
pustit pro kazdy logicky celek zvlast. Vystupy béhu extrakce ptriznaki a tré-
novani jsou ukladany do souboru a pouzivaji je nasledujici iiseky programu.

V praxi to znamena, ze lze pustit napt. pouze extrakci priznaki, kterd vytvori
soubor s trénovacim datasetem pro pozdéjsi pouziti.

Spusténi trénovani a nebo klasifikace samoziejmé vyzaduje pritomnost vy-
stupu z predchazejicitho kroku. Pro trénovani se jednd o zminény soubor
s trénovacim datasetem, pro klasifikaci je to soubor s ulozenou strukturou
NN.

U klasifikace pomoci algoritmu k-NN se proces trénovani spousti pred spus-
ténim klasifikace, protoze je vzhledem ke trénovani neuronové sité rychly a
jeho vystupem je nastaveni pouze jednoho parametru. Z toho divodu mi
prislo zbytecné vytvaret soubor s nastavenim.

Struktura souboru s trénovacim datasetem

Struktura souboru s trénovacimi daty je odvozena od formatu souboru, ktery
vyzaduje knihovna FANN. Soubor zac¢ina tfemi celymi ¢isly predstavujicimi
pocet trénovacich vzorka v souboru, pocet vstupu sité (odpovidd velikosti
ptiznakového vektoru) a pocet vystupi (odpovidd poctu tiid). Dale nésle-
duji jednotlivé trénovaci vzorky — vzdy radek se vstupy nasledovan radkem
s o¢ekdvanym vystupem sité, viz 3.5.
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Kod 3.5: Priklad souboru s trénovacimi daty

Priklad formatu souboru obsahuje tti trénovaci vzorky, ptriznakovy vektor se
skldda ze tii ¢isel a odpovéd neuronové sité bude jedno ¢islo.

3.6.2 Zpusob zpracovani dat

Kviili urychleni trénovani i klasifikace jsem se rozhodla pro davkové zpraco-
vani jednotlivych trénovacich i klasifikovanych nahravek.

K tomuto ucelu vyuzivam knihovnu dirent. Jako parametr pti spusténi pro-
gramu je ocekavana cesta ke slozce obsahujici trénovaci data v médu extrakce
priznaki a/nebo cestu ke sloZce obsahujici data ke klasifikaci v médu klasi-
fikace.

Extrakce priznaku

Pro extrakci priznaka je program spustén s parametrem F a s cestou ke
korenové slozce s trénovacimi daty. Ta musi mit predepsanou strukturu, aby
doslo ke spravnému nacteni vsech dat. V kotenové slozce jsou ulozeny slozky
s ¢isly 01 — 06 pro pouzivanych 6 hudebnich zanri. Poradi hudebnich zanrt
odpovida poradi hodnot ve vyétovém typu e_MusicGenre.

Jednotlivé slozky pak mohou obsahovat trénovaci data ve formatu MP3. Po-
¢et souboril ve slozkach nemusi byt stejny a neni nikde definovan.

Klasifikace

Pokud je program spustén v modu klasifikace, tj. s parametrem T, je tieba,
aby tento parametr nasledovala cesta ke slozce obsahujici testované nahravky.
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Vsechny MP3 soubory v této slozce pak klasifikator postupné zpracuje a urci
pro né zanr.

Pro testovani je davkovy béh uzitecny, nicméné u klasického spusténi klasifi-
katoru se spise ocekava, ze bude vstupem jedna testovana nahravka.

3.6.3 Tridy pro klasifikaci
ClassifierHelper

Jedna se o virtualni tridu, ktera slouzi jako genericky klasifikator. Obsahuje
virtualni metody ExtractFeatures pro extrakci priznakii a vytvoreni tréno-
vaci mnoziny, Train pro trénovani klasifikatoru a Run pro spusténi samotné
klasifikace.

Metody Train a Run jsou specifické podle typu pouzitého klasifikatoru, proto
jejich implementace obsahuji az potomci tifidy ClassifierHelper. Metoda
ExtractFeatures pouziva pro ziskani priznakt tifidu SoundProcess.

Dale tiida obsahuje nékolik protected metod a atributt. Tyto metody jsou
pomocné pro vypocty a pouzivaji je konrétni klasifikatory. Metoda Init
slouzi pro pozdni inicializaci klasifikdtoru. Je v ni provedeno vse, co je nutné
pred spusténim klasifikace, ale nemohlo byt jesté provedeno v konstruktoru.

Metoda GetMp3sInDir slouzi pro vytvoreni seznamu cest ke vSem souborim
MP3 v zadané slozce. Pouziva se jak pro extrakci priznaki, tak pro testovani
(metody ExtractFeatures a Run).

Metoda GetAnswers je abstraktni. Slouzi na urceni odpovédi na zakladé vy-
stupu klasifikatoru, musi byt tedy implementovana pro kazdy klasifikator
specificky.

Atributy tridy jsou dFeatures, vektor priznaku pro pravé zpracovavany vzo-
rek, a results, vektor slouzici pro test. Tento vektor v sobé uchovava infor-
maci ohledné klasifikace jednotlivych 2 sekundovych c¢asti pravé nahravky,
aby mohlo byt nasledné rozhodnuto o jejim zarazeni.
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ANNHelper

Ttida dédi od virtudlni tiidy ClassifierHelper. Jedna se o klasifikator po-
uzivajici neuronovou sit, konkrétné implementaci Artificial Neural Ne-
twork Library [15]. Tato implementace nabizi mnozstvi parametri k nasta-
veni modelu neuronové sité, zejména nékolik algoritmii uceni, rizné aktivacéni
funkce ¢i rizné metody vypoctu chyby.

Pro tcely diplomové prace jsem pouzila neuronovou sit s jednou skrytou
vrstvou. Pocet neuronti ve vstupni vrstvé odpovida velikosti priznakového
vektoru (lisi se na zakladé zvolenych priznaki), vystupni ma Sest neuront,
coz odpovida poctu ttid. Dostateény pocet neuront ve skryté vrstvé jsem po
nékolika pokusech stanovila na 500.

Dale pouzivam symetrickou sigmoidu jako aktivacni funkci a pro trénovani
algoritmus RPROP. Prislusnost vzorku k n-té tiidé se projevi aktivaci n-
tého neuronu ve vystupni vrstvé na hodnotu 1. Ostatni neurony budou mit
hodnotu -1.

Knihovna nabizi i dalsi algoritmy uceni, napr. Quickprop ¢i klasické zpétné
siteni. Vétsinu z nich jsem testovala a pouzitim RPROP se sit ucila nejrych-
leji.

Prestoze knihovna FANN umoznuje pustit trénovani rovnou nad datovym
souborem, rozhodla jsem se proces o néco vice ridit. Zejména z toho duvodu,
ze pro rytmicky ptiznakovy vektor chyba sité divergovala a trénovani nebylo
mozné ukoncit. Proces trénovani sité pouzity v této préaci zobrazuje kéd 3.6.

Je vidét, ze v pripadé prekroc¢eni maximalniho poctu iteraci se kontroluje
chyba Fuil Bit, ktera predstavuje celkovy pocet bitil v dané iteraci pro vsechny
trénovaci vzorky, které se liSily od predepsaného vystupu. Tyto konstanty
jsem stanovila po pozorovani nékolika tspésnych a netspésnych béht na
150000 iteraci a 1000 bit.

37



17
18

19

w N e

NG N

Realizace Navrh programu

struct fann train_ data xdata = fann_ read train_ from file(data_fileIN);

for (; ; epochs++)

{
fann__train__epoch (ann, data);
fThisError = fann_get_ MSE(ann);
uFailBits = fann__get_bit_fail (ann);

if (fThisError < fGoalError || uFailBits = 0) // standard stop, good
break ;
else if (epochs % uiEpochsToReport = 0)
if (epochs > maxEpochs && uFailBits > epochThresh) // nonconverging
break;
// report

printf('"%d. Last error %lf , current error %lf. Fail bits %d\n", epochs,
fLastError , fThisError, uFailBits);
fLastError = fThisError;

Kod 3.6: Proces trénovani FANN

Pro vSechna tspésna trénovani byla pozadovana chyba dosazena bud drive
nez po 150000 iteracich, anebo touto dobou byl pocet chybnych bitti mensi
nez 500. Timto nastavenim jsem tedy ovlivnila pouze takové trénovaci pro-
cesy, jejichz chyba méla tendenci divergovat a zistavala velkd i po mnozstvi
uprav struktury sité.

KNNHelper

Trida implementuje druhy pouzity algoritmus pro klasifikaci k-NN. Opét
dédi od ClassifierHelper. Pro urceni idedlni hodnoty k, kterd predstavuje
pocet uvazovanych sousedii, se pouziva krizova validace.

Trida pro reprezentaci trénovacich i testovanych vzorku pouziva pomocnou
strukturu Sample, kterd se skladd z priznakového vektoru, zanru, ke kterému
vzorek nalezi a vzdalenosti. Vzdalenost se plni pri klasifikaci a vztahuje se
vzdy k prave klasifikovanému vzorku. Strukturu zobrazuje kod 3.7.

struct Sample

std :: vector<float> data;
e_ MusicGenre genre;
float distace;

IE

Kéd 3.7: Struktura pro uchovani dat
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Pro nacteni trénovaci mnoziny slouzi metoda LoadSamples. Béhem tréno-
vani se nastavi nejlepsi hodnota k. Pr1i klasifikaci se pak pro klasifikovany
vzorek pocita vzdalenost ke vSem vzorkum v trénovaci mnoziné. Ty jsou
pak sefazeny podle vypoctené vzdéalenosti a na zakladé k nejblizsich zvolena
trida, do které bude testovany vzorek zarazen. Eukleidovska vzdalenost mezi
priznakovymi vektory x a y se vypocita dle vzorce

d= ¢Z<xm — gl (3.2)

3.6.4 Ostatni tridy
Trida SoundProcess

Pro préci se zvukovym souborem je pouzivana tiida SoundProcess, ktera
slouzi jako adaptér knihovny BASS [14].

Prace se zvolenym souborem obsahujicim zvuk zac¢ina jeho otevienim volanim
metody OpenSoundFile, kterd otevie pozadovany soubor a uchova ukazatel
na néj pro dalsi praci.

Nejdiilezitéjsi metodou pro klasifikaci je metoda ExtractFeatures. Ta z ote-
vieného souboru dle nastavenych parametri programu extrahuje priznakovy
vektor. Parametry metody jsou adresa k ulozeni extrahovanych priznaki a
cas, kde v souboru zac¢ina aktudlni vzorek.

Zpracovani souboru probiha typicky volani metody ExtractFeatures ve
smycce, viz kod 3.8. Soubor se programové rozdeéli na vzorky o velikosti
textWSize, které jsou zpracovany.

float dTime = 0.1f;

soundProcess—>OpenSoundFile (fileName) ;

while (dTime + textWSize <= soundProcess—>GetLength())

{
soundProcess—>ExtractFeatures (dFeatures, dTime);
dTime += textWSize;

}

Kéd 3.8: Zpracovani zvukového souboru
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Trida obsahuje dale nékolik pomocnych metod, napr. GetTimbralFeatures
¢i GetMFCC, které slouzi, jak nazvy napovidaji, pro ziskdini MFCC a spekt-
ralnich priznaki, a jsou vyuzivany v metodé ExtractFeatures.

Trida Constants

Protoze jednotlivé parametry pro klasifikaci jsou konstantni pro jeden béh
a vyuzivaji se na vice mistech, rozhodla jsem se vytvorit statickou tridu
Constants, kterd bude pro dany béh programu uchovavat hodnoty vsech
parametri.

Vv

kost zpracovavaného vzorku, a m_dAnaWindow predstavujici velikost analytic-
kych oken. Tyto parametry slouzi k rozdéleni signalu pro zpracovani. Dalsim
dilezitym parametrem je pouzity priznakovy vektor m_eFeatures.

Trida obsahuje tii metody — GetFeaturesCount pro ziskani velikosti ptizna-
kového vektoru dle zvolenych ptiznakil, GetFeaturesType, ktera vraci tex-
tovy popis zvoleného ptiznakového vektoru, a pomocnou GetWindowsCount,
ktera vraci pocet analytickych oken ve vzorku.

Vycétovy typ eUsedFeatures

Slouzi pro reprezentaci pouzitého priznakového vektoru. Obsahuje nasledujici
hodnoty:

e Features MFCC_only pro pouziti pouze MFCC,
o Features_Timbral Texture pro spektralni priznakovy vektor,
o Features_ Rhytmic reprezentujici rytmické priznaky,

o Features_Both pro kompletni priznakovy vektor.
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Vyctovy typ e_MusicGenre

Predstavuje jednotlivé hudebni zanry, resp. tfidy pro klasifikaci. Pro rozsiteni
poctu trid, neni nutné upravovat zbytek programu, staci pridat hodnotu pred
MusicGenre Count of Elements.

V aktualni verzi programu obsahuje vycet nasledujici hodnoty:

e MusicGenre Classic,
e MusicGenre_Folk,

e MusicGenre_Rap,

e MusicGenre_Jazz,

e MusicGenre_Rock,

e MusicGenre Metal a

e MusicGenre Count_of Elements pro snadné zjisténi poctu ttid.

3.7 Problémy

V naésledujicich odstavcich popisi problémy, na které jsem narazila béhem
vyvoje. Také se zminim o slepych ulickach pti realizaci prace.

3.7.1 Problémy s konvergenci neuronové sité

V nékterych pripadech, kdy trénovaci data byla Spatné rozmisténa v pti-
znakovém prostoru, dochazelo k velmi pomalé konvergenci neuronové sité ¢i
dokonce jeji divergenci.

Standardni funkce pro trénovani neuronové sité fann _train on_file se za-
stavuje pouze v pripadé dosazeni pozadované chyby ¢i po maximalnim poctu
iteraci. Protoze jsem pocet iteraci neomezovala, v pripadé Spatné konvergence
se trénovani nezastavilo.
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Standardni postup pro ukoncéeni béhu nekonvergujiciho trénovani je zalozen
na kontrole rozdilu chyb aktualni a predchozi iterace. Tento postup bohuzel
kvtli divergenci nefungoval, takze jsem musela zvolit postup nédhradni.

Na zékladé pozorovani ispésnych a neuspésnych (nekonvergujicich) béhu tré-
novani neuronové sité, jsem se rozhodla stanovit hranici poc¢tu iteraci, po
jejimz dosazeni kontroluji chybu vystupu jednotlivych neuront, tzv. Fail Bit.
Pokud hodnota této chyby neni pod stanovenou hranici, prohlasim algorit-
mus za nekonvergujici a jeho béh ukoncim.

3.7.2 Rytmické priznaky

Pro extrakci rytmickych priznakil ze signalu jsem vyzkousela obé popsané
metody, nicméné zadny neprinesl pozitivni vysledky.

Moznym divodem je, Ze jsem pro implementaci rytmického histogramu ne-
pouzila na rozdéleni signalu do rtiznych frekvenc¢nich pasem vinovou trans-
formaci, ale vyuzila jsem FFT.

Protoze jsem FF'T aplikovala na 250 ms okna, je mozné ze jsem prilis zmen-
sila pocet hodnot pouzitych pro vypocet rytmického histogramu a ten pak
neodpovidal signalu, ale jeho hrubé aproximaci.

Druhy zptisob zkoumajici zmény ve spektralnim toku pro nizsi frekvence mél
o néco lepsi vysledky, proto jsem se ho rozhodla nakonec pouzit. Nicméné
i tak je priznakovy vektor zamérujici se na rytmus nejméné uspésnym pro

klasifikaci.

3.7.3 Pocet MFCC

Jak jsem jiz zminovala, pro klasifikaci hudebnich zanri kvili zastoupeni vys-
sich frekvenci jsem ocekavala nutnost pouziti vice mel-frekvencnich koefici-
entll nez se bézné pouziva pro rozpoznavani reci. Nékteré hudebni nastroje
dosahuji frekvenci az 16 kHz.

Dle [17] je mozné ale dosdhnout dobrych vysledkt i pouzitim 20-ti MFCC,
které pokryvaji pouze frekvencéni pasmo 66 — 1736 Hz, coz je priblizné desetina
predpokladaného rozsahu.
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Rozhodla jsem se provést test pro ovéteni dilezitosti jednotlivych frekvenc-
nich pasem v riiznych hudebnich Zanrech.

V programu Audacity jsem na vybrané skladby aplikovala nejprve dolni pro-
pust, jejiz pomoci jsem kompletné odrizla frekvence nad 2000 Hz, poté jsem
na né aplikovala horni propust, kterym jsem naopak odrizla frekvence pod
2000 Hz. Pri poslechu byl originadlu vice podobny vzorek s nizsimi frekven-
cemi. Pro nékteré hudebni zanry, jako rock a metal, se dokonce zduraznily
jejich typické rysy.

Ptes priznivé vysledky poslechového testu jsem se rozhodla vyzkouset pouziti
jak 20 MFCC tak 48 MFCC, které pokryvaji o néco frekvencéni pasmo 66 —
9614 Hz. Pri srovnani jejich vysledki jsem si nevsimla zadného zhorseni —
oba testy dopadly srovnatelné. Doba trénovani a testovani byla samoziejmé
znacné kratsi pro 20 koeficientii.

Na zakladé téchto testl jsem usoudila, ze i kdyz testované vzorky obsahuji
vyssi frekvence, ty nenesou tolik informace dulezité pro klasifikaci jako frek-
vence nizsi. Z toho divodu pouzivam pouze 20 MFCC.
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4 Vysledky

Kapitola se vénuje pribéhu jednotlivych testt a shrnuje vysledky prace. Vy-
stupy klasifikdtoru jsou porovnavany s daty ziskanymi testem referenc¢ni sku-
piny lidi.

4.1 Prubéh testovani

Program prosel nékolika vlnami testti. V prvni ¢asti vyvoje jsem program
testovala proti mnoziné dat, kterou jsem sama rozradila do skupin. Ucelem
tohoto testovani bylo zjisténi idedlniho nastaveni parametri jednotlivych al-
goritml. Druhé vlna testovani probihala proti dattim, ktera rozradila refe-
ren¢ni skupina lidi. Vysledky téchto testii jsou rozebrany na nésledujicich
stranach.

4.1.1 Test referencni skupiny

Protoze je tloha rozpoznavani hudebnich zanr velmi subjektivni a na vy-
sledcich se mnohdy neshodnou ani dva lidé, rozhodla jsem se provést test
na vétsi skupiné lidi. Na zakladé vysledku tohoto testu jsem pak rozhodla o
spravném zarazeni jednotlivych testovanych nahravek.

Celkem se testu tucastnilo 24 lidi ve véku od 12 do 59 let. Median véku
tcastnikd byl 25 let. Zen v testovaci skupiné bylo devét a muzii patnact.
Vétsina tucastnikti o sobé prohlasila, ze ma kladny vztah k hudbé, i kdyz ne
vsichni meéli zkusenost se vsemi testovanymi hudebnimi zanry.

Kazdy ucastnik testu dostal k dispozici 48 nahravek, u nichz bylo jeho tikolem
uréit zanr, a to pravé jeden z mnou definovanych. Kompletni vysledky testu
zobrazuji tabulky A.1 a A.2, které jsem vzhledem k jejich rozmértum umistila
do prilohy. Zde uvedu jen nejzajimavéjsi poznatky z testu.

Statistické shrnuti vysledku testu zobrazuje obrazek 4.1. Pro zarazeni testo-
vané skladby do zanru jsem brala vétsinovy hlas. Ne vzdy se vSak na daném
zanru shodli vSichni tcastnici testu, vétsina tedy nemusi odpovidat 100%.
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Graf zobrazuje statistiku vysledkl testu. Jedna se o procentudlni hodnoty
poctu tcastniki testu, ktefi hlasovali pro zanr, ktery zvitézil (tedy danou
vétsinu). Oranzovy sloupec predstavuje medidn procentudlniho vyjadieni
majoritniho hlasu, modry je pak minimdalni hodnota. Kazdy zanr obsaho-
val alespon jednu skladbu, kterd byla zarfazena jednohlasné, tedy hodnota
majoritniho hlasu byla 100%.

100

95

40
classical folk electro, rap jazz, swing rock, punk heavy metal

Obrazek 4.1: Graf zobrazujici procentualni hodnotu majoritniho hlasu pro
jednotlivé zanry

Dle ocekavani se nékteri lidé u nékterych testovanych nahravek neshodli
ohledné zarazeni. Nejvétsi problémy byly v pripadé rockovych, metalovych
ale i folkovych nahravek, coz je vidét i na niz$im medidnu majoritnich hlasu.

U jazzu se jednalo spiS o problémy s jednotlivymi vzorky, s vétsinou problém
nebyl. Na druhou stranu klasicka hudba a rap dosahly u lidi z testovaci

skupiny témér jednohlasné klasifikace.

Celkove bylo mozné na zakladé vétsiny vybrat hudebni zanr pro kazdou z tes-
tovanych nahravek. Pro nasledujici testy jsem pouzivala pravé tyto zanry.
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4.1.2 Vysledky klasifikatoru

Nyni popisu vysledky klasifikatoru, kterych dosédhl na testovaci mnoziné po-
uzité v testu referenéni skupiny lidi. Protoze jsem béhem vyvoje zkousela
ruzné pristupy, rozhodla jsem se nechat pti spusténi klasifikatoru moznost
zvolit typ pouzivaného priznakového vektoru a vysledky proto zobrazuji pro
rizna nastaveni klasifikatoru.

Pro kazdy priznakovy vektor jsem zkousela oba klasifikac¢ni algoritmy, které
program poskytuje. Lepsich vysledkti obecné dosahla NN, takze dale uvedené
vysledky jsou vysledky klasifikace za pouziti NN.

MFCC

Vysledky klasifikace pouze podle MFCC zobrazuje tabulka 4.1.

., Klasifikace klasika folk rap jazz rock metal | %

Zanr
klasika 8 0 0 1 0 0 88,8
folk 0 5 0 1 0 0 83,3
rap 0 1 7 0 0 0 87,5
jazz 1 1 0 5t 0 0 71,43
rock 1 2 0 0 5 2 50
metal 0 0 0 0 1 7 87,5

Tabulka 4.1: Vysledky klasifikatoru pfi pouziti pouze MFCC jako ptiznakt

Rédky odpovidaji skute¢nym Zanrtim, sloupce pak zanrtm, do kterych byly
vzorky klasifikovany. Sloupec oznaceny symbolem % predstavuje procentudlni
uspésnost zarazeni pro dany hudebni zanr.

Je vidét, ze klasifikace podle MFCC byla pomérné tspésna pro klasickou
hudbu, folk, rap a metal. Naopak vysledky pro rock nejsou prilis privétivé.

Celkove klasifikator spravné zaradil 37 skladeb ze 48, coz odpovida tispésnosti
77%. Pro srovnani klasifikace pomoci algoritmu k-NN dosdhla tspésnosti
70,83%, tj. 34 spravné zarazenych skladeb.
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Spektralni priznaky

Spektralni priznakovy vektor dosahl vysledkt zobrazenych v tabulce 4.2.

.. Klasifikace klasika folk rap jazz rock metal | %

Zanr
klasika 8 0 0 1 0 0 88,8
folk 2 4 0 0 0 0 66, 6
rap 0 1 7 0 0 0 87,5
jazz 1 1 0 5 0 0 71,43
rock 3 1 0 0 6 0 60
metal 0 0 0 0 0 8 100

Tabulka 4.2: Vysledky klasifikatoru pro spektralni priznaky

Celkovy pocet spravné zarazenych nahrivek je 38 ze 48, tj. tispéSnost 79%.
Tento priznakovy vektor byl tspésny pro metal, elektronickou a klasickou
hudbu. I kdyz do klasické hudby bylo zafazeno i znacné mnozstvi vzorkt
patiici do jinych hudebnich zanrt.

Klasifikace pomoci algoritmu k-NN zaradila spravné 36 ze 48 nahravek, tedy
dosahla tspésnosti 75%.

Rytmické priznaky

Klasifikace pomoci rytmického priznakového vektoru dopadla dle oc¢ekavani
nejhire viz tabulka 4.3.

.. Klasifikace klasika folk rap jazz rock metal | %

zanr
klasika 8 0 0 0 0 1 88,8
folk 2 3 0 0 0 1 50
rap 0 1 6 0 0 1 75
jazz 0 1 1 2 1 2 28,57
rock 0 1 1 0 4 4 40
metal 0 0 0 0 2 6 75

Tabulka 4.3: Vysledky klasifikatoru pro rytmické priznaky

Celkova uspésnost je 29 spravné zarazenych skladeb ze 48, tedy lehce pres
60%. Algoritmus k-NN dosahl pouze 22 spravnych odpovédi (tispésnost 45%).
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Vsechny priznaky

Po pridani rytmického priznakového vektoru ke spektralnimu se sice zlepsilo
spatné klasifikovani jinych hudebnich zanrt mezi klasickou hudbu, nicméné
celkova tspésnost o néco klesla vzhledem k vysledkt spektralniho priznako-
vého vektoru.

Tento pripad je jediny, kdy lepsich vysledkt dosahla klasifikace pomoci k-NN
nez NN. Vysledky pouzitim k-NN zobrazuje tabulka 4.4.

., Klasifikace klasika folk rap jazz rock metal | %

Zanr
klasika 7 0 0 2 0 0 7T
folk 0 5 0 1 0 0 83,3
rap 0 0 7 0 1 0 87,5
jazz | 10 4 1 0 | 57,14
rock 0 2 1 1 5 1 50
metal 0 0 0 0 0 8 100

Tabulka 4.4: Vysledky klasifikatoru pti pouziti vSech priznaki

Celkova uspésnost je 77%, 37 spravné zarazenych nahravek. Klasifikace po-
moci NN méla celkem 36 ze 48 spravnych odpovédi, coz odpovida ispésnosti
75%.

4.2 Vliv parametri na Gspésnost

Béhem realizace jsem zkousela rizné nastaveni klasifikatoru. Zde popisi jaky
vliv na tspésnost mély zmény jednotlivych parametri. Zejména se jedna
o velikost analytického okna a zpracovavaného vzorku.

Pro nasledujici testy byl pouzit spektralni priznakovy vektor, ktery dosahl
nejlepsich vysledki. Jako klasifikacni algoritmus jsem pouzila k-NN kvili
rychlejsi zpétné vazbé. Nebyl problém stejné testy provést i pro NN, ale bylo
by to velmi ¢asové narocné. Klasifikace pomoci k-NN poskytuje dobry odhad
uspésnosti pro jednotlivé parametry.
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Visledky Vliv parametri na uspésnost

4.2.1 Velikost zpracovavaného vzorku

Tento parametr urcuje pro jak velkou ¢ast nahravky bude klasifikator urcovat
zanr. Nahravka se typicky déli na vice vzorkd, ale zanr se urc¢uje pro kazdy
z nich nezavisle.

Béhem poslechovych testti jsem velikost vzorku stanovila na 1 — 2 s. Nicméné,
jak je vidét v grafu 4.2, zkousela jsem i jiné hodnoty a zvolena velikost 2 vterin
skutec¢né dosahla nejlepsich vysledkt, i kdyz jen lehce. Pro delsi casové tiseky
pak tspésnost mirné klesa.
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Obrazek 4.2: Graf zavislosti uspésnosti na velikosti vzorku

Pro vSechny testy bylo pouzito nejlepsi analytické okno, tedy 250 ms.

4.2.2 Velikost analytického okna

Zpracovavany vzorek se pro ucely extrakce priznakil dale déli na analyticka
okna, po kterych je zpracovavan. Zavislost uspésnosti klasifikace na velikosti
analytickych oken zobrazuje graf 4.3.
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Viysledky Zhodnoceni visledku
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Obrézek 4.3: Graf zavislosti ispésnosti na velikosti analytického okna

Nejlepsich vysledki dosahla klasifikace pri pouzivani 250 ms analytického
okna. Pro vSechny testy byla pouzita velikost vzorku 2 s.

4.3 Zhodnoceni vysledkii

Testu referencéni skupiny se ucastnilo celkem 23 lidi. Ocekavala jsem ucast
vyssi, ale s nakonec jsem s velikosti skupiny spokojena. Velkou ¢ést ucastnika
nejspise odradila velikost testovaci mnoziny, kterda méla néco pod 3 hodiny
poslechu. Vétsina hudebnich zanri ziskanych z tohoto testu souhlasila s mymi
ptvodnimi odhady, nékolik jsem odhadla Spatné a musela jsem jejich zanr
upravit.

To navadi k myslence, Ze podobné sestaveny trénovaci dataset by mohl dosah-
nout vyssi ispéSnosti nez dataset, ktery jsem pripravovala pouze na zakladé
svého osobniho nézoru.

Celkové dosahl klasifikator primérené dobrych vysledka. Porovnavala jsem
klasifikaci pouzitim dvou algoritmii — k-NN a NN, kdy lepsich vysledki do-
sahla ve vétsiné pripadi neuronova sif. Déle jsem zkousela rtizné pristupy
k extrakci priznak.

20



Viysledky Zhodnoceni visledku

Testovala jsem rizné nastaveni klasifikdatoru a jejich vliv na tspésnost kla-
sifikace. Zejména jsem zkousela ménit délku zpracovavaného signalu a délku
analytickych oken. Pro findlni nastaveni jsem vybrala ty hodnoty, se kte-
rymi byla klasifikace nejispésnéjsi — 2 sekundové vzorky rozdélené na 250 ms
okénka, ktera se z poloviny prekryvaji.

Vytvorila jsem ¢tyfi rtizné priznakové vektory, z nichz jeden je kombinaci
vsech predchozich. Nejlepsich vysledkti dosahl spektralni priznakovy vektor,

ktery dokazal urcit zatadit spravné 38 skladeb ze 48, coz odpovida ispésnosti
79%.

Naopak nejhure dopadl rytmicky priznakovy vektor s ispésnosti pouze 60%.
Ostatni priznakové vektory dosdhly tspésnosti kolem 75%.

Klasifikace s pomoci priznakového vektoru ma pro jednotlivé skupiny dobrou
uspeésnost spravnych zarazeni, velmi casto ale klasifikuje chybné skladby jako
klasiku, i kdyz by mély patrit do jiné kategorie.

Rytmicky priznakovy vektor mé zase problémy klasifikovat jazz a znacné
mnozstvi skladeb zarazuje chybné do metalu. Pomér spravné a chybné zara-
zenych skladeb zobrazuje graf 4.4.
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Obréazek 4.4: Pomér spravné a chybné zarazenych skladeb dle zanra a pri-
znakovych vektort
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Viysledky Zhodnoceni visledku

Modra tada znaci pocet spravné zarazenych nahravek, oranzova pak pocet
skladeb mylné zarazenych do daného zanru. Hodnoty je tfeba porovnavat
v ramci jednoho zanru, kazda skupina ma totiz ruzny pocet skladeb — klasika
9, folk 6, rap/elektro 7, jazz/swing 8, rock/punk 10 a metal 8. Puvodné jsem
méla v imyslu vytvorit rovnomérné zastoupené vsechny skupiny, ale vysledky
referencniho testu pocty skladeb v kategoriich mirné zamichaly.
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5 Zavér

Cilem prace bylo vytvorit klasifikator, ktery bude u danych nahravek ve
formatu MP3 klasifikovat hudebni zanr. Pro ucely prace jsem definovala Sest
hudebnich zanri, pro které jsem testovala optiméalni nastaveni parametri
klasifikatoru a zptisob extrakce priznaki.

Na skupiné dobrovolnikti s kladnym vztahem k hudbé jsem provedla test, diky
némuz jsem ziskala referencéni zarazeni jednotlivych testovanych nahravek
do skupin hudebnich zanrt, se kterym jsem posléze porovnavala vysledky
klasifikatoru. Predevsim kvuli celkové délce tohoto testu, bylo dobrovolniki
0 néco méné, nez bylo pivodné v planu. Presto si myslim, Ze jsou ziskana
data dostatecné vypovidajici.

Program implementuje dva klasifikac¢ni algoritmy a pouziva c¢tyti rizné pii-
znakové vektory, jejichz tispésnost jsem v zavéru prace porovnavala. Nejlep-
sich vysledkil dosahl klasifikator s pouzitim spektralniho ptiznakového vek-
toru, a to 79%. Rytmicky priznakovy vektor naopak dopadl nejhure. Vysledky
dalsich dvou priznakovych vektoru jsou srovnatelné a pohybuji se kolem 75%.

Hlavni problém tlohy vidim v trénovaci mnoziné dat, kterou jsem sestavo-
vala sama. Idealni by bylo provést obdobny test jako na mnoziné testovaci a
zanry u vzorovych skladeb urcit hlasovanim ve vétsim poctu lidi. Vzhledem
k mnozstvi dat, které bylo tfeba pro natrénovani klasifikatoru, to bohuzel
nebylo mozné.

Dalsi zlepseni by mohlo byt dosazeno vybérem casti skladeb, které odpovidaji
danému zanru nejlépe. Opét to vede na tpravu trénovaci mnoziny. Nahravky
pouzivané pro trénovani se nijak neupravovaly a klasifikator je pouzival v pti-
vodni podobé. Vétsina nahravek mohla obsahovat i ¢asti typové patiici do
jiného hudebniho zanru.

V soucasné dobé je mozné klasifikator pouzivat na pomérné presné urceni hu-
debniho zanru, i kdyz existuje prostor pro vylepseni jeho tspésnosti. Program
je pripraven pro mozné dalsi rozsirovani, a to jak pridavani klasifikac¢nich al-
goritm1, tak zménu hudebnich zanri.
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A Vysledky refereéniho testu

Tabulky A.1 a A.2 zobrazujic vysledky testu referen¢ni skupiny dobrovolniki.

track | klasika  folk  elektro/rap jazz/swing rock/punk metal

1 833 91,67 _ _ _ _
2 ; 100 : . : ;

3 _ _ _ _ 33,33 66,67
4 ; ; _ 100 _ _

5 - : 100 _ _ _

6 . _ 95,83 _ 4,17 _

7 . : . : . 100
8 100 . : : . _

9 _ _ 100 _ _ _
10 : _ _ 100 _ _
11 _ _ 100 _ _ _
12 100 ; _ _ _ _
13 : . . 100 . _
14 ; ; : _ 4583 54,17
15 . _ _ 100 _ _
16 : : 4,17 _ 25,00 70,83
17 : 29,17 _ 70,83 : _
18 79,17 8,33 12,50 : . :
19 - 83,33 _ 4,17 12,50 :
20 _ . _ _ 100 _
21 : _ _ 100 _ _
22 100 : _ _ _ _
23 100 . : : : _

Tabulka A.1: Vysledky testu referencéni skupiny — cast 1

Kazdy radek odpovidd jedné skladbé v testovaci mnoziné — byly oznaceny
track a poradové ¢islo.

Hodnoty na radcich odpovidaji procentualnimu vyjadreni hlasi lidi pro dany
zanr a skladbu. Napft. je vidét, ze nahravku oznacenou jako track01 zaradilo
8,33% lidi do skupiny klasickd hudba a 91,67% lidi ji zaradilo fo folku.

Zvyraznéné hodnoty jsou majoritni hlas skupiny — a také zanr, ktery byl dané
testovaci nahrédvce po tomto testu prirazen.



track | klasika  folk  elektro/rap jazz/swing rock/punk metal

24 3 100 _ _ _ _
25 : _ _ _ 62,50 37,50
26 - - 8,33 _ 41,67 50
27 ; ; 4,17 . 95,83 :
28 _ 8,33 12,50 _ 79,17 _
29 _ _ _ _ : 100
30 - - 8,33 - 16,67 75
31 : : _ 100 _ _
32 : : 100 4,17 _ _
33 95,83 4,17 : ; ; _
34 : 100 _ _ _ _
35 . 4,17 _ - 91,67 4,17
36 - 91,67 _ 4,17 4,17 _
37 : : 100 _ ; _
38 95,83 - : _ : _
39 _ 16,67 16,67 16,67 50 _
40 : : 100 _ _ _
41 : 29,17 _ 12,50 58,33 _
42 : 4,17 4,17 _ 91,67 _
43 ; 4,17 95,83 _ . :
44 100 _ _ _ _ _
45 _ 37,50 _ _ 62,50 _
46 100 . _ _ _ _
A7 : 12,50 8,33 4,17 75 _
48 ; _ _ _ 417 95,83

Tabulka A.2: Vysledky testu referenc¢ni skupiny — cast 2

7 tabulek jsou vidét dva nejvétsi problémy dobrovolniki. Casto se nemohli
rozhodnout mezi rockem a metalem, viz nahravky ¢islo 14 a 26. Druhy pro-
blém byl u zarazeni skladeb, které dle vysledkii pravdépodobné patii do vice
kategorii — zde se jedna napt. o nahravky c¢islo 39 a 41.
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B Uizivatelska prirucka

Program MusicGenreClassifier je konzolova aplikace pro klasifikaci za-
znamil hudby ve formatu MP3 do skupin dle hudebnich zanri. Skupin hu-
debnich zanrh, které klasifikdtor umi urcit, je Sest, a to

1. klasicka hudba,

2. folk,

3. elektronicka hudba a rap,
4. jazz a swing,

5. punk, rock a

6. metal.

B.1 Souborova struktura
Souborova struktura na ptilozeném CD s programem je nasledujici:
» slozka code obsahuje zdrojové soubory programu,

« slozka project obsahuje zdrojové soubory a projekt pro Microsoft ®
Visual Studio ®,

» slozka bin obsahuje prelozeny spustitelny soubor pro OS Microsoft ®
Windows ®.

B.2 Instalace programu

Pro spusténi souboru staci nakopirovat slozku bin na sviij pevny disk a
pokracovat dle ndvodu pro praci s programem B.3.
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Pro ptelozeni programu doporucuji pouzit Microsoft ® Visual Studio ® Com-
munity 2015 !, ve kterém lze oteviit soubor MusicGenreClasifier.sln, na-
chazejici se ve slozce visual studio files. Projekt ma nastavené cesty
k pouzivanym knihovnam a nic neni treba upravovat.

Preklad spustite ptikazem Build > Build Solution. Pielozeny spustitelny
soubor lze poté najit ve slozce Release, resp. Debug, ve stejné slozce jako
soubor projektu.

Pro spusténi programu je tfeba ve stejné slozce mit dynamické knihovny
fanfloat.dll a bass.dll, které lze zkopirovat ze slozky bin.

B.3 Prace s programem

Klasifikator lze spustit ve 3 riznych mdédech — priprava dat pro trénovani,
trénovani klasifikacniho algoritmu a klasifikace. Méd klasifikatoru, pripadné
dalsi nastaveni, se ovlada pomoci parametri zadanych pti spusténi.

-F path slouzi pro zapnuti moédu extrakce priznakit, za parametrem musi
nasledovat cesta ke korenovému adresari s trénovacimi daty.

-T zapne méd trénovani.

-R path zapne mdd klasifikace, za parametrem musi nasledovat cesta ke
slozce obsahujici skladby pro klasifikaci.

Parametry mohou byt pouzity kazdy zvlast nebo se mohou kombinovat.
V pripadé chybného zadani parametrii vypise program napovédu a skondi.

B.3.1 Extrakce priznaku

Pro extrakci priznaki je tfeba za parametr pridat cestu k adresati s tréno-
vacimi daty. Pro spravné nacteni vsech dat musi byt dodrzena presné dana
struktura. Korenovy adresar obsahuje 6 slozek oznacenych 01 — 06, které
odpovidaji jednotlivym hudebnim zanrim.

1Zdarma dostupné na https://www.visualstudio.com/

iv


https://www.visualstudio.com/

1. Slozka 01 odpovida klasické hudbé,

2. slozka 02 folku,

3. slozka 03 je urcena pro elektronickou hudbu a rap,
4. slozka 04 pro jazz a swing,

5. slozka 05 bude obsahovat punk a rock a

6. slozka 06 metal.

V téchto slozkach jsou umisténé trénovaci nahravky rozdélené dle danych
zanru.

Vystupem extrakce priznaki je soubor input.data, ktery se vytvori ve slozce,
odkud byl klasifikator spustén. Tento soubor obsahuje ptiznaky pro trénovaci
mnozinu a je nutny pro spusténi trénovani.

B.3.2 Trénovani

Pro trénovani je treba, aby ve slozce s programem byl soubor input.data.
Poté dojde k trénovani neuronové sité nad pripravenymi daty. Vystupem
trénovani je soubor amgc.net, ktery obsahuje ulozenou neuronovou sit a
pouziva se pro dalsi krok — klasifikaci.

B.3.3 Klasifikace

Klasifikace vyzaduje pritomnost souboru amgc.net se strukturou neuronové
sité. Za parametr R je tfeba pfidat cestu k adresafi s testovanymi nahrav-
kami. Klasifikace probiha v soucasné verzi programu davkoveé, proto nelze
zadat pouze jeden soubor, ale musi byt uvedena cesta k nadrazené slozce.
Zpracovany budou vsechny zvukové soubory typu MP3. Vystup klasifikace
zobrazuje B.1.

Po spusténi vypise program informativni hlaseni o nastaveni klasifikdtoru
a spusti se klasifikace pro jednotlivé soubory v zadané slozce. Pro kazdy
MP3 soubor se provede klasifikace a vypiSe fadek se zvolenym Zanrem a
procentudlni zastoupeni vzorki, které danému zanru odpovidaly.
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Kéd B.1: Priklad vystupu klasifikace

B.3.4 Nepovinna nastaveni klasifikatoru

Nepovinné parametry méni nastaveni klasifikdtoru. Jejich iprava mize mit
negativni vliv na uspésnost klasifikace ¢i délku trénovani. Standardné pro-
gram pouziva nastaveni, které v testech dopadlo nejlépe.

Parametry, které je mozné upravovat, jsou velikost zpracovavaného vzorku,
velikost analytického okna, pouzity priznakovy vektor a pocet pouzitych Mel-
frekvencnich kepstrélnich koeficienti (dédle MFCC).

Velikost zpracovavaného vzorku na 1 sekundu se zméni pridanim parametru
-t=1. Pro zménu velikosti analytického okna na 200 ms zadejte -a=200. Pocet
MFCC na 12 nastavite zadanim -m=12.

Pouzity priznakovy vektor lze zménit pomoci parametru £f. Hodnoty para-
metru pro jednotlivé priznakové vektory jsou

e —f=0 pro pouzivani pouze MFCC,
o —f=1 pro spektralni priznakovy vektor,
o —f=2 pro rytmicky priznakovy vektor a

o —f=3 pro kombinovany ptiznakovy vektor.
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