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Anotace

Práce se zabývá detekcí a rozpoznáváním pokerových karet pomocí neuronových
sítí. V práci je popsán postup získání karty z videozáznamu, metoda srovnávání se
vzorem, p°íprava dat pro neuronovou sí´ a její následné trénování pomocí modulu
Ca�e. Na konci práce dochází k vyhodnocení p°esnosti klasi�kace karet pomocí
metody srovnávání se vzorem a neuronové sít¥.

Klí£ová slova: poker, karty, rozpoznávání, Python, srovnávání se vzorem, neu-
ronová sí´, Ca�e

Annotation

This thesis deals with detection and recognition of poker cards using neural
networks. In this thesis is described process of acquisitioning card from video-
sequence, Template matching method, data preparation for neural network and its
training with Ca�e module. At the end of the thesis, there is a comparison of the
classi�cation accuracy between Template matching and neural network.

Key words: poker, cards, recognition, Python, Template matching, neural ne-
twork, Ca�e
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Kapitola 1

Úvod

Po£íta£ové vid¥ní je v¥da, která se snaºí automatizovat vizuální procesy. Snahou
je nau£it po£íta£, aby z n¥jakého snímku dokázal získat informace - nap°íklad jaké
objekty se na snímku nachází, jaké mají vztahy k ostatním objekt·m na snímku
(je v pozadí, v pop°edí, nalevo), vý²ku a ²í°ku objekt·, barvu, atd. Díky t¥mto
informacím pak m·ºe po£íta£ v n¥kterých p°ípadech nahradit £lov¥ka, rozhodovat
za n¥j a u²et°it ho tak od v¥t²inou rutinní práce. Po£íta£ové vid¥ní se v²ak velice
roz²i°uje i nap°íklad do medicíny, kde díky po£íta£i m·ºe dojít k záchran¥ ºivot·.

Po£íta£ové vid¥ní má po£átky v 70. letech minulého století, jde tedy o vcelku
nový v¥dní obor. Do té doby nem¥ly po£íta£e dostate£ný výpo£etní výkon na práci
s obrazem a zárove¬ nebyla roz²í°ena za°ízení, která by tento obraz uchovávala v
digitální podob¥. P°ibliºn¥ v tu samou dobu se za£ínají objevovat první neuronové
sít¥, zpo£átku velice jednoduché. Jelikoº se stále zvy²uje výpo£etní výkon za°ízení,
zvy²uje se i sloºitost t¥chto sítí, coº vede k lep²ím výsledk·m. Pro p°edstavu tohoto
pokroku, v roce 1957 byla vynalezena jednovrstvá neuronová sí´ (také perceptron),
která je schopna nau£it se lineární diskrimina£ní funkci. Na druhé stran¥ sí´ ResNet
od �rmy Microsoft z roku 2015 má 152 vrstev a dokáºe správn¥ klasi�kovat obrázky
o velikosti 32 × 32 pixel· s 3, 6% chybovostí, chybovost £lov¥ka se pohybuje mezi
5− 10% [27].

Ú£elem této práce je pomocí po£íta£e automaticky rozpoznávat pokerové karty
z videozáznamu, tedy jak hodnotu (eso, dvojka, ..., král), tak barvu (srdce, káry,
k°íºe, piky). Pokerových karet je 52, 13 karet pro kaºdou barvu. Vzhledem k opera-
cím, které jsou na kartách v práci provád¥ny, se karty na snímcích nesmí p°ekrývat
a musí být na segmentovatelném pozadí. Videozáznamy jsou po°ízeny z r·zných za-
°ízení a ze dvou set· karet. Práce bude °e²ena v programovacím jazyce Python za
pouºití knihovny OpenCV. Nejprve dojde k vytvo°ení databáze v²ech karet pomocí
segmentací, rotací a transformací. Z t¥chto karet se vyberou vhodné vzory pro me-
todu srovnávání se vzorem, která rozt°ídí karty podle jejich hodnoty a barvy. Poté
se vytvo°í soubory h5, pomocí kterých bude na serverech Metacentra trénována neu-
ronová sí´. Architektura sít¥ bude sestavena pomocí modulu Ca�e. O£ekává se, ºe
p°esnost klasi�kace natrénované neuronové sít¥ bude vy²²í neº u metody srovnávání
se vzorem.
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Kapitola 2

Metody zpracování obrazu a dat

Tato kapitola se bude zabývat teoretickým rozborem metod, které byly pouºity
pro p°ípravu dat k trénování a testování neuronové sít¥. Nejprve zde bude ukázáno,
jak je obraz v po£íta£i reprezentován, poté dojde k p°edstavení základních operací s
obrazem, metody srovnávání se vzorem a nakonec formátu HDF, který bude slouºit
jako vstupní soubor pro trénování sít¥.

2.1 Obraz v po£íta£i

Obraz je v po£íta£i reprezentován jako pole o t°ech dimenzích. Toto pole nese
informaci o barevných vlastnostech jednotlivých pixel· - bod· v obraze. Pole, které
reprezentuje obraz tedy m·ºe vypadat nap°íklad takto:

250× 300× 3.

V tomto p°ípad¥ má obrázek ²í°ku 250 pixel·, vý²ku 300 pixel· a má t°i barevné
kanály. Po£et kanál· je ur£en typem barevného modelu. V¥t²ina model· má kanály
t°i. Nej£ast¥ji pouºívaným barevným modelem je model RGB (£ervená, zelená a
modrá). Kaºdá barva má tedy 250 × 300 hodnot od nuly do 255, které ozna£ují
intenzitu jednotlivé barvy tohoto bodu, nula nejmén¥ intenzivní, 255 nejvíce.

�asto se také pouºívá obraz, který je popsán pouze odstíny ²edé barvy. Místo
t°ech barevných kanál· je tento obraz reprezentován pouze jedním, který ozna£uje
intenzitu ²edé, nula pro £ernou a 255 pro bílou [15]. Nej£ast¥ji pouºívanou metodou
pro p°evod obrazu z RGB do ²edotónu je metoda známá pod anglickým názvem
luminosity method: [14]:

Y = 0, 21R + 0, 72G+ 0, 07B, (2.1)

kde Y je ²edotónový pixel a R,G,B pixely pro dané barevné kanály. Pole, reprezen-
tující ²edotónový obraz, vypadá analogicky takto:

250× 300.
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Odstíny ²edi se pro zp°ehledn¥ní a zjednodu²ení práce zaná²í do histogramu. Histo-
gram je graf znázor¬ující po£et pixel· v obrazu pro kaºdou intenzitu. Horizontální
osa histogramu reprezentuje intenzity, které se nacházejí v obrazu. Vertikální osa re-
prezentuje po£et pixel· dané intenzity [20]. Z obrázku (2.1) lze vid¥t, ºe se v obrazu
nachází velký po£et £erných pixel·:

Obrázek 2.1: Obraz a jeho histogram

2.2 Segmentace obrazu

Segmentace se pouºívá k rozd¥lení obrazu na více oblastí s podobnými vlast-
nostmi. Tento proces se pouºívá pro zjednodu²ení identi�kace pot°ebných objekt·
v obrazu. Tato metoda má dv¥ moºnosti p°ístupu - nekontextová nebo kontextová
segmentace.

Nejjednodu²²í metodou nekontextové segmentace je thresholding - prahování:
Princip prahování spo£ívá v nastavení prahu. Pokud je hodnota pixelu vy²²í neº
zvolený práh, je tato hodnota p°epsána na jedni£ku (nebo také True), pokud ne, je
p°epsána na nulu (False). Obraz je tedy nyní reprezentován polem nul a jedni£ek,
známý také jako binární obraz. Pro získání správných výsledk· je tedy t°eba zvolit
správný práh. Práh se volí v oblasti histogramu, kde jsou nejmen²í £etnosti, aby se
podobné oblasti odd¥lily [8].

Problém správného zvolení prahu °e²í adaptivní segmentace: Zatímco u kla-
sického prahování je nastaven stejný práh pro celý obraz, u adaptivní segmentace
se tento práh ur£uje spo£ítáním bu¤ st°edních hodnot, nebo mediánu v dané ob-
lasti obrazu. Tato metoda m·ºe také vy°e²it problém nerovnom¥rného osv¥tlení v
obrazu [31].

Obrázek 2.2: Binární segmentace obrazu
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2.3 Metoda srovnávání se vzorem

Metoda srovnávání se vzorem vyuºívá vzorového obrazu, pomocí kterého se snaºí
v obrazu najít oblasti, které jsou tomuto vzoru podobné. Vzor se v obrazu posouvá
pixel po pixelu a hledá se nejvy²²í podobnost s obrazem. Míru podobnosti lze získat
pomocí následujících vzorc·:

suma £tvercových rozdíl·

R(x, y) =
∑
x′y′

(T(x′y′)− I(x+ x′, y + y′))2, (2.2)

k°íºová korelace
R(x, y) =

∑
x′y′

(T(x′y′)− I(x+ x′, y + y′)), (2.3)

korela£ní koe�cient

R(x, y) =
∑
x′y′

(T′(x′y′)− I(x+ x′, y + y′)), (2.4)

p°i£emº
T′(x′, y′) = T(x′, y′)− 1/(w · h) ·

∑
x′′y′′

(T(x′′y′′), (2.5)

kde T je vzorový obraz a I testovaný obraz, R(x, y) je matice výsledk· pro da-
nou oblast x, y, w je ²í°ka obrazu a h je vý²ka obrazu. �asto se tyto metody pro
jednodu²²í práci s výsledky normalizují [6].

Tato metoda je velice roz²í°ená pro detekci objekt· v obrazu pro svoji jednodu-
chost. V reálném p°ípad¥ v²ak nedojde k naprosté shod¥ vzoru s oblastí v obrazu
kv·li ²um·m. Problém také m·ºe nastat, pokud se oblast podobná vzoru v obrazu
nachází, ale je jinak nato£ená, proto se bu¤ vzorem p°i posouvání pixel· otá£í, nebo
se pouºije metoda Feature matching [3], která srovnává spole£né vlastnosti, nikoliv
pixely. Na obrázku níºe lze vid¥t, ºe po zvolení £ísla t°i jako vzoru dojde k nalezení
tohoto vzoru v levém horním rohu karty, oto£ené £íslo metoda srovnávání se vzorem
nedetekuje.

Obrázek 2.3: Nalezení vzoru v obrazu
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2.4 Hierarchical Data Format

Hierarchical Data Format je set souborových formát· (�le format) ur£ený k uklá-
dání a organizaci velkého mnoºství dat. Jedním z hlavních d·vod· pro£ pouºívat
HDF, je roz²í°ení do mnoha programovacích jazyk· a schopnost uchovat velké mnoº-
ství dat v jednom souboru. Sou£asná verze HDF5 zjednodu²uje strukturu souboru
do dvou hlavních typ· objektu:

• Datasety - mnohodimenzionální pole stejného datového typu, povolené datové
typy:

� integer a �oat

� string

� pointer

� enumerate

• Skupiny - kontejnerové struktury, které mohou obsahovat datasety a dal²í sku-
piny

Pomocí t¥chto objekt· lze speci�kovat relace - hierarchi£nost mezi daty. Tento
HDF soubor není omezen celkovou velikostí, po£tem ani velikostí objekt· v souboru
[9]. K prohlíºení a editaci HDF soubor· byl vytvo°en program HDFView.

HDF soubory se pouºívají jako vstupní soubory p°i trénování a testování neuro-
nových sítí hlavn¥ z d·vodu minimalizace pam¥´ových a výkonnostních nárok·.

2.5 OpenCV

OpenCV je otev°ená knihovna, vyvíjená spole£ností Intel, ur£ena zejména pro
práci s obrazem v reálném £ase. Knihovna je napsána v C++ a b¥ºí na mnoha plat-
formách. U osobních po£íta£· jsou to Windows, Linux, macOS, FreeBSD, NetBSD,
OpenBSD. OpenCV lze zárove¬ pouºívat v telefonech, momentáln¥ knihovna b¥ºí
na opera£ních systémech Android, iOS, Maemo £i BlackBerry.

OpenCV lze pouºít v programovacích jazycích C, C++, Python, Java nebo Matlab.
Knihovna je optimalizována pro Intel procesory [5]. Zejména díky své obsáhlosti a
roz²í°enosti nap°í£ mnoha platformami je tato knihovna nejpouºívan¥j²í knihovnou
pro práci s obrazem v Pythonu. Na stránkách OpenCV je rovn¥º velice podrobná
dokumentace s názornými p°íklady a tutoriály.
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2.6 NumPy

Datové struktury programovacího jazyka Python nejsou p°íli² vhodné pro sloºi-
t¥j²í numerické operace. Z tohoto d·vodu se vyuºívá balíku NumPy, který obsahuje
strukturu N-dimenzionálního pole. Nejv¥t²í výhodou je, ºe na rozdíl od matic m·ºe
mít toto pole jakoukoliv dimenzi. Zárove¬ p°ístup k jednotlivým prvk·m pole je
mnohem jednodu²²í. V balíku jsou také obsaºeny funkce lineární algebry, Fourierova
transformace nebo funkce pro práci s náhodnými £ísly [30].

Numpy pat°í pod otev°enou knihovnu Scipy, která je ur£ena pro v¥deckou práci
v Pythonu. Scipy obsahuje je²t¥ následující balíky:

• SciPy - zpracování signálu, shlukování, sloºit¥j²í datové struktury

• Matplotlib - obohacené 2D grafy

• IPython - interaktivní prost°edí pro Python

• Sympy - symbolická matematika

• pandas - datové struktury a analýza

Knihovna Scipy [13] je jednou z nejpouºívan¥j²ích knihoven v Pythonu zejména
díky balíku NumPy.

V této práci je ze Scipy rovn¥º vyuºíván balík Matplotlib pro vykreslení obrazu
do grafu a prost°edí IPython, konkrétn¥ webová aplikace Jupyter Notebook, která
je velice vhodná práv¥ pro práci s obrazem.

2.7 Scikit-image

Tato knihovna, známá také jako skimage, je dal²í otev°enou knihovnou pro práci
s obrazem v Pythonu. Knihovna obsahuje nap°. algoritmy pro segmentaci obrazu,
geometrické transformace, �ltrování, hranovou detekci, atd. Scikit-image je napro-
gramováno v Pythonu a je navrºeno tak, aby se dalo provázat s knihovnou Scipy [29].

Na rozdíl od OpenCV, které je zam¥°eno spí²e na po£íta£ové vid¥ní, je tato
knihovna pouºívána zejména pro zpracování obrazu. Oproti OpenCV není Scikit-
image tak roz²í°ené, av²ak obsahuje mnoho uºite£ných nástroj· pro úpravu obrazu,
které OpenCV neobsahuje.
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Kapitola 3

Neuronové sít¥

V této kapitole bude v úvodu ukázáno, jak se neuronové sít¥ li²í od klasického
programu a kde se vyskytují. V dal²í podkapitole bude vysv¥tleno, co je to neuron
a aktiva£ní funkce. Na modelu perceptronu bude poté vysv¥tlen princip fungování
neuronových sítí. Záv¥r kapitoly bude o architekturách neuronových sítí, kde dojde
k podrobn¥j²ímu popisu konvolu£ních neuronových sítí.

3.1 Úvod

Neuronové sít¥ jsou dnes jedním z nejd·leºit¥j²ích prvk· um¥lé inteligence. V p°í-
pad¥ klasického programování po£íta£i kódem krok po kroku °íkáme, jak má danou
úlohu °e²it. M·ºeme tedy vy°e²it jen problémy, kterým rozumíme a víme, jak je
vy°e²it. Kdeºto u neuronových sítí £asto problému nerozumíme a ani nevíme jak ho
°e²it a sí´ na °e²ení p°ijde sama. Podobn¥ jako lidé se tyto sít¥ u£í pomocí p°íklad· a
mají schopnost zobec¬ovat problémy, tzn. pokud jsou síti p°edloºena data, na která
sí´ nebyla konkrétn¥ nau£ena, m·ºe sí´ p°esto za°adit tato data správn¥. Jak uº bylo
zmín¥no v úvodu této práce, inteligence t¥chto sítí se rapidn¥ zvy²uje a v n¥kterých
konkrétních p°ípadech dokáºe £lov¥ka i p°ed£it, musí být v²ak správn¥ natrénovaná.
Kv·li vysokým poºadavk·m na výkon a £asové náro£nosti zpracování obrovského
mnoºství dat je tyto sít¥ nutno trénovat na výkonn¥j²ích za°ízeních, neº je osobní
po£íta£.

Zásadním pro vývoj t¥chto sítí byl rok 2006, kdy byly vynalezeny tzv. hluboké neu-
ronové sít¥ (deep neural networks) [21], které umoºnily velice p°esné °e²ení mnoha
komplexních problém·. Tyto sít¥ jsou v ²irokém m¥°ítku pouºívány �rmami jako
Microsoft, Google £i Facebook a jsou obsaºeny v tém¥° kaºdém chytrém telefonu
jako hlasové vyhledávání (Cortana pro za°ízení s opera£ním systémem Windows,
OK Google pro Android £i Siri pro Apple). Neuronové sít¥ v²ak nejsou ur£eny jen
pro oblasti °e£i a obrazu, pouºívají se nap°íklad i v následujících odv¥tvích:

• Finance - p°edpov¥¤ chování akcií, bankrotu, cen...

• Léka°ství - ur£ení diagnóz pacient·, odhad náklad· na lé£bu, odhad délky
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trvání nemoci...

• Personalistika - vybírání a najímání zam¥stnanc· na základ¥ CV, plánování
událostí, pro�lace zam¥stnanc·...

• Pr·mysl - p°edpov¥¤ kvality výrobku, teploty stroje, závady na stroji...

• Ostatní - sportovní sázky, p°edpov¥¤ po£así, um¥lá inteligence ve hrách, odhad
výnosu sklizn¥...

3.2 Neuron

Biologický neuron je bu¬ka, která je hlavní sou£ástí centrální nervové soustavy
a zárove¬ jedna ze dvou bun¥k, která se podílí na stavb¥ mozku. Kaºdý neuron
má své t¥lo, z kterého vedou dendrity, pomocí kterých neuron p°ijímá informace
ve form¥ elektrického signálu a axon, který slouºí k vysílání informací. Axon je na
konci rozv¥tven a p°ipojuje se pomocí synapsí na dendrity ostatních neuron·. Pokud
neuron nahromadí do svého t¥la dostatek elektrického signálu z dendrit·, vy²le signál
do axonu [15].

Um¥le vytvo°ený neuron funguje obdobn¥, signál z axonu lze ozna£it jako x0 a sílu
synapse jako W0, pro dal²í dendrity se bude postupovat analogicky(pro i-tý dendrit
xi a Wi). V t¥le neuronu x dochází k sumaci v²ech vstupních signál·:

x =
∑
i

xiWi + b, (3.1)

p°i£emº b je práh, p°i jehoº p°ekro£ení vy²le neuron signál do axonu. Po této sum¥
následuje aktiva£ní funkce f a signál je poslán na výstup y:

y = f(x) = f(
∑
i

xiWi + b). (3.2)

3.2.1 Aktiva£ní funkce

V um¥lých neuronových sítích se nacházejí aktiva£ní funkce. Tyto funkce, známé
také jako funkce p°enosové, biologicky reprezentují míru ak£ního potenciálu vyslání
signálu z uzlu. Aktiva£ní funkce mohou být lineární nebo nelineární. Lineární akti-
va£ní funkce se pouºívají p°i °e²ení velice speci�ckých p°ípad·, nap°íklad pro kla-
si�kaci lineárn¥ odd¥litelných obraz·. Díky nelineárním funkcím se neuronové sít¥
mohou nau£it °e²it sloºit¥j²í problémy.
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Mezi nejroz²í°en¥j²í nelineární aktiva£ní funkce pat°í tyto:

Logistická funkce

f(x) =
1

1 + e−x
. (3.3)

Tato funkce byla v historii £asto pouºívána, dnes uº je vyuºívána jen vzácn¥.
Nevýhodou této funkce je, ºe p°i vysokých hodnotách se výstup blíºí jedné a p°i
porovnání dvou odli²ných vysokých hodnot bude gradient velmi malý.

Obrázek 3.1: Logistická funkce

Hyperbolický tangens
f(x) = tanh x. (3.4)

Funkce hyperbolického tangensu je podobná logistické funkci, av²ak má hodnoty
více soust°ed¥né k nule, coº je výhodou.

Obrázek 3.2: Hyperbolický tangens
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ReLU
f(x) = max (0, x). (3.5)

Tato funkce je momentáln¥ pouºívána nejvíce. Pomocí ReLU se hluboké neuronové
sít¥ trénují n¥kolikanásobn¥ rychleji neº kdyby byla na stejné síti pouºita funkce
hyperbolického tangensu [18]. D·vodem rychlej²ího natrénování je snadné po£ítání
gradientu díky tvaru této funkce.

Obrázek 3.3: Funkce ReLU

3.3 Perceptron

Chování neuronových sítí lze ukázat na modelu perceptronu. U sloºit¥j²ích neuro-
nových sítí jsou metody komplikovan¥j²í, princip v²ak z·stává stejný. Perceptron je
nejjednodu²²í neuronovou sítí, jelikoº obsahuje pouze jeden neuron. Aktiva£ní funkcí
perceptronu je znaménková funkce.

Obrázek 3.4: Znaménková funkce
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Obrázek 3.5: Model perceptronu se dv¥ma vstupy

Jako kaºdá neuronová sí´ má perceptron dv¥ fáze: fázi u£ící a fázi predikce.

3.3.1 U£ící fáze

Perceptronu se p°edkládá známá mnoºina dat, podle kterých nastaví své váhy.

1. Inicializace - Váhovou matici W a prahový vektor b inicializujeme náhod-
nými malými £ísly (doporu£ení < −1, 1 >). Zvolíme konstantu u£ení c > 0.

2. Výpo£et výstupní hodnoty - Podle rovnice 3.2 zjistíme výstup perceptronu.

3. Výpo£et chyby - srovnáním výstupu perceptronu s informací od u£itele zís-
káme podle rovnice níºe chybu sít¥:

E(k) = E(k − 1) + 0.5(u(k)− y(k))T · (u(k)− y(k)), (3.6)

kde u(k) je poºadovaný výstup v k-tém kroku, y(k) je skute£ný výstup v k-tém
kroku a E(k − 1) chyba z minulého kroku.

4. Aktualizace vah

W (k + 1) = W (k) + c · (u(k)− y(k)) · x(k)T , (3.7)

b(k + 1) = b(k) + c · (u(k)− y(k)). (3.8)

5. Test vy£erpanosti trénovací mnoºiny - pokud se v trénovací mnoºin¥
nachází dosud nepouºité vstupy, vracíme se na krok 2.

6. Konec trénovacího cyklu - pokud je chyba nulová nebo se dostane pod
p°edem stanovenou hodnotu, algoritmus kon£í a perceptron je natrénován.
Pokud ne, vynulujeme E(k) a vracíme se na krok 2 [32].

Algoritmus je znám také pod názvem backpropagation [11] (zp¥tná propagace).
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3.3.2 Fáze predikce

V této fázi jsou perceptronu p°edkládána neznámá vstupní data. Pokud byla
správn¥ zvolena trénovací mnoºina, má perceptron nastavené váhy tak, ºe je schopen
správn¥ za°adit data do jedné ze dvou t°íd. V p°ípad¥ hracích karet by perceptron
nap°íklad dokázal rozli²it, zda se jedná o £ervenou nebo £ernou kartu.

Obrázek 3.6: Natrénovaný perceptron

3.4 Optimaliza£ní algoritmy

Optimalizace je proces hledání nastavení parametr· W tak, aby ztrátová funkce
byla minimální. Zp·sob, jakým se nastaví parametry W pro minimalizaci ztráty
ur£uje optimaliza£ní algoritmus.

3.4.1 Náhodné nastavení

U této metody dochází k nastavování maticeW náhodn¥. Z t¥chto mnoha náhod-
ných nastavení se poté vybere nastavení s nejmen²í ztrátou. Metoda je známá také
pod anglickým pojmem brute force [4].
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3.4.2 Náhodné místní vyhledávání

V této metod¥ nejprve dojde k náhodnému nastavení váhové maticeW a parame-
tru δ. Parametr se p°i£te k váhové matici a zkoumá se, zda do²lo ke sníºení ztrátové
funkce. Pokud ne, je δ zvolena náhodn¥ znovu a proces se opakuje. Tato metoda
rovn¥º neposkytuje uspokojivé výsledky.

3.4.3 Gradientní metody

Momentáln¥ nejroz²í°en¥j²í metodou optimalizace neuronových sítí je optimali-
zace pomocí gradient·. Hlavní my²lenkou gradientních metod je hledání sm¥ru, po-
mocí kterého se lze dostat do globálního minima ztrátové funkce. Nejroz²í°en¥j²ím
algoritmem tohoto typu je SGD (Stochastic gradient descent) [23], tento algorit-
mus aktualizuje váhovou matici s kaºdým trénovacím obrazem. To má za následek
zrychlení trénování sít¥ a zárove¬ výkyvy ztrátové funkce. Tento algoritmus zárove¬
sniºuje pravd¥podobnost toho, ºe by nastavením parametr· maticeW skon£il pouze
v lokálním minimu ztráty a ne v minimu globálním. Chování algoritmu lze vid¥t z
rovnice 3.9:

W = W− η · ∇WL(W ;xi; yi), (3.9)

kde η je konstanta u£ení, xi je i-tý trénovací obraz a yi je t°ída obrazu xi. V kombi-
naci s algoritmem zp¥tné propagace (3.3.1) tvo°í tato metoda standardní algoritmus
pro trénování neuronových sítí.

Mezi £asto pouºívané gradientní metody pat°í také obdoby SGD, které proces
optimalizace je²t¥ více urychlí:

• ADADELTA [33] - zárove¬ optimalizuje konstantu u£ení, parametry opti-
malizuje pomocí momentové metody [24]

• RMSprop [28] - optimalizuje konstantu u£ení pomocí modi�kace algoritmu
RPROP (resilient propagation) [22]

• ADAM [23] - vylep²ená metoda ADADELTA, v porovnání s ostatními adap-
tivními algoritmy poskytuje lep²í výsledky
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3.5 Architektury

V drtivé v¥t²in¥ p°ípad· je pro klasi�kaci lineární funkce nedosta£ující, proto je
t°eba pouºít sít¥ s více vrstvami, tzn. výstupy z neuron· pouºijeme jako vstupy pro
dal²í vrstvy neuron·. Nej£ast¥ji pouºívanou vrstvou je tzv. fully-connected vrstva,
ve které jsou neurony mezi sousedními vrstvami spojeny kaºdý s kaºdým. Neurony
ve stejné vrstv¥ spolu spojeny nejsou. Pochopiteln¥ je t°eba rovn¥º pouºít sloºit¥j²í
aktiva£ní funkce neº funkci znaménkovou, viz 3.2.1.

Obrázek 3.7: Ukázka dvouvrstvé fully-connected sít¥ [15]

Pokud je po£et skrytých vrstev v síti vy²²í neº jedna, jedná se o tzv. hlubokou
neuronovou sí´ (deep neural network).

Výstupy neuron· mohou být také p°ivedeny na vstupy neuron· z p°edchozí vrstvy,
v takovém p°ípad¥ se jedná o rekurentní neuronovou sí´, která se vyuºívá spí²e
k modelování a optimalizaci. Rekurentní neuronová sí´ se v praxi pouºívá nap°íklad
jako na²eptáva£ ve webových vyhledáva£ích [10].

Velice £asto také nejsou data lineárn¥ separovatelná, proto se pouºívají klasi�ka£ní
metody, nej£ast¥ji metoda SVM nebo Softmax (kapitola 4.3). Základní my²lenkou
je pouºití tzv. jádrového triku (anglicky kernel trick), s jehoº pomocí se provádí
transformace dat z p·vodního prostoru p°íznak· do prostoru vy²²í dimenze, ve kte-
rém jiº jsou lineárn¥ separabilní [26].
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3.5.1 Konvolu£ní neuronová sí´

Tyto sít¥ jsou primárn¥ ur£eny pro práci s obrazem. Na rozdíl od klasických
neuronových sítí, kde je na vstupu p°íznakový vektor, mají konvolu£ní neuronové
sít¥ jako vstupní data digitální obraz. Místo vektoru tak sí´ o£ekává matici (viz 2.1).

Obrázek 3.8: Ukázka dvouvrstvé konvolu£ní neuronové sít¥, hloubka ozna£uje kanály
obrazu [15]

P°i klasi�kaci obrazu musí mít klasická sí´ pro kaºdý pixel nastavené váhy W . U
digitálního obrazu záleºí spí²e na kontextu okolních pixel· a proto je t°eba jich zpra-
covat více najednou. Do²lo by tedy s nejv¥t²í pravd¥podobností k tomu, ºe by sí´
byla p°etrénovaná a postrádala by tak vlastnost generalizace. V konvolu£ních neu-
ronových sítích jsou proto pouºívány speciální vrstvy, které zna£n¥ redukují po£et
parametr· v síti [19].

Vrstvy

• Konvoluce - Tato vrstva slouºí pro získání lokálních vlastností obrazu. Ve
vrstv¥ se nachází tzv. �ltry s vahami, které se posouvají obrazem a konvolvují
s ním (provádí maticový sou£in). M¥jme tedy £ernobílý obrázek o velikosti 5×5
a �ltr o velikosti 3 × 3, posouváním �ltru po obrázku vznikne tzv. aktiva£ní
mapa:
1 1 1 0 0

0 1 1 1 0

0 0 1 1 1
0 0 1 1 0
0 1 1 0 0


Vstupní obraz

 1 0 1

0 1 0

1 0 1


Filtr

 4 3 4
2 4 3
2 3 4


Aktiva£ní mapa

�erven¥ ozna£ené prvky ve vstupním obrazu znázor¬ují, jakou oblast �ltr
snímá. Výsledkem sou£inu oblasti obrazu a váhy �ltru je £íslo £ty°i v aktiva£ní
map¥.
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Dal²í £íslo v aktiva£ní map¥ získáme posunutím �ltru v obrazu:
1 1 1 0 0

0 1 1 1 0

0 0 1 1 1
0 0 1 1 0
0 1 1 0 0


Vstupní obraz

 1 0 1

0 1 0

1 0 1


Filtr

4 3 4
2 4 3
2 3 4


Aktiva£ní mapa

Jak si lze p°edstavit z p°íkladu, výsledek aktiva£ní mapy závisí krom¥ veli-
kosti �ltru na mnoha dal²ích parametrech:

� Váhy �ltru se trénují spole£n¥ se sítí podle zvolené metody (viz 3.4).
Nejpouºívan¥j²ími metodami inicializace vah jsou Xavier a Gauss.

� Dal²ím parametrem �ltru je jeho posun. V p°íkladu vý²e lze vid¥t, ºe se
�ltr posouvá obrazem o jeden pixel doprava, tedy posun je jedna. Pokud
by se posun zvý²il na dva, aktiva£ní mapa by m¥la místo velikosti 3× 3
velikost 2 × 2. V praxi se v²ak doporu£uje tento parametr ponechat na
hodnot¥ jedna.

1 1 1 0 0

0 1 1 1 0

0 0 1 1 1
0 0 1 1 0
0 1 1 0 0




1 1 1 0 0

0 1 1 1 0

0 0 1 1 1
0 0 1 1 0
0 1 1 0 0


3× 3 �ltr s posunem 2

� Zárove¬ se ve �ltru m·ºe uvád¥t jeho p°esah, v p°íkladech vý²e je p°esah
nulový, jelikoº �ltr nep°esahuje svou snímací plochou obraz. Pokud by
p°esah byl jedna, �ltr by snímal i oblast, kde obraz nemá ºádné £íslo, v
tomto p°ípad¥ se obraz dode�nuje nulami. Proto je tento parametr znám
pod anglickým názvem zero-padding (obalení nulami). P°esah �ltru se
pouºívá pro zm¥nu velikosti aktiva£ní mapy.

0 0 0

0 1 1 1 0 0

0 0 1 1 1 0
0 0 1 1 1
0 0 1 1 0
0 1 1 0 0


3× 3 �ltr s p°esahem 1
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• Pooling - Pro zmen²ení po£tu parametr· a zabrán¥ní p°etrénování se pou-
ºívá pooling vrstva. Filtr se posouvá po obraze a z dané oblasti vybere pouze
p°íznak, který by ho mohl charakterizovat. Nejpouºívan¥j²í metodou vrstvy je
max pooling, která z oblasti vybere maximální hodnotu pixelu. Na p°íkladu
níºe je pro jeden kanál ukázána funkce této vrstvy s �ltry o velikosti 2× 2:

5 7 8 9

3 1 4 5

1 7 1 12

4 2 4 6

 [
7 9

7 12

]

U t¥chto �ltr· nastavujeme pouze jejich velikost, oproti konvolu£ní vrstv¥
se zde nevyskytují parametry posunu a p°esahu.

• Normalizace - Tyto vrstvy jsou pouºívány z regula£ních d·vod·. Stejn¥ jako
u poolingu, normaliza£ní vrstvy pomáhají zrychlit trénování sít¥ a vyhnout se
jejímu p°etrénování.

� Batch normalizace - �asto se data p°ed trénováním sít¥ normalizují.
Av²ak p°i pr·chodu dat vrstvami sít¥ dochází ke zm¥n¥ jejich velikosti,
gradientu atd. To má za následek zpomalení sít¥. Z tohoto d·vodu se
pouºívá batch normalizace, pomocí kterých se na vstupu vrstev zajistí
normalizovaná data ve form¥ malých dávek.

� LRN - Local Response Normalization [18] se pouºívá pro lokální norma-
lizaci pixel· v obraze. Nap°íklad pokud je n¥jaký pixel p°íli² jasný, tak
se pomocí této vrstvy normalizuje pomocí svých sousedních pixel·.

� Dropout - Tato vrstva zaji²´uje, ºe se neuronové sít¥ nau£í reprezentovat
stejná data r·zným nastavením vah. To je zaji²t¥no náhodným odpojením
neuron· v u£ící fázi. Díky mnohonásobné reprezentaci dat dochází ke
zvý²ení robustnosti sít¥ a men²í pravd¥podobnosti p°etrénování.

• Fully-connected - Neurony spolu nejsou spojeny po celé vrstv¥, ale jen v
jejich okolí, jelikoº je velká pravd¥podobnost, ºe pixely, co jsou od sebe více
vzdálené, nebudou mít mezi sebou ºádný vztah.

Kaºdou konvolu£ní vrstvu by m¥la následovat ReLU funkce, poté se v¥t²inou za-
°azuje pooling vrstva. Na výstup se za°azuje fully-connected vrstva. Pokud t¥chto
vrstev chceme za°adit více, je t°eba mezi vrstvy op¥t za°adit ReLU. Architektury
p°edtrénovaných konvolu£ních sítí jsou k dispozici na internetu, proto místo vymý²-
lení vlastní architektury bývá £asto vhodn¥j²í pouze upravit model z p°edchozích
výzkum· na svá data.
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3.6 Ca�e

Ca�e [12] je framework ur£ený pro hloubkové u£ení. Ca�e je velice roz²í°eno
zejména díky své modularit¥ a rychlosti. Framework je vyvíjen v Kalifornské uni-
verzit¥ v Berkeley. K vývoji zárove¬ p°ispívá roz²í°ená komunita. Neuronovou sí´ lze
v Ca�e vytvo°it sloºením p°edp°ipravených kód·. Framework je naprogramován v
C++ a je provázán s Pythonem a Matlabem. Pro vytvo°ení sít¥ jsou pot°eba dva
.prototxt soubory:

• Model - Zde je uloºena architektura sít¥.

• Solver - Tímto souborem se upravují parametry trénování sít¥.

Po natrénování sít¥ je tato sí´ uloºena pod p°íponou .ca�emodel.
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3.6.1 Model

V modelu musí být speci�kováno, co má d¥lat (trénování, testování, trénování
s testováním), poté je nutné zvolit typ vstupních dat a cestu k nim. Sí´ se poté
skládá stejn¥, jak bylo nazna£eno na konci kapitoly 3.5. Na konci sít¥ se pro ur£ení
chybovosti zavádí ztrátová funkce. V ráme£ku níºe je ukázka vytvá°ení vrstev pro
sí´:

l a y e r {
name : "conv1"
type : "Convolution "
bottom : "data"
top : "conv1"
param {

lr_mult : 1
}
param {

lr_mult : 2
}
convolution_param {

num_output : 8
ke rne l_s i z e : 10
s t r i d e : 1
w e i g h t_ f i l l e r {

type : " gauss ian "
std : 0 .01

}
b i a s_ f i l l e r {

type : " constant "
value : 0

}
}

}
}
l ay e r {
name : " r e l u1 "
type : "ReLU"
bottom : "conv1"
top : "conv1"

}

V p°íkladu lze vid¥t konvolu£ní vrstvu s osmi �ltry o rozm¥rech 10×10 a posunem
jedna, matice �ltr· je inicializována jako gaussovská, p°esah je nastaven na nulu.
Kaºdá vrstva má své jméno, na které se dá odkazovat, viz. name. Vrstvy jsou spolu
spojené pomocí klí£ových slov bottom - p°edcházející vrstva a top - sou£asná vrstva.
Pod konvolu£ní vrstvou se v ukázce nachází aktiva£ní funkce ReLU.
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3.6.2 Solver

Solver ur£uje, jak bude probíhat trénování sít¥. Pomocí tohoto souboru se nastaví
parametry trénování sít¥:

net : "home/ j a nh r d l i /NS/ cards_train_val . p ro to txt "
snapshot_pre f ix : " c a r d c l a s s i f i e r "
base_lr : 0 .02
momentum : 0 .9
weight_decay : 0 .005
l r_po l i cy : " s tep "
s t e p s i z e : 1000
gamma: 0 .1
d i sp l ay : 1000
max_iter : 10000
snapshot : 5000
solver_mode : GPU

Nejprve je t°eba spárovat model se solverem - viz první °ádek kódu. D·leºitými
parametry jsou base_lr, který udává konstantu u£ení a gamma, která v tomto p°í-
pad¥ zaji²´uje kaºdých 1000 krok· (parametr stepsize) zmen²ení konstanty u£ení
desetkrát. Natrénované váhy modelu se ukládají kaºdých 5000 iterací (parametr
snapshot) pod názvem cardclassi�er (parametr snapshot_pre�x). Po dosaºení ma-
ximálního po£tu iterací trénování sít¥ kon£í.

Pro testování sít¥ je nutno nahrát natrénovaný soubor .ca�emodel a p°edloºit sou-
bor s architekturou sít¥. Tento soubor je v¥t²inou pojmenován jako deploy.prototxt.
Model má na vstupu p°edpokládané dimenze vstupních dat a ztrátová funkce na
konci sít¥ je smazána, aº na tyto rozdíly je deploy.prototxt shodný s trénovacím
modelem.

3.7 Metacentrum

Metacentrum je organizace zabývající se zejména gridovým po£ítáním, tedy po-
£ítáním na více po£íta£ích, které se nachází na r·zných místech republiky. Díky
metacentru lze vypo£ítat úlohy, které jsou p°íli² náro£né pro klasický po£íta£. Je-
likoº je tato organizace pod sdruºením CESNET(Czech Education and Scienti�c
NETwork), je metacentrum pro studenty zdarma [25].

Pro zahájení po£ítání je pot°eba SSH klient a FTP klient pro prohlíºení a p°e-
sun soubor·. O úlohu, pomocí které se bude po£ítat, lze zaºádat p°íkazem v SSH
klientovi. Parametry p°íkazu mohou být délka trvání úlohy, pot°ebný po£et proce-
sor· pro úlohu, pot°ebná pam¥´, atd. Zárove¬ lze speci�kovat, zda má být úloha
interaktivní £i dávková.

P°i zvolení interaktivní úlohy máme moºnost sledovat p°ímý pr·b¥h po£ítání a
upravovat výpo£et p°ímo za b¥hu. Tento typ úlohy je vhodný p°i práci s gra�ckým
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prost°edím nebo p°i po£ítání jednodu²²ích úloh, na které je t°eba dohled.

Dávková úloha pouºívá tzv. skript·, ve kterých je napsán algoritmus pro její výpo-
£et. Na rozdíl od interaktivní úlohy nelze výsledek ovlivnit, výsledky jsou poskytnuty
aº po skon£ení této úlohy. Tento typ je vhodný p°i po£ítání sloºitých úloh.

V tomto p°ípad¥ byla úloha po£ítána na clusteru doom. Tento cluster je ur£en pro
výpo£ty na gra�ckých kartách a obsahuje t°icet uzl·, kaºdý z nich má následující
hardwarovou speci�kaci:

CPU 2× 8-core Intel Xeon E5-2650v2 2.60GHz
RAM 64GB
GPU 2× nVidia Tesla K20 5GB (Kepler)
disk 2× 2x 1TB 10k SATA III, 2x480GB SSD
net Ethernet 1Gb/s, In�niband QDR

Tabulka 3.1: Speci�kace za°ízení

Po£ítání na gra�ckých kartách (GPU) bylo zvoleno z d·vodu rychlej²ího trénování
sít¥ neº na CPU.
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Kapitola 4

Klasi�kace

V této kapitole budou ukázány metody klasi�kace. V kapitole 3.3.2 bylo ukázáno,
ºe na základ¥ výsledk· natrénované neuronové sít¥ lze posoudit, do jaké t°ídy vstupní
data za°adit. Zp·sob klasi�kace dat do t°íd ur£uje typ klasi�kátoru.

4.1 Klasi�kace podle k-nejbliº²ího souseda

Název této metody napovídá, ºe neznámý testovací obraz se klasi�kuje do stejné
t°ídy jako k-nejbliº²ích známých obraz·. Obrázek 4.1 znázor¬uje princip klasi�kace
podle jednoho nejbliº²ího souseda, kde vlevo jsou známá trénovací data a vpravo je
barvami ukázáno, do jaké t°ídy by pat°ila neznámá testovací data.

Klasi�kace podle k-nejbliº²ích soused· funguje obdobn¥. Pro klasi�kaci v²ak musí
u k-nejbliº²ích soused· nastat p°ípad, ºe neznámý testovací obraz je nejblíºe k-
známým obraz·m, které jsou v²echny ze stejné t°ídy. Pokud nejbliº²í trénovací ob-
razy nejsou ze stejné t°ídy, nelze testovací obraz klasi�kovat [16]. Tato metoda není
v praxi p°íli² pouºívána z d·vodu vysokých pam¥´ových nárok·, jelikoº si stroj musí
pamatovat v²echna trénovací data.

Obrázek 4.1: Klasi�kace podle jednoho nejbliº²ího souseda
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4.2 Lineární klasi�kace

V tomto zp·sobu klasi�kace se po£ítá tzv. výsledková funkce (score function) s,
pomocí které se rozhodne, do jaké t°ídy testovací obraz pat°í. Výsledková funkce je
vektor oN prvcích, kdeN je po£et t°íd, který uchovává skóre podobnosti testovacího
obrazu s danou t°ídou. Toto skóre je spo£teno následovn¥:

s(xi,W,b) = Wxi + b, (4.1)

kde W je váhová matice, ve které je pro kaºdou t°ídu uloºeno, jak se mají jednotlivé
pixely zvýhod¬ovat £i znevýhod¬ovat. Pro karty s obrázkem (K,J,Q) by nap°íklad
tato matice m¥la veprost°ed vysoké hodnoty, jelikoº se veprost°ed t¥chto karet na-
chází nejd·leºit¥j²í £ást, podle které lze nejsnáze ur£it, o kterou kartu se jedná. Jak
uº zazn¥lo vý²e xi je vstupní obraz a b je vektor, pomocí kterého se zvýhod¬ují
jednotlivé t°ídy. Jednoduchý lineární klasi�kátor je ukázán na obrázku . Klasi�kace
tém¥° vºdy probíhá ve více dimenzích neº jsou dv¥, to je ale náro£né na vizualizaci.
Zm¥na váhové matice W by na obrázku 3.6 zp·sobila zm¥nu sklonu klasi�ka£ní
p°ímky. Zm¥na parametru b by naopak zp·sobila posun p°ímky po y-ové ose [15].

4.3 Klasi�kace pomocí ztrátové funkce

Ztrátové funkce reprezentují rozdíl mezi poºadovanou a predikovanou hodnotou
[15]. Nap°íklad pokud by byla síti p°edloºena £erná karta a sí´ by ji klasi�kovala
jako £ervenou, byla by ztrátová funkce vysoká. Pokud by do²lo ke správné klasi�kaci,
ztrátová funkce by nabývala nízké hodnoty. Pro klasi�kaci vyuºívají neuronové sít¥
v¥t²inou jeden z následujících klasi�kátor·:

4.3.1 Support Vector Machine

Tato funkce, známá také jako SVM [26], se snaºí o minimalizaci ztrátové funkce
p°ipo£ítáním zisku ∆ k výsledkové funkci u poºadované t°ídy. SVM je de�nována
jako:

Li =
∑
i 6=j

max(0, sj − syi + ∆), (4.2)

kde syi ozna£uje výsledkovou funkci pro správnou t°ídu (yi ozna£uje index správné
t°ídy) a sj znamená výsledkovou funkci pro j-tou t°ídu. Tato funkce je známá pod
názvem hinge loss [2]. Z rovnice 4.2 lze zjistit, ºe SVM se snaºí o to, aby skóre
správné t°ídy yi bylo alespo¬ o ∆ v¥t²í neº skóre chybné t°ídy. Pokud tomu tak není,
dochází k akumulaci ztrátové funkce. Zisk ∆ je nastavován jako jedna.

Jak bylo zmín¥no v rovnici 4.1, výsledková funkce je spo£tena pomocí váhové
matice W . M·ºe se stát, ºe je ztrátová funkce nulová pro v²echny testovací obrazy
(do²lo ke správné klasi�kaci v²ech obraz·) a matice W je nastavena na p°íli² velké
hodnoty. M·ºe totiº existovat i jiná matice λW (kde λ > 1), která by zajistila nu-
lovou ztrátovou funkci. Výsledková funkce by v²ak byla pro ob¥ matice odli²ná. Pro
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odstran¥ní tohoto problému se pouºívá tzv. regulariza£ní penalizace (regularization
penalty) R(W ). Nej£ast¥ji se pouºívá tzv. L2 norma:

R(W ) =
∑
k

∑
l

W 2
k,l. (4.3)

Kone£ná ztrátová funkce tedy vypadá následovn¥:

L =
1

N

∑
l

Li + λR(W ), (4.4)

kde N je po£et trénovacích obraz· a λ je parametr, který je v¥t²inou ur£en pomocí
k°íºové validace [17].

Penalizací vysokých vah matice zárove¬ dojde ke zlep²ení generalizace a tedy ke
zmen²ení pravd¥podobnosti p°etrénování sít¥ [15].

4.3.2 Softmax

Tento klasi�kátor normalizuje výsledkovou funkci (rovnice 4.1) tak, aby výstup
této funkce p°edstavoval pravd¥podobnosti klasi�kace do daných t°íd. Ztrátová funkce
je po£ítána pomocí k°íºové entropie(cross entropy) [7]:

Li = −fyi + ln
∑
j

efj , (4.5)

kde funkce fj p°edstavuje funkci softmax:

fj(z) =
ezj∑
k

ezk
. (4.6)

Funkce softmax, po které je klasi�kátor pojmenován, zaji²´uje hodnoty mezi nulou
a jedni£kou (p°evádí je na pravd¥podobnosti), suma t¥chto hodnot dá dohromady
jedni£ku (jak plyne z v¥ty o pravd¥podobnosti). Tato funkce se rovn¥º pouºívá jako
aktiva£ní funkce (viz 3.2.1). Kone£ná ztrátová funkce je spo£ítána stejn¥ jako u SVM
(rovnice 4.4).
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Kapitola 5

Aplikace metod a vyhodnocení
experiment·

Tato kapitola se bude zabývat praktickým °e²ením identi�kace karet. Vyjmutí
karet ze záznamu, vytvo°ení databáze a metoda srovnávání se vzorem byly napro-
gramovány v programovacím jazyku Python zejména pomocí knihovny OpenCV.
Neuronová sí´ byla poté trénována na serverech Metacentra za pouºití modulu Ca-
�e. Ov¥°ení p°esnosti sít¥ bylo rovn¥º naprogramováno v Pythonu.

5.1 Získání snímk· z videa

Videozáznam byl po°ízen z více za°ízení s r·znou záznamovou kvalitou pro získání
r·znorodých dat pro neuronovou sí´. Pro nahrání a následné snímkování záznamu
pomocí funkce VideoCapture z knihovny OpenCV (kapitola 2.5) s formátem .mp4
je nutné mít v Pythonu nainstalován balík �mpeg.

Obrázek 5.1: Snímek získaný z videozáznamu
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5.1.1 Segmentace

Z obrázku 5.1 lze na kartách vid¥t, ºe videozáznam nebyl po°ízen za ideálních
sv¥telných podmínek a pod správným úhlem, nebo´ se karty lesknou. Neuronová
sí´ se tak díky této skute£nosti nau£í rozli²ovat i tyto p°ípady. Následná segmen-
tace probíhala aplikací adaptivní segmentace pomocí funkce adaptiveThreshold z
OpenCV.

Obrázek 5.2: Segmentovaný snímek

Jak lze vid¥t z obrázku 5.2, jasové zm¥ny ve snímku byly vyrovnány pomocí
metody adaptivní segmentace. Obrázek 5.3 ukazuje, co se stane p°i segmentaci s
pevn¥ zvoleným prahem.

Obrázek 5.3: Binárn¥ segmentovaný snímek
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5.2 Získání karty z obrazu

Video je nyní p°evedeno na sekvenci snímk·. Pomocí segmentovaného obrazu z
kapitoly 5.1.1 nalezneme objekty v obraze ve form¥ karet. Na nalezené karty poté
aplikujeme kontury, pomocí kterých zam¥°íme sou°adnice karet v obraze. Karty
poté oto£íme a vyjmeme z obrazu. Nakonec zm¥níme velikost kaºdé karty tak, aby
v²echny m¥ly stejný po£et pixel·.

5.2.1 Labeling

Pomocí metody measure.label z knihovny Scikit-image (kapitola 2.7) se tyto seg-
mentované snímky p°evedly na objekty. Objekty v²ak netvo°ily pouze karty, ale i
£ísla a obrázky na nich, viz obrázek 5.4 níºe. U t¥chto objekt· se dá zjistit funkcí
measure.regionprops ze Scikit-image, kolik zabírají pixel·. Proto jsme ur£ili hrani£ní
po£et pixel·, pomocí kterého jsme rozli²ili, zda se jedná o kartu. Aby se do data-
báze nedostaly karty, které nejsou na snímku vid¥t celé, byl vytvo°en jednobarevný
ráme£ek kolem v²ech snímk· pro zmen²ení po£tu kartou obsaºených pixel·. Pokud
by byly karty natá£eny z velké vý²ky nebo ze za°ízení s jiným rozli²ením, bylo by
nutné hrani£ní po£et pixel· zm¥nit.

Obrázek 5.4: Labeling snímku

Na obrázku vý²e jsou objekty rozli²eny barvou, lze vid¥t, ºe i mezery v £íslech
mohou být objekty.

5.2.2 Konturování

Dal²ím krokem bylo kolem získaných karet nakreslit kontury, které slouºí pro
ohrani£ení poºadovaného objektu. Pomocí metody �ndContours z OpenCV byly
nalezeny vn¥j²í kontury karet. Tyto kontury v²ak ohrani£ovaly kartu pouze pomocí
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bod·, které netvo°ily rovnou p°ímku. Proto byla na kontury je²t¥ pouºita aproxi-
mace t¥chto bod·, která zp·sobila ohrani£ení karet p°ímkami. Poté byly kontury
zakresleny do obrazu metodou drawContours op¥t z knihovny OpenCV.

Obrázek 5.5: Kontury ohrani£ující karty

5.2.3 Rotace

Pro zaji²t¥ní co nejp°esn¥j²í rotace se pouºila metoda minAreaRect z OpenCV,
která z kontur získala obdélník s minimálním po£tem pixel·. Tento obdélník se
zakreslil do p·vodního obrazu. Karty mají zaoblené rohy a p°i pouºití kontur není
zcela jasné, kde se nachází roh karty, p°i pouºití obdélníka se pouze vybere minimální
x-ová sou°adnice a maximální y-ová sou°adnice. Poºadovaný úhel je poté spo£ítán
jako arctan y

x
. Tímto zp·sobem m·ºe mít karta na x-ové ose del²í stranu, proto

pokud se to stalo, byla je²t¥ oto£ena o devadesát stup¬·.

Obrázek 5.6: Rotace srdcové devítky
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5.2.4 O°ez, zm¥na velikosti

Po rotaci kartu lze vyjmout ze snímku. Sou°adnice, kde se karta nachází, se zjis-
tily pomocí metody argwhere z balíku NumPy (kapitola 2.6). Nakonec se provedla
zm¥na velikosti karet tak, aby v²echny karty m¥ly stejný po£et pixel·, jelikoº me-
toda srovnávání se vzorem i neuronová sí´ o£ekávají na vstupu stejné rozm¥ry v²ech
karet.

Obrázek 5.7: Získaná karta

Z obrázku 5.7 lze vid¥t, ºe karta není úpln¥ p°esný obdélník, to je zap°í£in¥no
tím, ºe záznam nebyl po°ízen p°esn¥ kolmo k plo²e s kartami. Tato chyba se m·ºe
projevit hor²ími výsledky p°i testování p°esnosti u metody srovnávání se vzorem.

Po£et získaných karet byl závislý na typu za°ízení, jak ukazuje tabulka 5.1:

Za°ízení Canon C-760 Honor 3C Iphone 4S LifeCam Studio

Rozli²ení 320× 240 1280× 720 1280× 720 1920× 1080
FPS 15 30 27 29
Doba videí 340s 560s 370s 190s
Získaných karet 1800 7410 3700 4080

Tabulka 5.1: Nahraná videa a jejich speci�kace

Video s nejlep²ími sv¥telnými podmínkami bylo po°ízeno webkamerou Microsoft
LifeCam Studio. Toto video bylo totiº jako jediné nahráváno ve ²kolní laborato°i.
Ostatní nahrávky byly po°ízeny z domova za hor²ích podmínek. V²echna videa byla
natá£ena z p°ibliºn¥ stejné vý²ky. Na po°ízených kartách bylo poznat z jakého jsou
videa, jelikoº kaºdé za°ízení zachytilo barvy tro²ku jinak, coº je výhoda pro trénování
neuronové sít¥.
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5.3 Srovnávání se vzorem

Vzory pro tuto metodu mohou být vybrány jako celé karty nebo jako kombinace
hodnoty v rohu karty a tvaru barvy (srdce, piky, k°íºe, káry). Jelikoº v reálném
p°ípad¥ dochází £asto k znehodnocení obrazu ²umem nebo pohybem kamery, byly
pro tuto práci vybrány jako vzory celé karty. �asto také mohou vzniknout nep°es-
nosti p°i otá£ení karty - kapitola 5.2.3, tudíº získání vzoru, který by reprezentoval
pr·m¥rnou kartu pro danou hodnotu a barvu je velmi obtíºné a zdlouhavé.

Obrázek 5.8: Zvolené vzory

Dal²í nevýhodou této metody je, ºe zvolené vzory mají r·zné jasové parametry
(viz obr. 5.8 vý²e) a pro videozáznam po°ízený s jinými sv¥telnými podmínkami
by touto metodou nebylo dosaºeno uspokojivých výsledk·. Snaºit se vytvo°it vzory
tak, ºe by se karty nasnímaly jednotliv¥ za stejných jasových podmínek a pod co
nejp°esn¥j²ím pravým úhlem by také nep°ineslo p°ijatelné výsledky. Deformace a
r·zný jas karty jsou v t¥chto vzorech ºádoucí, protoºe pokud nap°íklad byla karta
natá£ena p¥t vte°in, tak je velice nepravd¥podobné, ºe by do²lo k výrazn¥j²ímu
pohybu kamerou a proto se bude tato deformace bude nacházet na v²ech kartách
daného druhu, to samé platí pro jas.

Srovnávání se vzorem je realizováno pomocí funkce matchTemplate s parametrem
TM_CCOEFF_NORMED z OpenCV. Tato funkce vrací hodnotu v rozmezí nula
aº jedna, kde jedna je maximální podobnost (stejný obraz). Hlavní my²lenkou je
srovnat testovaný obraz se v²emi vzory a vybrat ten vzor, který získal nejv¥t²í
podobnost. Tato podobnost je je²t¥ porovnávána s prahem, pomocí kterého dojde
k vy�ltrování v¥t²iny chybn¥ zaklasi�kovaných karet. Pokud je podobnost v¥t²í neº
práh, testovaná karta se uloºí do sloºky, která je pojmenovaná po názvu vzoru -
viz 5.8. Pro karty, kde se nachází sloºit¥j²í obrázek (K,Q,J) je práh nastaven jako
men²í hodnota, jelikoº ²patná klasi�kace t¥chto karet je mén¥ pravd¥podobná. Karty,
které m¥ly podobnost se vzorem men²í neº nastavený práh jsou p°esunuty do sloºky
s nezaklasi�kovanými kartami.
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Dohromady byly vybrány t°i sety vzor·. Na klasi�kaci karet z ostatních videí byl
vºdy pouºit nejvhodn¥j²í z t¥chto t°í set·. Úsp¥²nost správného zat°íd¥ní karty u
metody srovnávání se vzorem velice záleºí na správn¥ zvolených vzorech a nastavení
prahu. P°i nastavení vysokého prahu zat°ídí metoda v¥t²inu karet do garbage sloºky
a v ostatních sloºkách budou s nejv¥t²í pravd¥podobností pouze karty, které tam
opravdu pat°í. Pokud naopak nastavíme práh nízký, v garbage sloºce bude karet
mén¥, ale zvy²uje se riziko chybného zat°íd¥ní karty. U testování úsp¥²nosti této
metody p°i níºe nastaveném prahu se musí kontrolovat, zda jsou karty za°azeny do
správných sloºek. P°i zvolení vy²²ího prahu se bude po£et chyb metody blíºit po£tu
karet v garbage sloºce.

Testování p°esnosti probíhalo na kartách z webkamery. P°i zvolení prah· podob-
nosti 85% a 75% pro karty s obrázkem byly v²echny chybn¥ zaklasi�kované karty
v garbage sloºce, t¥chto karet bylo 2200, p°esnost tedy byla 49, 63%. P°i nastavení
prah· podobnosti na 75% a 65% obsahovala garbage sloºka 156 karet, av²ak ve
sloºkách pro karty bylo nalezeno 771 chybn¥ zat°íd¥ných karet, výsledná p°esnost
s tímto nastavením £inila 76, 83%. D·kazem, ºe je nutné volit vzory velmi pe£liv¥,
je fakt, ºe v n¥kterých sloºkách s jednotlivou kartou bylo nalezeno aº 63 chybn¥
zat°íd¥ných karet a v n¥kterých naopak ani jedna. Nejv¥t²í úsp¥²nost 81, 81% byla
dosaºena p°i nastavení prah· na 78% a 68% pro karty s obrázkem.

5.4 P°íprava dat pro neuronovou sí´

Pro u£ící fázi sít¥ byly slou£eny sloºky s rozt°íd¥nými kartami z více videí, vytvo-
°ené v kapitole 4.3. Zárove¬ byl pro kaºdou sloºku u trénovacích dat zaji²t¥n stejný
po£et karet v ní, aby se sí´ nenatrénovala více na ur£itý typ karty a nezvýhod¬ovala
ji tak p°i klasi�kaci. T°ída nezaklasi�kovaných karet nebyla pro neuronovou sí´ po-
uºita. Pro v¥t²í robustnost sít¥ a n¥kolikanásobn¥ v¥t²í po£et trénovacích dat jsou
na kartách provedeny augmentace:

• oto£ení podle x-ové osy - Jak lze vid¥t z obrázku 5.7, karta není horizontáln¥
soum¥rná a jejím oto£ením získáme odli²nou kartu.

• oto£ení podle y-ové osy - Karta není vertikáln¥ soum¥rná, také viz 5.7.
Zrcadlovým oto£ením zárove¬ dojde k oto£ení £ísla na kart¥.

• Rozmazání - K rozmazání byla pouºita metoda GaussianBlur z OpenCV s
maticí vyhlazení 5× 5.

• Za²um¥ní - Pro tuto augmentaci byl pouºit gaussovský ²um z metody util.random_noise
ze Scikit-image se st°ední hodnotou 0 a rozptylem 0.1.

Augmentací na jedné kart¥ mohlo být více, nikdy v²ak nebylo pouºito naráz roz-
mazání a za²um¥ní, do²lo by pak k p°íli² velkému znehodnocení kvality obrazu.
Karty bez augmentací byly pro testování a trénování sít¥ pouºity taktéº. V²echna
data se vyd¥lila 255, aby bylo zaji²t¥no, ºe na vstupu neuronové sít¥ bude prefero-
vaný rozsah od nuly do jedné. Zárove¬ byly obrazy zmen²eny, jelikoº vstupní HDF5
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soubor by byl p°íli² velký (tímto se rovn¥º sniºuje pravd¥podobnost p°etrénování
sít¥).

Soubor HDF5 obsahoval dva datasety, v jednom byl uloºen obraz, ve druhém
£íslo, které ur£uje, do jaké t°ídy by se m¥l obraz zaklasi�kovat. �íslo bylo odvozeno
od abecedního po°adí názvu vzor·. Pro testovací data byl postup stejný. Celkem
jsme pro neuronovou sí´ p°ipravili t°i HDF5 soubory - trénovací s augmentacemi a
testovací s augmentacemi a bez augmentací.

Obrázek 5.9: Augmentované karty, 1 - rozmazaná, 2 - rozmazaná, oto£ená podle
y-ové osy, 3 - p·vodní, 4 - oto£ená podle y-ové osy, 5 - oto£ená podle x-ové osy,
6 - oto£ená podle x-ové osy, oto£ená podle y-ové osy, 7 - za²um¥ná, 8 - za²um¥ná,
oto£ená podle y-ové osy, 9 - p·vodní, 10 - oto£ená podle y-ové osy, 11 - oto£ená
podle x-ové osy, rozmazaná, 12 - oto£ená podle x-ové osy, rozmazaná, oto£ená podle
y-ové osy, 13 - oto£ená podle x-ové osy, rozmazaná, 14 - rozmazaná, oto£ená podle
y-ové osy, 15 - za²um¥ná, 16 - za²um¥ná, oto£ená podle y-ové osy, 17 - p·vodní, 18
- oto£ená podle y-ové osy

5.5 Trénování neuronové sít¥

V souboru, ur£enému k trénování sít¥, bylo po augmentacích dohromady 12720
karet. Nejprve byla pro trénování sít¥ p°id¥lena architektura i solver. Tato p°id¥lená
architektura m¥la t°i konvolu£ní vrstvy, mezi kterými byly funkce ReLU a pooling.
Na konci t¥chto vrstev se nacházely dv¥ fully-connected vrstvy a nakonec Softmax
vrstva. Po testování m¥la sí´ p°esnost kolem 80%, coº je sice více neº u metody
srovnávání se vzorem, ale p°edpokládali jsme, ºe by p°esnost mohla jít je²t¥ zvý²it
úpravou architektury sít¥. V²echny sít¥ byly trénovány s výstupem typu Softmax
pomocí optimaliza£ního algoritmu SGD.

Poté jsme se snaºili napodobit architektury známých sítí - AlexNet [18], SegNet
[1], ZF Net [34]. Tyto pokusy rovn¥º neposkytly p°íli² uspokojivé výsledky zejména
kv·li nedostatku p°id¥leného místa na gra�cké kart¥ a moºnosti po£ítání úlohy pouze
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po dobu jednoho dne.

Nep°esnost sítí mohla být zp·sobena i ²patnými trénovacími a testovacími daty.
Pokusili jsme se tedy je²t¥ karty zmen²it na �nální rozli²ení 60× 84 a sníºit na nich
sílu augmentací. Po tomto zákroku se p°esnost sítí zvý²ila. Práci velmi usnadnily
skripty (viz 3.7), pomocí kterých se do fronty za°adilo více úloh s odli²nými architek-
turami a výsledky byly poté uloºeny do .sh souboru, takºe nebylo t°eba po kaºdém
dokon£eném trénování upravovat architekturu sítí.

5.5.1 Výsledky

Nejlep²ích výsledk· dosáhly sít¥ v tabulkách níºe (5.2, 5.3 a 5.4). Konvolu£ní
vrstvy byly vºdy tvo°eny ze t°iceti dvou 3 × 3 �ltr· s posunem jedna a p°esahem
nula. Kone£ná fully-connected vrstva(také inner product) m¥la jako výstup vektor o
52 hodnotách. Tyto hodnoty °íkaly, s jakou pravd¥podobností testovaná karta spadá
do dané t°ídy karet. Pochopiteln¥ jsme tedy zvolili nejvy²²í hodnotu a porovnali
po°adí této hodnoty s £íslem, které bylo uloºeno v HDF souboru, viz 5.4. Pokud
jsme na²li nejvy²²í hodnotu na 34. míst¥ a £íslo v HDF souboru bylo rovn¥º 34,
do²lo ke správné klasi�kaci. Pro klasi�kaci se £asto pouºívají také hodnoty TOP
3 a TOP 5, které uvaºují správnou klasi�kaci, i kdyº karta je mezi prvními t°emi
nejpravd¥podobn¥j²ími t°ídami (TOP 3) na výstupu Softmaxu.

Architektura Augmentovaná P·vodní

Konvoluce, ReLU, konvoluce, ReLU, inner pro-
duct 4096, ReLU inner product

86,04% 86,31%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
inner product

90,54% 90,22%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
konvoluce, ReLU, pool, inner product

92,21% 92,26%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
inner product 2048, ReLU, inner product

92,67% 93,45%

Tabulka 5.2: Výsledky sítí pro TOP 1

Architektura Augmentovaná P·vodní

Konvoluce, ReLU, konvoluce, ReLU, inner pro-
duct 4096, ReLU inner product

98,87% 99,06%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
inner product

99,18% 98,90%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
konvoluce, ReLU, pool, inner product

98,07% 98,21%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
inner product 2048, ReLU, inner product

99,56% 99,69%

Tabulka 5.3: Výsledky sítí pro TOP 3
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Architektura Augmentovaná P·vodní

Konvoluce, ReLU, konvoluce, ReLU, inner pro-
duct 4096, ReLU inner product

99,91% 99,96%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
inner product

99,54% 99,61%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
konvoluce, ReLU, pool, inner product

99,60% 99,80%

Konvoluce, ReLU, pool, konvoluce, ReLU, pool,
inner product 2048, ReLU, inner product

99,93% 99,93%

Tabulka 5.4: Výsledky sítí pro TOP 5

Tabulka 5.2 zobrazuje úsp¥²nosti správné klasi�kace karty. Tabulky 5.3 a 5.4 zob-
razují úsp¥²nost umíst¥ní karty mezi t°emi nejpravd¥podobn¥j²ími klasi�kacemi sít¥
(tab. 5.3) nebo mezi p¥ti nejpravd¥podobn¥j²ími klasi�kacemi (5.4).

Z tabulek je z°ejmé, ºe p°esnost sítí je tím vy²²í, £ím více nejvy²²ích hodnot
Softmaxu prohledáváme. Z tabulek lze také vid¥t, ºe augmentovaná testovací data
byla pro sít¥ obtíºn¥j²í na rozpoznání, vyjímkou je druhá druhá sí´, která na t¥chto
datech dosahovala stejných nebo dokonce lep²ích výsledk·. Z p°esnosti poslední
sít¥ na p·vodních datech v tabulce 5.2 lze zjistit, ºe tato sí´ klasi�kovala chybn¥
p°ibliºn¥ kaºdou patnáctou kartu. P°esnost na augmentovaných datech znázor¬uje,
jak si dokáºe sí´ poradit s r·znými deformacemi karet. Pro reálné fungování sít¥
je v²ak d·leºitá p°esnost na neaugmentovaných datech. Sí´ byla s augmentovanými
daty trénována proto, aby se pokrylo co nejv¥t²í mnoºství deformací, které na kart¥
mohou reáln¥ nastat.
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Kapitola 6

Záv¥r

Cílem této práce bylo vybrat vhodnou metodu pro rozpoznávání jednotlivých karet
a poté implementovat algoritmus detekce a rozpoznávání karet pomocí této metody.
Nejprve bylo nutné naprogramovat algoritmus pro vyjmutí karet z videozáznamu.
Jelikoº byla v¥t²ina záznam· nahrávána v neideálních sv¥telných podmínkách, byly
karty jinak jasné. Zárove¬ nebyly nahrány pod p°esným pravým úhlem, proto lze
vid¥t z obrázku 5.7 mírnou deformaci karty v levém horním rohu. Zejména kv·li
t¥mto skute£nostem pak musely být vzory pro metodu srovnávání se vzorem vybí-
rány velice pe£liv¥ tak, aby kaºdý vzor reprezentoval pr·m¥rný vzhled dané karty.
I p°es tuto snahu neposkytla tato metoda p°íli² uspokojivé výsledky. Jak zazn¥lo
v úvodu, byly natá£eny dva sety karet. V¥t²ina pokerových set· si je v²ak velice
podobná, tudíº tento fakt nijak identi�kaci neztíºil.

Rozt°íd¥né, augmentované obrazy byly poté pouºity jako trénovací a testovací
data pro neuronovou sí´. Jasové rozdíly v kartách byly pro sí´ naopak prosp¥²né.
Do²lo k vyzkou²ení mnoha architektur a zm¥n parametr·. Nejlep²í natrénovaná
neuronová sí´ m¥la p°esnost 93, 45% na neaugmentovaných kartách, coº je o 11, 64%
více, neº u metody srovnávání se vzorem s nejvhodn¥ji zvoleným parametrem prahu.
K natrénování sít¥ pomohla r·znorodost kvality videí.

Práce podle mého názoru prob¥hla úsp¥²n¥, jelikoº se splnilo o£ekávání, ºe neu-
ronová sí´ bude p°esn¥j²í neº metoda srovnávání se vzorem. Z výsledk· lze vid¥t, ºe
metoda srovnávání se vzorem vyºaduje velké mnoºství manuální práce p°i výb¥ru
vhodných vzor· pro zm¥ny sv¥telných podmínek v kartách. Na rozdíl od metody
srovnávání se vzorem je klasi�kace neuronovou sítí velice rychlá, protoºe nevyºaduje
výb¥r nových vzor· p°i zm¥n¥ zdrojového videa.

Do budoucna by bylo moºné sí´ natrénovat na je²t¥ více set· karet. Zárove¬ by
bylo zajímavé vytvo°it novou sí´ na identi�kaci a po£ítání ºeton·. Tato práce by se
poté dala aplikovat do systému, který by byl schopný hrát poker.
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