
Západočeská univerzita v Plzni
Fakulta aplikovaných věd
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Abstrakt

Tato práce se zabývá neuronovými śıtěmi pro detekci a klasifikaci audio
signálu. V prvńı kapitole se seznámı́me se strojovým učeńım, druhy neuro-
nových śıt́ı, jak zpracováváme signál a jak se výsledky vyhodnocuj́ı. Druhá
kapitola obsahuje experimenty na ozkoušeném datasetu Speech Commands
Dataset a experimenty s tvorbou dat pro neuronové śıtě. Třet́ı kapitola se
věnuje detekci akustických událost́ı na vlastńım datasetu, na kterém se tes-
tuj́ı již vyzkoušené postupy z druhé kapitoly.
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Abstract

This thesis is focused on neural networks for audio signal detection and
classification. In the first chapter, we will learn about machine learning, ty-
pes of neural networks, how we process the signal and how the results are
evaluated. The second chapter contains experiments on the tried-and-tested
Speech Commands Dataset and experiments with data generation for neural
networks. The third chapter is devoted to the detection of acoustic events on
its own dataset, on which already tested procedures from the second chapter
are tested.
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1 Úvod

Akustické události jsou velmi rozsáhlým pojmem, který teoreticky může
zahrnovat cokoliv spojeného se zvukem. Nicméně některé z těchto událost́ı
jsou d̊uležitěǰśı než jiné a jejich zachyceńı je žádoućı. Tyto události mohou
zahrnovat např́ıklad střelbu, křik, dopravńı nehody a mnoho daľśıch. Firma
JALUD Embedded s.r.o. již nab́ıźı zař́ızeńı, která tuto detekci vykonávaj́ı v
ulićıch Plzně z hlediska bezpečnosti. Tyto zař́ızeńı mohou být využ́ıvány i
pro jiné účely, jako např́ıklad při kontrole výroby ve firmách, a nahradit tak
tradičńı kamery. Proto se pokuśıme tento problém vyřešit na malém datasetu
s akustickými událostmi s r̊uznými akustickými událostmi.

Jiná, ale zároveň velmi podobná oblast problémů je rozpoznáváńı kĺıčových
slov, která slouž́ı např́ıklad k aktivaci chytrých asistent̊u na mobilńıch te-
lefonech, ale může se vztahovat i na obecné hlasové povely pro ovládáńı
chytrých zař́ızeńı. Řešeńı je pro tyto úlohy na stejném principu, tedy rozpo-
znat požadovanou akustickou událost, a proto se budeme zabývat i obsáhlým
datasetem, který mı́sto r̊uzných akustických událost́ı obsahuje pouze mluvené
slova.

Výše zmı́něné ćıle se pokuśıme splnit za využit́ı metody strojového učeńı,
konkrétně neuronových śıt́ı, a jejich použit́ı pro klasifikaci a detekci akus-
tických událost́ı. Ćılem této práce je vyzkoušet r̊uzné metody a př́ıstupy k
neuronovým śıt́ım na dvou r̊uzných datasetech a zjistit, jaké možnosti pro
daľśı vývoj existuj́ı.
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2 Strojové učeńı pro zpracováńı signálu

Strojové učeńı je metodou umělé inteligence. Jde o algoritmy se schop-
nost́ı učeńı a zdokonaleńı na základě předložených dat. Tyto algoritmy tvoř́ı
matematický model na základě databáze vstupńıch dat, d́ıky kterému jsou
schopné poskytnout aproximaci možného řešeńı zadaného úkolu [12]. Jejich
využit́ı je v mnoha odvětv́ıch a stále roste. Existuj́ı jejich r̊uzné rozděleńı
podle učeńı nebo účelu. Z hlediska účelu jsou tři základńı druhy a to klasifi-
kace - rozděleńı dat do tř́ıd, regrese - na základě vstupńıch dat se odhaduje
numerická hodnota jako č́ıslo nebo př́ımka a shlukováńı - slučováńı objekt̊u
do skupin podle společných př́ıznak̊u.

Druhý zp̊usob děleńı je na učeńı s učitelem, kdy ke vstupńım dat̊um
předlož́ıme i požadované výstupy a bez učitele, kdy se algoritmus snaž́ı sám
naleznout určité společné př́ıznaky a rozdělit data bez možnosti kontroly
správnosti jejich děleńı. Metod strojového učeńı existuje v́ıce, např́ıklad roz-
hodovaćı stromy, genetické algoritmy nebo statistické metody. V následuj́ıćı
části je popsaná metoda neuronových śıt́ı, která je pro tuto práci kĺıčová.

2.1 Neuronová śıt’

Základńı stavebńı kámen neuronové śıtě je neuron, který je inspirován
reálnými neurony v mozku. Jako prvńı se s t́ımto oborem setkal neurofyziolog
W. Culloch a matematik W. Pitt v roce 1943, kdy při snaze o popsańı ner-
vové aktivity sestrojili prvńı, ačkoliv velmi jednoduchou, neuronovou śıt’, kde
reprezentaćı neuron̊u byla lineárńı funkce s v́ıce vstupy a jedńım, binárńım
výstupem. Tato śıt’ však sloužila pro vysvětleńı jejich představy fungováńı
nervové soustavy a prvńı śıt’, která byla použita pro strojové učeńı, je Per-
ceptron. Tato śıt’ byla modelována F. Rosenblattem v roce 1957 a je složena
z jednoho neuronu [2]. Dı́ky jednoduchosti je možné ji využ́ıt pouze na data,
která jsou lineárně rozdělitelná, tedy např́ıklad úloha rozděleńı dat do dvou
skupin př́ımkou.

V těchto letech nebylo možné nějaké složitěǰśı neuronové śıtě implemento-
vat z hlediska hardwaru, na kterém jsou velmi závislé. Proto se také k větš́ımu
rozmachu dostalo až okolo roku 1980 a v roce 1986 profesorka Rina Dechter
zavedla pojem hluboké učeńı, který referuje na skryté vrstvy neuronových
śıt́ı [3].
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Matematický model neuronu je ukázán na rovnici 1,

y = f(
n∑

i=1

wi × xi − h), (1)

kde f znač́ı aktivačńı funkci, wi znač́ı jednotlivé váhy neuronu a xi jsou
vstupy. Nejprve se tedy sečtou všechny prvky vstupńıho vektoru vynásobené
jejich váhami, od tohoto výsledku se poté odečte práh h a až tento výsledek je
vstupem do aktivačńı funkce. Každý neuron neńı stejný a lǐśı se samozřejmě
jak nastaveńım vah, tak aktivačńı funkćı.

Nastaveńı vah prob́ıhá při tréninku podle předložených dat a většinou
neńı nutné do něj zasahovat. Aktivačńı funkce se však určuje předem a
znač́ı zp̊usob zpracováńı signál̊u, které jsou do neuronu přivedeny. Mezi hojně
použ́ıvané funkce patř́ı sigmoid a ReLu [18]. Základńı princip ReLU spoč́ıvá
v rozhodováńı, kde pokud je vstup do funkce záporný, vrát́ı nulu, jinak vraćı
hodnotu vstupu. Sigmoidová funkce a jej́ı výstup je poč́ıtán podle rovnice 2.

f(x) =
1

1 + e−x
, (2)

Obecně śıt’ neńı tvořena pouze jedńım neuronem, ale neurony jsou uspořádány
do vrstev. Můžeme mı́t např́ıklad 5 vrstev, kde v každé bude 5 neuron̊u.
Vstup je poté zpracován od prvńı vrstvy, která se nazývá vstupńı, postupně
až k posledńı, výstupńı vrstvě. Vrstvy mezi těmito dvěma se nazývaj́ı skryté.
Toto schéma je znázorněno na obrázku 1.
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Obrázek 1: Schéma vrstev neuronové śıtě, převzato z [13]

2.2 Trénováńı neuronových śıt́ı

V této práci je využito metody trénováńı s učitelem. To znamená, že śıti je
předkládaná k dat̊um i informace o požadovaném výstupu. Takové trénováńı
poté prob́ıhá opakovanou úpravou vah.

V prvńı řadě je nutné definovat, jak často se váhy maj́ı upravovat a proto
je zavedené značeńı batch size a pojem batch. Batch je označeńı pro několik
dat, které jsou śıti předloženy a poté se uprav́ı váhy pomoćı trénovaćıho
algoritmu. Data jsou tedy rozdělena při trénováńı na batche, všechny maj́ı
stejnou velikost a tou je batch size. Tato velikost neńı omezená a jej́ı velikost
může ovlivnit výsledky a také rychlost trénováńı, proto by to nemělo být jen
náhodné č́ıslo.

Data rozdělená na batche se předlož́ı śıti a proběhne úprava vah. Po-
kud jsou śıti již předložena všechna data, je hotova jedna epocha trénováńı.
Počet epoch je tedy daľśım parametrem při trénováńı śıtě a při vysokém
počtu může být jednou z př́ıčin přetrénováńı. Mezi pracemi se tento počet
lǐśı a velmi zálež́ı na konkrétńım modelu i datech.

14



Samotné upravováńı vah prob́ıhá pomoćı ztrátové funkce, kde se váhy
upravuj́ı pomoćı chyby, která je zpětně š́ı̌rena od výstupu metodou backpro-
pagation. Snaha je zde sńıžit ztrátovou funkci a proto úprava prob́ıhá po-
moćı gradientu, kde se váhy a prahy měńı v jeho záporném směru. Tuto
část dělá optimalizátor. Výsledky a rychlost tréninku také velmi záviśı na
jeho výběru. Nejpouž́ıvaněǰśı optimalizátory jsou Adam [19] a jeho varianty,
Stochastic Gradient Descent neboli SGD a Root Mean Squared Propagation
neboli RMSprop.

2.3 Vrstvy neuronových śıt́ı

Metody pro rozpoznáváńı, at’ už pro klasifikaci nebo detekci, se velmi lǐśı
v použitých modelech. Z hlediska hlubokých neuronových śıt́ı jsou zde tři
hlavńı př́ıstupy a mnohem v́ıce vrstev, které je možné použ́ıt. Tato práce se
zabývá pouze sekvenčńımi modely, tedy modely kde je jedna vrstva spojena
s maximálně dvěma okolńımi vrstvami.

2.3.1 Vstupńı vrstva

Vrstva, která se nacháźı v každém modelu, je vrstva vstupńı. Tato vrstva
může sloužit k př́ıpadnému předzpracováńı a augmentaci dat, neńı to však
podmı́nkou. Při vytvářeńı je zde velmi d̊uležité upřesnit tvar vstupu, tedy
např́ıklad u obrázku upřesnit výšku, š́ı̌rku a hloubku. Některé modely vyžaduj́ı
také znát batch size.

2.3.2 Plně propojené vrstvy

Nejjednodušš́ı př́ıstup spoč́ıvá v propojeńı všech výstup̊u jedné vrstvy se
všemi vstupy následuj́ıćı vrstvy. Model může být upravován počtem vrstev
a neuron̊u. Jejich porovnáńı lze naj́ıt v [8].

2.3.3 Konvolučńı vrstva

Prvńı specifická vrstva je vrstva konvolučńı. Tato vrstva je využ́ıvána
hlavně pro obrazová data, které jsou ve 3D tvaru, tedy výška, š́ı̌rka a hloubka.
Pomoćı konvolučńıch filtr̊u, tedy matic se stejnými nebo menš́ımi dimenzemi
je poč́ıtána konvoluce vstupńıch dat se všemi filtry. Výpočet konvoluce pro
jeden filtr je ukázán na obrázku 2.
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Kv̊uli započ́ıtáńı krajńıch č́ısel se matice může doplnit nulami po okraj́ıch.
Takový proces se nazývá zero padding.

Obrázek 2: Operace konvoluce se zero paddingem. Převzato z [15].

2.3.4 Sdružovaćı (Pooling) vrstva

Daľśım krokem po konvolučńı vrstvě bývá v modelu běžně vrstva sdružovaćı,
a to hlavně z d̊uvodu sńıžeńı počtu výstupńıch dat. Princip fungováńı je
rozděleńı vstupu na segmenty, ze kterých se poté vybere např́ıklad maxi-
mum jako na obrázku 3 nebo středńı hodnota.
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Obrázek 3: Operace sdružováńı podle maxima. Převzato z [14].

2.3.5 Rekurentńı vrstva

Velmi zaj́ımavý př́ıstup představuj́ı rekurentńı neuronové śıtě, kde výstup
jednoho uzlu může ovlivňovat vstup předchoźıho nebo toho samého. Rozd́ıl
spoč́ıvá také ve zpracováńı dat, kde rekurentńı śıtě mohou zpracovávat sek-
vence dat se zachováńım posloupnosti a časového kontextu.

Takovým př́ıkladem je LSTM [20] neboli Long Short-Term Memory. Je
to speciálńı verze rekurentńı śıtě s vnitřńım stavem, který umožňuje śıti
vidět určitý kontext ve zpracovávané sekvenci. Je složena z LSTM buněk,
které obsahuj́ı několik bran, konkrétně vstupńı, dopřednou a zapomı́naćı.
Úkolem těchto bran je určit, jaké signály budou poslány dál. Tento princip
je znázorněný na obrázku spolu se svými rovnicemi pro jednotlivé brány.

C reprezentuje vnitřńı stav a vstup je označen jako x. V rovnićıch je vidět
váhy U a W, které zde reprezentuj́ı spojeńı k ostatńım uzl̊um rekurentńı śıtě.
Tyto śıtě je možné trénovat právě pro detekci akustických událost́ı, např́ıklad
pro detekci slov, jako v práci [9].
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Obrázek 4: Struktura LSTM buňky a rovnice jej́ıch bran. Převzato z [16]

2.4 Úlohy pro rozpoznáváńı signálu

Rozpoznáváńı signálu může mı́t v́ıce podob, hlavně pro obrazová data, v
této práci se setkáme ale pouze s detekćı a klasifikaćı. Hlavńım rozd́ıl spoč́ıvá
v př́ıstupu k časové informaci.

Klasifikace tuto časovou informaci nezachovává a pouze rozhoduje, do
jaké tř́ıdy daný vstup patř́ı. Př́ıstupy se zde lǐśı pouze ve výstupu neuro-
nové śıtě, a to podle tř́ıd. Při binárńı klasifikaci dává výstupńı vrstva pouze
binárńı výstup 0 nebo 1. Klasifikace ale může být i pro v́ıce tř́ıd, a přesně s
takovou úlohou se potýká tato práce.

Při detekci je śıti předkládán stream dat a pokud se v něm vyskytuje
nějaká událost, śıt’ podle toho zareaguje na výstupńı vrstvě. Takový výstup
může být opět bud’ binárńı ve smyslu vyskytuje/nevyskytuje a nebo př́ımo
rozhodnut́ı, jaká tř́ıda události byla detekována. Dı́ky takovému př́ıstupu je
ale také možné určit, kdy byla tato událost detekována.
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2.5 Zpracováńı signálu

Velmi d̊uležitá a r̊uznorodá část v trénováńı prakticky jakékoliv neuronové
śıtě je jak budou data zpracovány. Jak již bylo zmı́něno, neuronové śıtě maj́ı
určité požadavky na tvar jejich vstupu, at’ už to je velikost jednotlivých
batch̊u nebo tvar samotných prvk̊u na vstupu. V oblasti audia je tato část
ještě mnohem d̊uležitěǰśı, jelikož možnost́ı existuje mnoho.

2.5.1 Signál z hlediska časového vývoje

Audio se dá v nejobyčejněǰśı formě zobrazit a reprezentovat jako pr̊uběh
hodnot v čase. Na obrázku 5 je možné vidět r̊uzné nahrávky pocházej́ıćı z
Speech Commands Datasetu [4] právě v této formě.

Obrázek 5: Zobrazeńı signál̊u pro r̊uzné nahrávky

Pro rozpoznáváńı audia se tato forma skoro nepouž́ıvá a mı́sto ńı se
využ́ıvá frekvenćı obsažených v signálu.
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2.5.2 Signál z hlediska frekvenčńıho vývoje

Neuronovým śıt́ım se audio signál nejčastěji předkládá jako vývoj frek-
venćı v čase. Výhoda je zde hlavně velká možnost úpravy a augmentace
samotných dat jako je využito např́ıklad zde [6].

Využ́ıvá se Fourierovo transformace signálu po kouskách, které se nazývaj́ı
okna, ty se následně pr̊uměruj́ı. Po Fourierovo transformaci dostaneme spek-
trogram, který je zobrazen na obrázku 6.

Obrázek 6: Časový a frekvenčńı vývoj pro audio nahrávku slova ”Left”
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Tato forma nemuśı být nutně konečná a může být rozvinuta pomoćı
daľśıch úprav do mnoha podob, které potom mohou být sloučeny do jed-
noho př́ıznakového vektoru. Toho je využito v [7] zp̊usobem ukázaným na
obrázku 7.

Obrázek 7: Různé formy reprezentace audia ve frekvenčńı doméně [7]

Spektrogramy a jejich daľśı formy se mohou lǐsit i ve zp̊usobu jejich
vytvářeńı, kde se může měnit např́ıklad délka jednotlivých oken, jejich překrýváńı
a délka posunu. V této práci si ukážeme porovnáńı pro r̊uzné délky oken a
posun̊u a jejich vliv na rozpoznáńı.

2.5.3 Augmentace dat

Augmentace dat slouž́ı jako řešeńı nedostatku dat pro trénováńı a pomáhá
k větš́ı robustnosti modelu. Tato metoda spoč́ıvá v úpravě již existuj́ıćıch dat
a rozš́ı̌reńı datasetu. Toho je doćıleno u obrazových dat např́ıklad otočeńım,
rotaćı nebo zvýšeńım jasu. U audia je možné např́ıklad nahrávky zrychlit
nebo zpomalit, popř́ıpadě přidat nějaké zvuky do pozad́ı a t́ım tak připravit
model na budoućı data, která mohou být r̊uznorodá.
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2.6 Př́ıstup z hlediska délky zpracováńı

Tvar spektrogramu je matice X × Y , kde osa Y reprezentuje časové
měř́ıtko relativně podle délky okna a posunu. Data se ovšem śıti mohou
předkládat dvěma zp̊usoby. Prvńı možnost je předložit śıti celý spektrogram,
tato možnost je velmi použ́ıvaná u konvolučńıch śıt́ı a nejen zde pro klasifi-
kaci, kde neńı podstatné časové zařazeńı. Druhá možnost je právě po framech.
Jako frame se rozumı́ jeden sloupec spektrogramu a dá se na něj pohĺıžet jako
na jeden př́ıznakový vektor. Počet těchto vektor̊u nemuśı být pevně daný a
tak vstupńı data mohou být např́ıklad formou nekonečného streamu takových
vektor̊u. Hlavńı výhodou je zachováńı časové informace.

Právě pro LSTM śıtě s vnitřńım stavem je forma streamu velmi použ́ıvaný
zp̊usob a d́ıky tomu je možné pro LSTM buňky vidět souvislosti mezi framy.

2.7 Vyhodnoceńı výsledk̊u

Pokud model již neńı ve fázi trénováńı (s učitelem), nemůže sám určit
správnost svých výsledk̊u. Proto je nutné jeho výstup při testováńı vyhod-
nocovat jinými zp̊usoby.

Zp̊usob̊u pro vyhodnoceńı výsledk̊u strojového učeńı je opravdu mnoho
a záviśı na úloze, at’ už např́ıklad ROC křivka, mı́ra falešných poplach̊u,
absolutńı chyba a nespočet daľśıch. V prvńı řadě je dobré definovat si, z čeho
výsledky vycházej́ı.

Data obsahuj́ı nebo neobsahuj́ı akustickou událost. Pokud ji data obsa-
huj́ı, označ́ıme je jako P, positives. Pokud ji data neobsahuj́ı, označ́ıme je
jako N, negatives. Pokud jsou data P klasifikována jako P, znač́ıme je jako
True Positive (TP). Pokud jsou data P klasifikována jako N, znač́ıme je False
Negative (FN). Data N klasifikována jako P znač́ıme False Positive (FP) a
data N klasifikována jako N jsou True Negative (TN).

V této práci se vyskytuj́ı dva pojmy při vyhodnoceńı, které toto značeńı
využ́ıvaj́ı, a to přesnost - pod́ıl správných výsledk̊u v̊uči všem a F1 mı́ra,
která je harmonickým pr̊uměrem dvou jiných vyhodnocovaćıch metod a to
precisionu a recallu. Tyto vzorce jsou znázorněné na rovnićıch 3, 4 a 5.

precision =
TP

TP + FP
(3)
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recall =
TP

TP + FN
(4)

F1mı́ra = 2× precision× recall

precision+ recall
(5)

Vizualizace těchto metod vyhodnoceńı je na obrázku 8.

Obrázek 8: Vizualizace vyhodnocovaćıch metod. Převzato z [21].

Také je bráno v potaz, že model ukáže na výstupu správný výsledek z hle-
diska tř́ıdy ale nepřesný z hlediska času. Na to je ve výsledných metodách pro
vyhodnoceńı parametr, který určuje časovou toleranci. To znamená, že po-
kud výstup modelu bude posunutý o 20 framů, což může znamenat např́ıklad
o 200 milisekund, stále se tento výsledek bude poč́ıtat jako správný.
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3 Rozpoznáváńı hlasových povel̊u

V dnešńı době se s rozpoznáváńım hlasových povel̊u setkal již prakticky
každý ve formě chytrých zař́ızeńı jako jsou např́ıklad reproduktory a tele-
fony. Jejich ovládáńı je možné pomoćı zabudovaných hlasových asistent̊u
jako např́ıklad Siri [17] od Applu. Pro jejich aktivaci je nutné na začátku
zavolat určitý př́ıkaz jako třeba ”Hey, Siri”. Naše chytrá zař́ızeńı proto muśı
být schopná rozpoznat tyto hlasové povely a toho je doćıleno právě pomoćı
strojového učeńı. Ačkoliv zde nejsou nutně využ́ıvány jen neuronové śıtě ale
např́ıklad srovnáváńı se vzorem, je tato úloha skvělá na vyzkoušeńı model̊u.
Vhodný dataset pro takovou úlohu je Speech Commands Dataset.

3.1 Dataset a augmentace

Speech Commands Dataset [4], dále jen SCD, je populárńı dataset pro
úlohy jako rozpoznáváńı kĺıčových slov, detekce a klasifikace audia. Má v́ıce
verźı které se lǐśı hlavně v počtu kategoríı, v této práci je nicméně využita
prvńı verze tohoto datasetu.

Ta obsahuje dohromady přes 60 tiśıc nahrávek anglicky mluvených slov,
každá se vzorkováńım 16kHz. Nahrávky jsou rozděleny do 30 tř́ıd a do těch
ve výsledku i klasifikujeme. Každá nahrávka patř́ı pouze do jedné tř́ıdy.

Pro předzpracováńı dat byl zvolen zp̊usob spektrogramů jako je ukázáno
na obrázku 6. Pro vytvořeńı datasetu nebyl zvolen generátor, data se připrav́ı
jako jedna matice do paměti. Batch size, neboli počet spektrogramů ukázaných
śıti najednou, je roven 16. Data jsou dále rozdělena na trénovaćı, validačńı a
testovaćı v poměru 0.8 : 0.1 : 0.1.

Z d̊uvodu velmi velkého rozsahu tohoto datasetu a model̊u prob́ıhá trénováńı
na vzdáleném hardwaru a to za využit́ı Google Colaboratory1. To je vi-
rutálńı prostřed́ı podobné Jupyteru, ale je možné využ́ıt pomocné hardwa-
rové prostředky. GPU použité pro toto trénováńı je pravděpodobně NVIDIA
Tesla T4, grafická karta specializovaná na výpočty tohoto typu. Neńı sa-
mozřejmě možné využ́ıvat tyto prostředky neomezeně a časové omezeńı se
měńı úměrně s jeho využit́ım, tedy č́ım v́ıce se GPU použ́ıvaj́ı, t́ım méně je

1https://colab.research.google.com/

24



máte k dispozici.

3.2 Konvolučńı śıtě pro klasifikaci

Prvńı experimenty se zabývaj́ı využ́ıt́ım konvolučńıch śıt́ı. Ćılem bude kla-
sifikace dat pomoćı třech r̊uzných model̊u a to velmi hluboký model VGG16
[24], residuálńı model ResNet34 [25] a vlastńı vytvořený model, na které se
bĺıže pod́ıváme v následuj́ıćıch sekćıch.

3.2.1 VGG16

Model VGG16 je velmi využ́ıvaný právě pro klasifikaci obrazových dat.
Je to poměrně velký model ve smyslu počtu vrstev, kde obsahuje celkem 13
konvolučńıch vrtsev, 4 MaxPoollingové a tři plně propojené. Výsledný model
je znázorněn na obrázku 9 a obsahuje přes 134 milion̊u parametr̊u, tud́ıž
je potřeba decentńıho hardwaru pro jeho trénink. Ten je ale k dispozici na
omezenou dobu d́ıky službě Colaboratory. I tak ale pro sńıžeńı náročnosti
zredukujeme velikost spektrogramů na 120× 120. Výsledný model obsahuje
stále přes 50 milion̊u parametr̊u.

Obrázek 9: Architektura modelu VGG16. Převzato z [23].

Pro natrénováńı modelu byl použit optimalizátor Adam, který v po-
rovnáńı [10] vykazuje nejlepš́ı výsledky. Rychlost učeńı, také označovaná
jako learning rate, byla nastavena na 0.0001. Ćıl modelu je minimalizovat
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ztrátovou funkci a tou je zde kategorická kř́ıžové entropie. Zjednodušeně je
ćıl maximalizovat přesnost klasifikace do tř́ıd. Ta je měřena právě jako pro-
centuálńı úspěšnost zaklasifikováńı.
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Model byl nastaven pro trénováńı po dobu 40 epoch s automatickým za-
staveńım, pokud validačńı ztrátová funkce nebude klesat 10 epoch po sobě.
S t́ımto nastaveńım se model trénoval 14 epoch, kde přesnost na trénovaćıch
datech dosáhla přes 98% a přes 95% na validačńıch. Vı́ce směrodatná je
úspěšnost na testovaćıch datech, která je 94.89%. Pr̊uběh trénováńı je znázorněn
na obrázku 10

Obrázek 10: Pr̊uběh trénováńı pro model VGG16

Jako daľśı úprava byla do modelu přidána jedna vrstva Dropout mezi plně
propojené vrstvy, která nastav́ı určitý počet vah při každém pr̊uchodu na nulu
a měla by pomoct hlavně s daty, které śıt’ ještě neviděla. Testovaćı výsledky
to zlepšilo o necelé jedno procento na 95.5%.
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3.2.2 ResNet34

Druhý použitý model je model ResNet34, poměrně složitá neuronová kon-
volučńı śıt’ s obrovskou hloubkou, která se skládá z jednotlivých reziduálńıch
blok̊u, které obsahuj́ı konvolučńı a sdružuj́ıćı vrstvy. Tato implementace velkého
množstv́ı vrstev předcháźı problému mizeńı gradientu, který jinak při velkém
počtu vrstev a parametr̊u může nastat. Tato architektura je znázorněna na
obrázku 11 a obsahuje přes 23 milion̊u parametr̊u a 34 vrstev.

Obrázek 11: Architektura modelu ResNet34. Převzato z [22].

Model̊u ResNet existuje v́ıce a č́ıslo za nimi znač́ı výsledný počet vrstev.
Tento je obecně jeden z menš́ıch, jelikož existuj́ı i modely jako např́ıklad Re-
sNet152 využitý pro detekci Covidu z rentgenových sńımk̊u [11] a z hlediska
implementace mohou být teoreticky i větš́ı. Model byl trénován se stejným
optimalizátorem jako předchoźı a výsledky tohoto modelu jsou ukázané v
tabulce 1 formou přesnosti.

Trénovaćı data 97.8
Validačńı data 94.9
Testovaćı data 94.3

Tabulka 1: Přesnost [%] modelu ResNet34
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Na obrázku 12 můžeme ale vidět, že výsledné přesnosti nebyly nejlepš́ı
dosažené v rámci celého trénováńı a v jeho pr̊uběhu model dosáhl ještě nižš́ı
ztrátové funkce a o necelé procento lepš́ıch výsledk̊u.

Obrázek 12: Pr̊uběh trénováńı modelu ResNet34
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3.2.3 Vlastńı model

Na předchoźıch modelech je vidět, že jsou velmi náročné na výpočetńı
výkon už jenom kv̊uli obrovskému počtu parametr̊u a velikosti. Proto je
daľśım ćılem použ́ıt znalosti z předchoźıch model̊u a vytvořit vlastńı s ohle-
dem na počet parametr̊u ale samozřejmě zachovat co nejvyšš́ı přesnost.

Pro tuto úlohu funguj́ı velmi dobře hluboké modely s v́ıce konvolučńımi
vrstvami jak je možné vidět na ResNetu a VGG16. Konvolučńı vrstvy sńıž́ı
velikost obrazu, a tud́ıž poté plně propojená vrstva neobsahuje několik deśıtek
milion̊u parametr̊u.

Dı́ky výkonnému hardwaru od Google Colaboratory je možné vyzkoušet
velmi hluboký model, který je znázorněný v tabulce 2. Počet parametr̊u
přesahuje lehce 13 milion̊u. Parametry optimalizéru se opět nelǐśı.

1x Conv2D 512 filtr̊u, (5,5) jádro
4x Conv2D 256 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Dropout 0.1
1x Conv2D 256 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Conv2D 512 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Conv2D 512 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Flatten
1x Dropout (0.1)
1x Dense 1024, ReLU
1x Dense 30, Sigmoid

Tabulka 2: Architektura vlastńıho modelu

Výsledky pro tento model jsou ukázané v tabulce 3 opět pomoćı přesnosti.
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Trénovaćı data 97.3
Validačńı data 94.3
Testovaćı data 94

Tabulka 3: Přesnost [%] vlastńıho modelu

3.3 LSTM śıt’ pro detekci

Druhá část experiment̊u na SCD se zabývá rekurentńımi neuronovými
śıtěmi. Pro detekci jednotlivých slov v nahrávce bude využita LSTM vrstva
v kombinaci s plně propojenými vrstvami.

Předzpracováńı dat zde prob́ıhá jinak, jelikož pro každý frame ve spek-
trogramu je nutné mı́t jednotlivý label. Toho je možné dosáhnout např́ıklad
za využit́ı energie nahrávky. Z d̊uvodu omezené paměti je také použita pouze
třetina datasetu.

V prvńı řadě se vytvoř́ı opět spektrogram jako matice X × Y s posunem
10 milisekund a oknem 20 milisekund. Pro každý prvek osy X, která od-
pov́ıdá časové ose, se vypočte následovně energie a to součtem mocnin všech
Y vydělené délkou X. Na obrázku 13 můžeme vidět dole signál nahrávky,
poté uprostřed jeho energii s vyznačeným prahem a nakonec spektrogram
nahoře.

Pomoćı také znázorněného prahu je určeno, na jakých framech se nacháźı
dané slovo. Poté se vytvoř́ı 1D pole, které reprezentuje labely pro daný spek-
trogram ve formě jedniček a nul. Jedničky jsou přǐrazovány relativně k délce
nahrávky pro budoućı využit́ı a pokud událost je dlouhá 1 sekundu, labely
se vytvoř́ı pro posledńıch 0.4 sekundy.

31



Obrázek 13: Energie a spektrogramy pro nahrávky

3.3.1 LSTM model s ohledem na výkonnost

V prvńım pokusu se budeme zabývat poměrně obsáhlým modelem se
třemi LSTM vrstvy, kde každá obsahuje 1024 buněk a následně tři plně pro-
pojené vrstvy, kde prvńı dvě maj́ı 2048 neuron̊u a výstupńı samozřejmě 30.
Celkový počet parametr̊u modelu je přes 28 milion̊u.

Výstup modelu se prahuje a z prahovaného výstupu je poté vypoč́ıtána
F1 mı́ra. Z 800 testovaćıch spektrogramů je ukázaná jejich pr̊uměrná F1 mı́ra
v tabulce 4.
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Tolerance F1 mı́ra
250 ms 73.76
150 ms 68.27
50 ms 53.99
10 ms 43.82

Tabulka 4: Výsledky LSTM modelu 1

3.3.2 LSTM model s ohledem na velikost

V druhém pokusu s rekurentńımi śıtěmi je ćılem vytvořit model, který je
malý a rychlý, nicméně stále přesný. Ideálńı představa je pod milion para-
metr̊u a šest vrstev. Tato śıt’ je tvořena třemi LSTM vrstvy se 128 buňkami,
dvěmi plně propojenými se 512 neurony a výstupńı plně propojenou vrstvou
s 30 neurony. Opět je zde použita vrstva BatchNormalization. Počet para-
metr̊u se podařilo sńıžit na 800 tiśıc.

Tento model splňuje velikostńı požadavky ale výkonnostně velmi zaostává
za předchoźım, mnohonásobně složitěǰśım modelem a tak můžeme tvrdit, že
pro komplexńı dataset jako je SCD, je potřeba obsáhleǰśı model. Výsledky
můžeme vidět v tabulce 5

Tolerance F1 mı́ra
250 ms 5.4
150 ms 4.8
50 ms 3.4
10 ms 2.3

Tabulka 5: Výsledky zjednodušeného modelu
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4 Detekce akustických událost́ı

Algoritmy ověřené a vyzkoušené v předchoźı kapitole se nyńı pokuśıme
aplikovat na novou oblast a nový dataset. Dále budeme zkoumat, zda jsou śıtě
s vnitřńım stavem schopné zpracovávat data v reálném čase a tud́ıž vhodné
pro nepřetržité použ́ıváńı na zař́ızeńıch s malým výpočetńım výkonem, jako
jsou např́ıklad malá ESP zař́ızeńı s mikroprocesorem.

4.1 Dataset a augmentace

Z datasetu SCD se nyńı přesuneme na vlastńı dataset, který odpov́ıdá
reálným požadavk̊um na detekci akustických událost́ı. Při reálném použit́ı
může j́ıt pouze o detekci jedné události, jako např́ıklad rozbit́ı skla ve sklárně,
nebo i o detekci v́ıce událost́ı současně jako třeba z hlediska rozpoznáváńı
bezpečnostńıch hrozeb. Použitý dataset obsahuje celkem 5 tř́ıd: Animal -
nahrávky ps̊u a koček,GlassBreak - nahrávky tř́ı̌stěńı skla,Gunshot - nahrávky
výstřel̊u z malých zbrańı, Speech - nahrávky ze Speech Commands Data-
setu a Scream - nahrávky křiku. Kromě kategorie Speech pocházej́ı všechny
nahrávky z internetové platformy Freesound2. Dataset obsahuje celkem 1209
nahrávek, ale některé z nich nebyly použité kv̊uli formátu, a tak po vyřazeńı
jich je v datasetu 1160. Rozložeńı nahrávek v jednotlivých tř́ıdách neńı rov-
noměrné. Údaje o datasetu jsou zobrazeny v tabulce 6.

Rozděleńı a vlastnosti dat
Trénovaćı split Validačńı split Testovaćı split

936 104 120

Tř́ıda Počet nahrávek Počet v testovaćım splitu Trváńı
Animal 305 24 1 s - 3 s
Gunshot 396 55 ≤ 1s

Glassbreak 199 17 0.5 s - 3.8 s
Speech 288 23 1 s
Scream 21 1 0.5 s - 4 s

Tabulka 6: Rozložeńı dat v datasetu

2https://freesound.org/
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Z hlediska předzpracováńı se použ́ıvaj́ı r̊uzné př́ıstupy, které se lǐśı v
každém experimentu. Společné je vždy vytvořeńı 4sekundového pozad́ı po-
moćı b́ılého šumu, nahrávky ulice, nebo kombinace obou. Někdy se také
použ́ıvá pozad́ı bez šumu, tedy matice nul. Poté je do pozad́ı vložena nahrávka
akustické události a vytvoř́ı se spektrogram. Konkrétńı parametry jsou uve-
deny u každého experimentu.
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4.2 Konvolučńı śıtě

Při použit́ı konvolučńıch śıt́ı máme za ćıl otestovat dva r̊uzné př́ıstupy
v závislosti na délce segmentu nahrávky, který je vstupem do śıtě. Prvńım
př́ıstupem je předložeńı spektrogramu celé nahrávky, zat́ımco druhým př́ıstupem
je rozděleńı nahrávky na menš́ı segmenty, které jsou poté klasifikovány. Dı́ky
druhému př́ıstupu je možné zachovat časovou informaci.

4.2.1 Zpracováńı celé nahrávky pomoćı konvolučńı śıtě

Vstupem śıtě je celý spektrogram 4sekundové nahrávky s posunem 10ms a
oknem 20ms. Jako informace od učitele slouž́ı jedno č́ıslo označuj́ıćı požadovanou
tř́ıdu. Architektura použitého modelu je ukázaná v tabulce 7.

1x Resizing 128,128
1x Conv2D 512 filtr̊u, (4,4) jádro
1x Conv2D 512 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Conv2D 256 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Conv2D 256 filtr̊u, (3,3) jádro
1x MaxPooling (2,2) jádro
1x Flatten
1x Dense 1024, ReLU
1x Dense 5, Softmax

Tabulka 7: Architektura konvolučńıho modelu pro celé nahrávky

Celkový počet parametr̊u přesahuje 48 milion̊u, což z něj čińı poměrně
rozsáhlý model. Pro trénováńı byl použit optimalizátor Adam s uč́ıćı kon-
stantou 0,00001 a trénováńı prob́ıhalo po dobu 18 epoch. Výsledky tohoto
modelu jsou prezentovány v následuj́ıćıch tabulkách a to jak přesnost́ı celko-
vou, tak pro jednotlivé tř́ıdy.
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Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 79.16 100 98.18 100 0 94.16

Pozad́ı z ulice 83.33 100 87.27 91.30 0 88.33
Kombinace 83.33 100 85.45 86.95 0 86.66

Data bez pozad́ı 79.16 100 98.18 100 0 94.16

Tabulka 8: Přesnost [%] konvolučńıho modelu pro celé nahrávky
natrénovaného na nahrávkách bez pozad́ı

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 75 94.12 92.73 100 0 90

Pozad́ı z ulice 79.16 94.12 98.18 95.65 0 92.50
Kombinace 79.16 94.12 98.18 95.65 0 92.50

Data bez pozad́ı 75 94.12 96.36 100 0 91.66

Tabulka 9: Přesnost [%] konvolučńıho modelu pro celé nahrávky
natrénovaného na nahrávkách s pozad́ım ulice

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 83.33 100 98.18 100 0 95

Pozad́ı z ulice 87.50 100 81.81 86.95 0 85.83
Kombinace 87.50 100 78.18 86.95 0 84.16

Data bez pozad́ı 83.33 100 98.18 100 0 95

Tabulka 10: Přesnost [%] konvolučńıho modelu pro celé nahrávky
natrénovaného na nahrávkách s b́ılým šumem

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 75 94.12 92.73 100 0 90

Pozad́ı z ulice 79.16 94.12 98.18 100 0 93.33
Kombinace 79.16 94.12 98.18 100 0 93.33

Data bez pozad́ı 75 94.12 96.36 100 0 91.66

Tabulka 11: Přesnost [%] konvolučńıho modelu pro celé nahrávky
natrénovaného na nahrávkách s kombinaćı obou pozad́ı
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4.2.2 Zpracováńı rozdělené nahrávky pomoćı konvolučńı śıtě

Spektrogram pro 4 sekundovou nahrávku je zde rozdělený na 8 spektro-
gramů a to s posuvem 0.5s a délkou 1s. Toho je doćıleno pomoćı energie ve
spektrogramu a labely jsou poté strojově přǐrazeny pouze na ty spektrogramy,
kterých energie přesahuje určitý práh.

Pro tento experiment byl zvolen jiný model ukázaný v tabulce 12.

1x Conv2D 128 filtr̊u, (5,5) jádro
1x MaxPooling (2,12) jádro
1x Conv2D 256 filtr̊u, (5,5) jádro
1x MaxPooling (5,10) jádro
1x Flatten
1x Dense 256, ReLU
1x Dense 5, Softmax

Tabulka 12: Architektura konvolučńıho modelu pro rozdělené nahrávky

I tento model byl při trénováńı nestabilńı. Výstup modelu se poté prahuje
aby se oddělily spektrogramy bez informace. Tedy pokud výstup žádného z 5
neuron̊u nepřesáhne mez 0.3, je výstup brán jako spektrogram bez informace.

Pro všech 8 spektrogramů jedné nahrávky je poté źıskaná přesnost, tedy
tyto výsledky nejsou po framech ale po celých nahrávkách a slovy znamenaj́ı,
zda a jak dobře śıt’ v nahrávce, tedy ve všech 8 spektrogramech, detekovala
událost. Po této úpravě můžeme vidět výsledky v tabulce 13. Přesnost po fra-
mech zde uvedená neńı, jelikož neodpov́ıdala reálným výsledk̊um ani ztrátové
funkci.

Data pro trénink Testovaćı výsledky
B́ıly šum Pozad́ı z ulice Kombinace Bez pozad́ı

B́ıly šum 73.22 32.51 32.51 73.55
Pozad́ı z ulice 38.40 35.47 35.47 38.48
Kombinace 57.23 47.01 46.32 57.25
Bez pozad́ı 74.59 46.24 46.24 75.22

Tabulka 13: Přesnost [%] konvolučńıho modelu pro rozdělené nahrávky
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Neńı překvapivé, že nahrávky s pozad́ım tvořeného pouze nulami dosahuj́ı
nejlepš́ıch výsledk̊u, je zde totiž největš́ı rozd́ıl mezi nahrávkami s událost́ı
a bez ńı a tedy pro śıt’ jednodušš́ı data na naučeńı. Při srovnáńı výsledk̊u
lze konstatovat, že konvolučńı śıtě dosahuj́ı větš́ı přesnosti při použit́ı celého
spektrogramu nahrávky. Důvodem pro takové výsledky může být fakt, že
śıt’ se při celých nahrávkách soustřed́ı pouze na daných 5 tř́ıd a neexistuje
zde možnost, že ve spektrogramu akustická událost neńı, t́ım se poté snižuje
komplexita úlohy.
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4.3 LSTM śıtě

Pro LSTM śıtě existuje v́ıce př́ıstup̊u, které nás zaj́ımaj́ı, a to z hlediska
vnitřńıho stavu a z hlediska vstupńıch dat.

Prvńı dva provedené experimenty pracuj́ı s LSTM modelem, který ob-
sahuje dvě LSTM vrstvy s 512 a 256 LSTM buňkami, po kterých následuj́ı
dvě plně propojené vrstvy s 256 a 5 neurony. Jeho vnitřńı stav zde neńı
využ́ıvaný a takový model nevid́ı souvislosti mezi jednotlivými daty, jedná se
tedy o stateless př́ıstup. Tento model má 28.5 milionu parametr̊u a velikostně
je tak srovnatelný s konvolučńı śıt́ı.

Na těchto dvou experimentech je ćılem dostat jejich srovnáńı s kon-
volučńımi śıtěmi a proto jim budou předloženy stejná data, a to jak trénovaćı
tak testovaćı ve stejném pořad́ı.

4.3.1 Zpracováńı celých nahrávek pomoćı LSTM modelu

Zde jsou stejně jako u konvolučńı śıtě použity celé spektrogramy nahrávek,
ke kterým patř́ı jeden label označuj́ıćı tř́ıdu. Optimalizátor Adam byl opět
využitý, ale tentokrát s nižš́ı uč́ıćı konstantou, jelikož jinak model nekon-
vergoval k dobrým výsledk̊um. Trénováńı prob́ıhalo po dobu 90 epoch, bylo
tedy značně pomaleǰśı. Výsledky tohoto modelu, které jsou ukázané v tabulce
23, velmi zaostávaj́ı za konvolučńım modelem, hlavně z hlediska robustnosti
modelu.

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 83.33 88.23 90.90 100 0 90

Pozad́ı z ulice 79.16 88.23 100 86.95 0 90.83
Kombinace 79.16 88.23 100 95.65 0 92.50

Data bez pozad́ı 83.33 88.23 92.72 100 0 90.83

Tabulka 14: Přesnost [%] LSTM modelu pro celé nahrávky natrénovaného
na nahrávkách s kombinaćı obou pozad́ı
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Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 83.33 88.23 98.18 100 0 93.33

Pozad́ı z ulice 79.16 94.11 98.18 91.30 0 91.66
Kombinace 79.16 94.11 98.18 91.30 0 91.66

Data bez pozad́ı 83.33 88.23 94.54 100 0 91.66

Tabulka 15: Přesnost [%] LSTM modelu pro celé nahrávky natrénovaného
na nahrávkách s pozad́ım ulice

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 75 82.35 98.18 95.65 0 90

Pozad́ı z ulice 75 94.11 98.18 91.30 0 90.83
Kombinace 75 76.47 98.18 91.30 0 88.33

Data bez pozad́ı 79.16 94.11 98.18 91.30 0 91.66

Tabulka 16: Přesnost [%] LSTM modelu pro celé nahrávky natrénovaného
na nahrávkách s b́ılým šumem

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 79.16 94.11 98.18 82.60 0 90

Pozad́ı z ulice 75 94.11 98.18 91.30 0 90.83
Kombinace 75 94.11 96.36 82.60 0 88.33

Data bez pozad́ı 75 94.11 98.18 91.30 0 90.83

Tabulka 17: Přesnost [%] LSTM modelu pro celé nahrávky natrénovaného
na nahrávkách bez pozad́ı
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4.3.2 Zpracováńı rozdělené nahrávky pomoćı LSTM modelu

V tomto experimentu bylo vyzkoušeno v́ıce model̊u, regularizér̊u a vrstev.
Trénováńı ale bylo vždy nestabilńı a model se zaměřoval hlavně na spektro-
gramy bez informace, kterých je v datasetu většina. Oproti konvolučńı śıti v
předchoźım experimentu tedy nebylo možné tento model úspěšně otestovat.

4.3.3 Zpracováńı nahrávek za využit́ı vnitřńıho stavu LSTM mo-
delu

V této práci je využita výhoda LSTM śıtě, která má vnitřńı stav. Tento
typ śıtě je použit v experimentu k detekci akustických událost́ı. Z audio
nahrávek jsou vytvořeny spektrogramy s r̊uznými parametry. Pro každý frame
v spektrogramu jsou vytvořeny labely pomoćı energie, kde je událost označena,
pokud je energie tohoto framu větš́ı než práh. Práh je určen z maxima energie
v daném spektrogramu a je pro každou nahrávku odlǐsný.

Śıt’ pracuje s daty po framech, kde pro každý sloupec spektrogramu, re-
prezentuj́ıćıch 20 milisekund zvukové nahrávky, jsou na výstupu data z 5 neu-
ron̊u. Tento př́ıstup umožňuje zachováńı časové informace a śıtě tak dokážou
vńımat souvislosti v signálu. Nicméně kv̊uli malému množstv́ı dat a jejich
velké variaci, algoritmus pro vytvářeńı informace od učitele, který fungoval
na SCD, neńı tak přesný a některé labely jsou posunuty na časové ose.

Výstupńı vrstva použ́ıvá aktivačńı funkci softplus a výstup je poté pra-
hován, aby byly odstraněny výstupy s ńızkou pravděpodobnost́ı. Prahovaćı
konstanta může být přizp̊usobena a je mezi 0 a 1. Výstup śıtě je normalizován
od 0 do 1 a vše nad prahovaćı konstantou je označeno jako 1 a zbytek jako
0. Celý tento proces je ilustrován na obrázku 14, kde je prahovaćı konstanta
nastavena na 0.9.

Ćılem této práce je zhodnotit výkonnost LSTM śıtě s vnitřńım stavem při
detekci akustických událost́ı a také zjistit, jaký vliv má princip neurčitosti
při tvorbě spektrogramů. Tento princip se projevuje v tom, že výsledný spek-
trogram se může lǐsit v závislosti na velikosti okna pro provedeńı Fourierovy
transformace.

Vzhledem k tomu, že dosud použ́ıvané modely jsou velmi časově a výpočetně
náročné, s mnoha vrstvami a deśıtkami milion̊u parametr̊u, zvažuje se nasa-
zeńı na zař́ızeńı s malým výpočetńım výkonem. Ideálńım výsledkem je śıt’,
která bude schopna zpracovat data v reálném čase.
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Obrázek 14: Zpracováńı signálu LSTM śıt́ı

Navržený LSTM model byl vytvořen s ohledem na jeho velikost a vycháźı
pouze z doposud źıskaných znalost́ı.

43



Obsahuje dvě LSTM vrstvy s 512 a 256 buňkami, následované třemi plně
propojenými vrstvami s 512, 256 a výstupńımi 5 neurony. Celkově model ob-
sahuje 2.6 milionu parametr̊u pro data s oknem 20ms a 3.1 milionu pro data se
40ms oknem kv̊uli rozd́ılným dimenźım vstupńıch spektrogramů. Trénováńı
prob́ıhá pomoćı optimalizátoru Adam a uč́ıćı konstanta se v pr̊uběhu tréninku
snižuje od 0.01 pro dosažeńı nejlepš́ıch výsledk̊u.

Během testováńı bylo zjǐstěno, že model zanedbával tř́ıdu Gunshot nebo
měl tendenci řadit všechna data do jedné tř́ıdy. Pro zlepšeńı výsledk̊u byly
vyzkoušeny regularizéry, konkrétně tři typy pro jádro śıtě, vstup a výstup.
Tyto regularizéry zlepšily pr̊uběh učeńı a výkonnost śıtě zejména na datech,
které śıt’ ještě neviděla, a t́ım byla śıt’ robustněǰśı. Výsledný model implemen-
tuje L2 regularizátory a byl opět vyhodnocen pomoćı F1 mı́ry, Precisionu a
Recallu s toleranćı časové odchylky 200 ms.

Výstup modelu se opět prahuje a to hodnotou 0.99, jelikož výstupńı
funkce softmax dává vždy v součtu 1 a modely měly tendenci u jedné tř́ıdy
dávat všude poměrně vysoké pravděpodobnosti a tento práh spolehlivě od-
stranil nechtěné výsledky, ukážeme si zde ale také porovnáńı prahovaných
výsledk̊u s výsledky, na které je po prahováńı provedena opearace dilatace.
Dilatace prahované výsledky sjednot́ı a vytvoř́ı tedy souvislý časový úsek de-
tekované nahrávky. Pro události, které jen jen na velmi malém počtu framů
t́ım ale může vznikat nepřesnost, proto se na tyto výsledky pod́ıváme a po-
rovnáme tyto dvě metody. Výsledky jsou uvedeny v následuj́ıćıch tabulkách.
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Spektrogramy - 20 ms posun, 30 ms okno 10 ms posun, 15 ms okno
Testovaćı data F1 mı́ra Precision Recall F1 mı́ra Precision Recall

B́ılý šum - dilatace 71.01 61.86 86.96 70.85 58.10. 93.30
B́ılý šum - prahováńı 60.13 72.24 55.62 70.98 64.91 82.35

Pozad́ı z ulice - dilatace 51.01 40.06 76.33 34.76 22.92 88.37
Pozad́ı z ulice - prahováńı 51.66 66.30 45.69 35.55 26.78 73.37

Kombinace - dilatace 44.37 35.89 66.44 26.08 16.08 83.30
Kombinace - prahováńı 42.39 58.58 37.23 24.18 15.90 63.96

Data bez pozad́ı - dilatace 27.60 17.27 82.99 71.21 60.20 91.53
Data bez pozad́ı - prahováńı 53.12 53.89 55.08 72.83 71.98 78.76

Tabulka 18: Výsledky stateful modelu přes framy natrénovaného na
nahrávkách s b́ılým šumem

Spektrogramy - 20 ms posun, 30 ms okno 10 ms posun, 15 ms okno
Testovaćı data F1 mı́ra Precision Recall F1 mı́ra Precision Recall

B́ılý šum - dilatace 13.61 10.07 20.99 24.70 14.56 88.16
B́ılý šum - prahováńı 17.80 10.53 72.95 21.81 13.05 72.79

Pozad́ı z ulice - dilatace 64.13 49.87 93.45 65.78 55.75 82.22
Pozad́ı z ulice - prahováńı 59.53 53.02 76.87 58.97 55.31 66.00

Kombinace - dilatace 64.34 52.20 90.82 63.24 56.03 78.02
Kombinace - prahováńı 55.56 54.51 71.08 54.84 55.32 61.96

Data bez pozad́ı - dilatace 14.99 0.08 89.38 21.02 12.23 90.75
Data bez pozad́ı - prahováńı 19.47 11.76 60.61 41.23 30.26 72.97

Tabulka 19: Výsledky stateful modelu přes framy natrénovaného na
nahrávkách s pozad́ım ulice
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Spektrogramy - 20 ms posun, 30 ms okno 10 ms posun, 15 ms okno
Testovaćı data F1 mı́ra Precision Recall F1 mı́ra Precision Recall

B́ılý šum - dilatace 26.99 17.33 68.79 53.36 39.79 87.78
B́ılý šum - prahováńı 33.86 28.46 44.77 56.60 51.41 69.50

Pozad́ı z ulice - dilatace 65.40 56.75 80.84 63.95 54.83 84.74
Pozad́ı z ulice - prahováńı 55.07 72.19 48.63 52.81 51.50 64.2

Kombinace - dilatace 69.91 60.82 84.35 63.24 54.11 80.58
Kombinace - prahováńı 54.42 72.71 46.91 60.55 62.62 64.28

Data bez pozad́ı - dilatace 51.25 38.11 85.62 22.78 13.59 82.18
Data bez pozad́ı - prahováńı 54.63 55.87 56.69 39.17 30.11 60.66

Tabulka 20: Výsledky stateful modelu přes framy natrénovaného na
nahrávkách s kombinaćı obou pozad́ı

Spektrogram - 20 ms posun, 30 ms okno 10 ms posun, 15 ms okno
Testovaćı data F1 mı́ra Precision Recall F1 mı́ra Precision Recall

B́ılý šum - dilatace 18.46 10.68 91.04 65.84 58.26 77.93
B́ılý šum - prahováńı 18.57 11.02 74.12 59.84 64.03 59.20

Pozad́ı z ulice - dilatace 20.99 14.41 79.51 43.64 36.28 63.02
Pozad́ı z ulice - prahováńı 25.00 16.21 65.34 36.45 40.27 42.67

Kombinace - dilatace 33.85 21.72 85.87 35.30 26.52 58.73
Kombinace - prahováńı 46.75 39.28 65.39 33.02 31.65 41.66

Data bez pozad́ı - dilatace 69.18 54.22 98.80 61.03 53.35 78.79
Data bez pozad́ı - prahováńı 70.69 61.34 88.30 50.05 51.59 57.66

Tabulka 21: Výsledky stateful modelu přes framy natrénovaného na
nahrávkách bez pozad́ı
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Tyto výsledky nejsou tolik vypov́ıdaj́ıćı, jelikož LSTMmodel vždy událost
posune, je zde také mnoho proměnných jako délka okna, velikost prahu či
dilatace a při posunu prahu může např́ıklad precision r̊ust a recall klesat a
naopak. To můžeme vidět v porovnáńı výsledk̊u s dilataćı a prahem, kde
výsledky s dilataćı maj́ı skoro vždy větš́ı precision ale menš́ı recall.

Proto jsou výsledky vyhodnoceny ještě druhou metodou, která dává výsledek
pro celou nahrávku a to zda událost byla nebo nebyla správně nalezena.
Přesnost je zde 100% pokud je nalezena pouze správná tř́ıda, 0% pokud
správná tř́ıda detekována neńı a pokud je nalezena správná tř́ıda a nějaké
daľśı, je přesnost poč́ıtána jako 1/počet nalezených tř́ıd.

Tyto výsledky v následuj́ıćıch tabulkách jsou tedy porovnatelné s výsledky
pro celé nahrávky v předchoźı části práce.

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 91.66 88.23 78.18 91.30 0 84.16

Pozad́ı z ulice 83.33 88.23 80.00 86.95 0 82.50
Kombinace 87.50 88.23 67.27 86.95 0 77.50

Data bez pozad́ı 85.41 88.23 83.63 100 0 87.08

Tabulka 22: Přesnost [%] stateful LSTM modelu přes celé nahrávky
natrénovaného na nahrávkách bez pozad́ı

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 43.75 97.05 0 39.13 0 30.00

Pozad́ı z ulice 79.16 91.17 61.81 95.65 0 75.41
Kombinace 79.16 91.17 60.90 86.95 0 73.33

Data bez pozad́ı 66.66 94.12 20.60 43.47 0 44.44

Tabulka 23: Přesnost [%] stateful LSTM modelu přes celé nahrávky
natrénovaného na nahrávkách s pozad́ım ulice
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Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 75.00 100 18.18 95.65 0 55.83

Pozad́ı z ulice 87.50 88.23 0 82.60 0 45.83
Kombinace 87.50 88.23 0 80.43 0 45.41

Data bez pozad́ı 75.00 100 14.54 97.82 0 54.58

Tabulka 24: Přesnost [%] stateful LSTM modelu přes celé nahrávky
natrénovaného na nahrávkách s b́ılým šumem

Animal Glassbreak Gunshot Speech Scream Celková přesnost
B́ıly šum 70.83 94.12 68.18 93.47 0 76.66

Pozad́ı z ulice 70.83 91.17 82.72 95.65 0 83.33
Kombinace 70.83 94.12 82.72 93.47 0 83.33

Data bez pozad́ı 70.83 94.12 71.81 95.65 0 75.75

Tabulka 25: Přesnost [%] stateful LSTM modelu přes celé nahrávky
natrénovaného na nahrávkách s kombinaćı obou pozad́ı

Při pozorováńı výsledk̊u bylo zjǐstěno, že největš́ı problém této śıtě byly
tř́ıdy animal a gunshot, jelikož jejich pr̊uběh byl někdy velmi podobný a
proto model většinou detekoval pro tř́ıdu gunshot obě tř́ıdy gunshot a animal,
někdy je také zaměňoval.

Výpočetńı doba vyhodnoceńı a prahováńı 8 spektrogramů je přibližně 3
sekundy, což znamená, že za tuto dobu lze zpracovat časový úsek délky 32
sekund. Tento proces prob́ıhá na výkonném procesoru Intel Core i7-8700 s
použit́ım jednoho jádra. Je d̊uležité poznamenat, že tato doba nezahrnuje
vytvářeńı spektrogramu a zpracováńı nahrávky. Bohužel by na mikroproce-
soru pravděpodobně nebylo možné zpracovávat data v reálném čase pomoćı
tohoto modelu. Nicméně by se to dalo řešit pomoćı prahu pro energii signálu
a rozpoznáváńım pouze v př́ıpadě, že energie překroč́ı stanovenou úroveň.

Je očekávané, že stejné jako ostatńı i tato śıt’ měla pot́ıže s klasifikaćı tř́ıdy
scream, která měla v datasetu mnohem méně nahrávek než ostatńı tř́ıdy. Je
patrné, že tř́ıdy s větš́ım počtem nahrávek v datasetu dosahuj́ı tedy lepš́ıch
výsledk̊u. Tento fakt je podpořen i výsledky konvolučńı a stateless śıtě, kde
tř́ıda s největš́ım počtem nahrávek dosahuje pr̊uměrně nejlepš́ıch výsledk̊u.
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Pro dosažeńı optimálńıch výsledk̊u je tedy d̊uležité vytvořit dataset s
rovnoměrným počtem nahrávek pro každou tř́ıdu, ale existuj́ı techniky jako
regularizéry, d́ıky kterým je možné dosáhnout optimálńıch výsledk̊u i s malým
a nevyrovnaným datasetem.
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5 Závěr

Tato práce se zaměřila na algoritmy strojového učeńı pro rozpoznáváńı
událost́ı v akustickém signálu. V prvńı kapitole jsou uvedeny teoretické infor-
mace, zejména o neuronových śıt́ıch a jejich vrstvách, které jsou v následuj́ıćıch
kapitolách použity. Zbylé kapitoly tvoř́ı praktická část, která ověřuje algo-
ritmy na dvou r̊uzných datasetech, nejprve SCD a následně na vlastńım.

Výsledky ukazuj́ı, že s nár̊ustem komplexnosti dat roste i nárok na větš́ı
složitost modelu a s t́ım se zvyšuje časová a výpočetńı náročnost, což ome-
zuje použit́ı na mikroprocesorech s poč́ıtáńım v reálném čase. Tento problém
lze řešit klasifikaćı signálu pouze s dostatečnou energíı, nebo s využit́ım dvou
neuronových śıt́ı. Prvńı by sloužila k detekci události v časovém úseku bez
konkrétńıho zařazeńı a byla by jednodušš́ı a zpracovatelná v reálném čase.
Druhá by sloužila k následné klasifikaci označeného úseku. Pro takovou konfi-
guraci by prvńı mohla být LSTM śıt’ s vnitřńım stavem pro detekci a následně
konvolučńı śıt’ pro klasifikaci.

Pokud neńı brána v úvahu výpočetńı náročnost, LSTM model s vyšš́ım
počtem parametr̊u by mohl být velmi dobrým zp̊usobem pro detekci v reálném
čase. Pokud by byl dostatek trénovaćıch dat pro dosažeńı robustnosti, mohl
by tento model podávat velmi dobré výsledky.
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1 Přesnost [%] modelu ResNet34 . . . . . . . . . . . . . . . . . . 28
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