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Tato bakalarska prace se zabyva tématem komprese konektivity trojihelnikovych
siti a problematikou s ni spojenou. Prace navazuje na jiz existujici, velice efektivni
metodu zalozenou na principu kandidatnich vrcholt a dava si za cil jeji dalsi zefektiv-
néni. Toho se snazi dosahnout za pomoci strojového uceni. Prace se tak zaméruje na
nékolik klicovych ¢asti pivodni metody a ty nahrazuje modelem um¢lé neuronové
sité. Cilem je zjistit, jak efektivné je model schopen, oproti statickym vzorctim vy-
chozi metody, predikovat konektivitu trojihelnikové sité a zda-li tento pristup mtize
vést k pozadovanému zlepseni. Jak ziskané vysledky naznacuji, je tomu skute¢né
tak a metoda s vyuzitim neuronové sité byla schopna dosahnout signifikantniho

zlepseni.

This bachelor’s thesis addresses the topic of triangle mesh connectivity compres-
sion and the related issues. The work builds upon already existing, highly efficient
method based on the principle of candidate vertices and aims for its even further
optimization. It attempts to achieve this through the use of machine learning. Thus,
the thesis focuses on several key parts of the existing method, which it then substi-
tutes with a model of the neural network. The goal is to determine how effectively
the model can predict triangle mesh connectivity compared to the static formulas
used by the reference method and whether this approach can lead to the desired
improvement. As the results indicate, this is indeed the case, and the method using
the neural network was able to achieve significant improvement.

komprese « konektivita » neuronova sit « trojihelnikové sité « strojové uceni
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Uvod

Pro praci s trojrozmérnymi objekty je zapotrebi jejich efektivni reprezentace, ve
které je bude mozné ukladat, nacitat a opétovné s nimi pracovat. Nejbéznéjsi forma
jejich povrchové reprezentace je pomoci polygond, kdy jsou body na povrchu télesa
¢lenény do obecnych n-thelnikd, jejichz plochy tvori sit, kterd pak popisuje obal
objektu. Vzhledem ke komplexnosti reprezentovanych objektt se jako geometrické
utvary popisujici 3D objekt nejcastéji pouzivaji trojihelniky, se kterymi jsme schopni
dobre reprezentovat ostré hrany, jehlany nebo podobné utvary. Pri jejich vyuziti
mluvime o takzvanych trojihelnikovych sitich.

Trojuhelnikovou sit, stejné tak jako kazdou jinou sit tvorenou obecnymi n-
uhelniky, 1ze rozd¢lit do dvou hlavnich slozek, geometrie a konektivity. Pomoci
geometrie popisujeme zminéné vrcholy na povrchu objektu, vyjadrenim jejich X, Y
a Z souradnic. Konektivita popisuje topologické usporadani vrchold v trojihelni-
kové siti. Zjednodusené je pak mozné rict, Ze geometrie popisuje polohy vrcholt a
konektivita stény trojuhelnikt, které vrcholy tvori. Pokud chceme takto popsany
objekt ulozit na néjaké zdznamové médium, bylo by predtim vhodné provést urcitou
formu komprese.

Komprese obecné prestavuje proces, béhem néjz je redukovan objem uklada-
nych dat snizovanim jejich redundance. Jinak fec¢eno se snazime vyuzit urcitych
specifickych vlastnosti dat a najit v nich prebytecné ¢i zcela zbyte¢né casti, které Ize
budto zakddovat efektivnéji, pripadné zcela vypustit. Nasim cilem je v kone¢ném
dasledku zaznamenat stejné mnozstvi informace na mensim tlozném prostoru, coz
vede ke snizeni nakladi na jeji uchovani ¢i pri pripadném prenosu po siti. V na-
Sem pripadé bude touto klicovou vlastnosti, které se pri kompresi budeme snazit
vyuzit, korelace mezi usporddanim jednotlivych bodid v prostoru a trojihelnikovou
siti, kterou tvori. Mame-li totiz hranu mezi dvéma vrcholy a jsou-li ndim znamy
polohy okolnich bodi této hrany, 1ze na zaklad¢ jejich rozmisténi urcit, ktery z nich
s hranou nejpravdépodobnéji tvori trojihelnik reprezentujici povrch kédovaného
objektu. V nasi praci byl jako tento mechanismus, kterym budeme okolni vrcholy
takto ohodnocovat, zvolen model umélé neuronové sité. Ten bude danou pravdépo-
dobnost urc¢ovat na zakladé geometrickych vlastnosti vzniklych trojihelnik.






Komprese
trojuhelnikovych siti

2.1 Trojuhelnikove sité

Jak jiz bylo zminéno, trojuhelnikové sité jsou specidlnim pripadem polygonalnich
siti, které se skladaji ze vzajemné propojenych trojihelniki a lze je rozdélit na ge-
ometrickou a konektivni slozku. Vznik téchto siti je Gzce spojen s rozvojem po-
¢itacové grafiky a modelovani, ktery zapocal v Sedesatych letech minulého stoleti.
Béhem této doby se totiz zacaly rodit prvni napady pro modelovani 3D objekti po-
moci jednoduchych polygond, mezi které patrily i trojuhelniky. Jejich propojovani
umoznovalo jednoduchou tvorbu sité, ktera pritom dobre aproximovala pozado-
vany povrch. Postupem casu a s nastupem vykonnéjsi vypocetni techniky se proto
trojuhelnikové sité zacaly tésit ¢im dal tim vétsi oblibé. Soucasné s tim se také roz-
vijely néstroje urcené na jejich dpravu a tvorbu. K pokrokidm dochézelo i v oblasti
algoritmi vyuzivanych pro zpracovani téchto siti, kde byly predstavovany stale nové,
sofistikovan¢jsi a efektivnéjsi techniky.

V soucasné dobe¢ jsou trojuhelnikové sité v oblasti 3D grafiky povazovany za
standard pouzivany v drtivé vétsiné aplikaci. Uplatnéni nachazeji zejména v oblasti
kinematografie a strojirenského priamyslu. V poslednich letech, predevsim pak diky
nastupu 3D tisku a virtualni reality, vS§ak dochazi k jejich rozsirovani i do dalsich
odvétvi, jako je napriklad stavebnictvi ¢i design. V neposledni rad¢ pak nelze opo-
menout herni primysl, ktery je s 3D grafikou a tedy i s trojihelnikovymi sitémi tizce
spojen a prestavuje nezanedbatelnou ¢ast podilejici se na vyvoji v tomto odvétvi.

2.2 Komprese

I v kontextu trojuhelnikovych siti 1ze nad témito strukturami provadét kompresi a
to jak ztratovou tak bezeztratovou. Zatimco bezeztratovd komprese umoznuje plné
obnoveni ptivodnich dat bez jakékoli ztraty informace, ztratova komprese vede k re-
dukci datového objemu na ikor ¢aste¢né ztraty informaci. V praxi to znamena, Ze pri
pouziti ztratové komprese muize byt obnoveny model mirné odlisny od ptvodniho,
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Obrazek 2.1: Vysledny model pred a po jeho simplifikaci. Ryan Schmidt, zdroj:
www.gradientspace.com/tutorials/2017/8/30/mesh-simplification, pristup
dne 28.4.2024.

coz vSak mtize byt prijatelné pro aplikace, kde absolutni presnost neni kriticka, jako
napriklad ve zminéném hernim primyslu nebo ve vizualizacich. Na druhé strané, v
aplikacich vyzadujicich vysokou miru presnosti, jako je strojirenstvi nebo lékarské
modelovani, je ¢asto nutné vyuzit metody bezeztratové komprese. Obé dvé tyto
varianty lze u trojuhelnikovych siti dale d¢lit podle oblasti jejich uplatnéni, a to kon-
krétné na kompresi zamérenou budto na geometrickou, nebo na konektivni slozku
sité.

V pripadé geometrie se komprese zaméruje na redukcei informaci potiebnych k
popisu polohy jednotlivych vrcholi v siti. Vyuziva se pritom metod, které snizuji
mnozstvi dat potrebnych k popisu geometrickych vlastnosti, napriklad kvantizace
nebo predikce polohy vrcholl na zakladé znamé konektivity, kdy se kdduje pouze
odchylka této predikce od skute¢né polohy vrcholu.

Na druhou stranu, komprese konektivity se zabyva zptisobem, jakym jsou jed-
notlivé vrcholy propojeny. Vzhledem k tomu, Ze v manifoldnich trojihelnikovych si-
tich je konektivita relativné predvidatelna tj. kazdy trojuhelnik je spojen maximalné
s tremi dal$imi (kazdou hranou s jednim), algoritmy pro kompresi konektivity se
snazi vyuzit této skutec¢nosti pro zredukovani mnozstvi informaci potrebnych k
popisu téchto vazeb. To je ¢asto provadéno prostrednictvim technik, které identifi-
kuji a vyuzivaji opakujici se vzory béhem rekonstrukce sité nebo jeji geometrické
struktury.

Na rozdil od komprese geometrie, ktera mutze byt napriklad diky zminéné kvan-
tizaci ztratova, je komprese konektivity témér vyhrade bezeztratova. Je tomu tak
jiz z jeji vyznamové podstaty, kterd definuje, zda mezi vrcholy existuje ¢i neexis-
tuje spojeni. Pokud by pri kompresi doslo ke ztraté této informace, mohl by tento
vypadek mit fatdlni dopad na vlastnosti a chovani dekomprimovaného modelu.

Pripadem, kdy miuze byt i konektivita komprimovana ztratove, je proces tak-
zvané simplifikace sité [AS96]. V rdmci néj mohou byt odstranény celé vrcholy nebo
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2.3 Edgebreaker

nékteré hrany mezi nimi, coz miize vést ke zméne v konektivité sité. Cilem je zredu-
kovani celkové slozitosti modelu, ktera je dalezitym faktorem napriklad v rychlosti
jeho renderovani. Ta miize byt totiz v urcitych situacich prednéjsi, nez jeho vérné
zobrazeni. Priklad takovéto simplifikace je zobrazen na obrazku 2.1.

Jedna se o jednu z metod vyuzivanou pro kompresi konektivity, ktera byla v roce
1999 vyvinuta profesorem J. Rossignacem [Rosgg]. Metoda Edgebreaker je zalozena
na principu toho, ze existuje jen omezené mnozstvi zpisobt, kterymi lze pti dekom-
presi pripojovat nové trojuhelniky do vznikajici sité. Téchto zpisobt je konkrétné
pét a kazdy z nich muze byt reprezentovan prislusnym symbolem create, left, right,
end a split (jejich vyznam bude vysvétlen nize). Dtlezité je, Ze tak jako vétsina dalsich
metod pro kompresi konektivity, ani Edgebreaker nevyzaduje znalost kédované
geometrie. Diky tomu je mozné zakédovat konektivitu jako prvni a nasledné vyu-
zit jeji znalosti pro efektivnéjsi kédovani geometrie. Samotny proces dekomprese
pak funguje tak, Zze dekodér se nejprve presune do predem stanovené pozice v siti,
kde je vytvoren prvni trojihelnik. Poté zacne ¢teni jednotlivych symbolt z kédové
sekvence vzniklé pri kompresi a na zaklad¢ jejich vyznamd jsou do sité pripojovany
nové trojuhelniky a sit se tim rozrista. Takto je postupovano dokud nejsou zpraco-
vany vsechny symboly a sit neni kompletni. Nyni si ukdZeme vyznam jednotlivych
symbolti a situace, ve kterych nastavaji.

Je vybrana aktivni hrana, ¢asto také oznacovéana anglickym slovem gate (na obrazku
vyznacéena Cervené), o které vime, Ze je soucasti nové vznikajiciho trojahelniku.
Dekodér dostava informaci, ze trojuhelnik se mé pripojit pomoci metody create.
Trojthelnik je tedy tvoren vrcholy aktivni hrany a tretim vrcholem, ktery nam jesté
neni znamy. Naproti aktivni hrané tak vytvorime novy vrchol a s aktivni hranou jej
propojime (na obrazku vyznaceno zelen¢). Vznikly trojihelnik pripojime do vzni-
kajici site.
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Obrazek 2.2: Pripad create, kdy dochazi k vytvoreni trojuhelniku s nové pridanym
vrcholem.

Opét je vybrana aktivni hrana, ke které se bude pripojovat novy trojtihelnik, tento-
krat vsak metodou left. Jak jiz mize nazev napovédét, protéjsi vrchol, tvorici novy
trojuhelnik, se bude nachazet nalevo od aktivni hrany a to dokonce bezprostredné,
hned jako prvni vrchol na ktery narazime, budeme-li se pohybovat smérem doleva
podél hranice zpracované ¢asti sité. Dulezité je poznamenat, Ze tento vrchol musel

byt jiz dfive zpracovan a pridan metodou create.

Obrazek 2.3: Pripad left, kdy dochazi k propojeni s vrcholem bezprostredné nalevo
od aktivni hrany.

Zde se jedna o obdobnou situaci jako v metodé left. Postup je identicky pouze s tim
rozdilem, ze vybér vrcholu je provddén pohybovanim se smérem doprava podél
hranice zpracované casti sité. I v tomto pripadé musel byt vybrany vrchol nejdrive
zpracovan metodou create a proto je na néj nyni mozno odkazovat timto zptisobem.
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Obrazek 2.4: Pripad right, kdy dochazi k propojeni s vrcholem bezprostfedné na-
pravo od aktivni hrany.

Tato situace nastane v pripadé, kdy se pri vytvareni sité dostaneme do bodu, kdy
jsou nam znamy vsechny okolni body aktivni hrany a v siti zbyva "dira" kterou je
treba vyplnit. Pro tento pripad se metody left i right vztahuji ke stejnému vrcholu. V
dasledku toho pak nedochazi k vytvoreni nové hrany, jelikoz v§echny stény trojthel-
niku jiz existuji. Dojde pouze k zaznamenani toho, Ze tyto hrany tvori dals$i unikatni
trojuhelnik. Timto je dana ¢ast sité uzavrena a budto je vybrana nova aktivni hrana
se kterou algoritmus pokracuje, nebo je sit v danou chvili kompletni a algoritmus
zde kondi.

Obrazek 2.5: Pripad end, kdy dochazi k vyplnéni "diry"v siti definovanim nového
trojuhelniku.

Jedna se o nejkomplexnéjsi pripad ze vSech dosud uvedenych. Nastava ve chvili, kdy
je potreba pripojit novy trojihelnik jehoz protéjsi vrchol je nam opét jiz znamy. Ten-
tokrat se ovsem nejednd o vrchol bezprostredné nalevo ani bezprostredné napravo
od aktivni hrany, nybrz o vrchol lezici v obecné vzdalenosti nékde podél hranice
zpracované sité. Na urceni toho, o jaky vrchol se jedn4, vsak neni treba jeho po-
zici explicitné uvadét. Namisto toho lze tuto pozici vypocist pomoci dopredného
prichodu kédovou sekvenci az po nejblizsi symbol end. Ve chvili, kdy dojde ke zpra-
covani tohoto symbolu je totiz jasné, Ze délka hranice musi byt 3 (bude se skladat
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ze tfi hran). Dale je zfejmé, ze zpracovavani predchozich symbola tuto délku ovliv-
nilo. Je v§ak mozné presné urcit jak. Byl-li predchozim symbolem left nebo right,
délka hranice se vzdy zmensila o 1, naopak pokud se jednalo o symbol create, délka
hranice se o 1 zvysila. Timto sledovanim zmén délky hranice Ize pak zpétné urcit
jaka ma byt jeji délka pri zpracovani symbolu split a tedy i presné urcit, se kterym
vrcholem hranu propojit tak, aby byla tato podminka splnéna.

Obrazek 2.6: Pripad split, kdy se protéjsi vrchol nachazi podél hranice kédované sité.

2.4 Referencéni metoda zalozena na
principu kandidatnich vrcholu

Na rozdil od vétsiny konvenc¢nich metod, existuji i pristupy pro kédovani konekti-
vity s predem znamou geometrii. Prikladem takového pristupu je metoda Priority-
based encoding [Dvo+23] navrzena J. Dvordkem a spol. navazujici na praci P. Maraise
[MGSo7]. Obé tyto metody vyuzivaji informaci o zndmé geometrii kodované sité k
odhadu zbyvajici konektivity a diky této znalosti jsou schopny kédovat konektivitu
znacné efektivnéji, coz predstavuje jejich klicovou vyhodu. Metoda J. Dvoraka vsak
prinasi zna¢né zlepseni v procesu kédovani souvisejici s vybérem aktivnich hran a
ohodnocovanim okolnich vrcholt. Metoda se sklada ze dvou hlavnich ¢ésti. Prvni
cast zahrnuje mechanismus pro vybér kandidatnich vrcholti a jejich ohodnoceni na
zakladé kvality, s jakou by mohly s aktivni hranou tvorit pripojovany trojuhelnik.
Druha cast se zabyva vybérem konkrétni hrany, k niz bude novy trojihelnik pri-
pojen. K tomu algoritmus vyuziva predikce pro urceni, které hrany kédovat jako
prvni, pricemz davéa prednost tém, kde je predikce na zdkladé ohodnoceni okolnich

ey,

241 Popis algoritmu

Na pocatku je vybran libovolny trojihelnik, u kterého algoritmus zapo¢ne (obsahuje-
li sit vice komponent, je pro kazdou komponentu vybran jeden trojihelnik) a jeho ko-
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2.4.1 Popis algoritmu

Obrazek 2.7: Znazornéni postupného rozsirovani zpracované oblasti pripojovanim
novych trojihelnik.

nektivita zakédovana, respektive dekédovana primo pomoci indexu vrchold, které
ho tvori. Sit je tak rozdélena na zpracovanou a nezpracovanou ¢ast. Ve zpracované
casti lezi zatim jen tento vybrany trojuhelnik a v nezpracované ¢asti zbytek site.
Oblast nachézejici se na pomezi téchto dvou ¢asti se nazyva hranice, a je tvorena
jednotlivymi hranami.

Nasleduje cyklus, do kterého vstupuje jak kodér tak dekodér. V ném jsou po-
stupné z hranice vybirany aktivni hrany a k nim pripojovany nové trojihelniky,
tj. pro kazdou hranu je vybran protéjsi vrchol, kterym je dany trojihelnik tvoren.
Toho je docileno tak, ze k hran¢ je vybrana mnozina kandidatt na tento vrchol a
kazdému z nich je pridélena kvalita, podle které jsou nasledné serazeni. Kodéru je
protéjsi vrchol samozirejmé znamy a jeho hlavni tlohou je zde informovat dekodér
o jeho pozici v tomto seznamu a to jejim zapisem do vystupni sekvence. Timto pfi-
pojovanim novych trojihelnikt dochazi ke stalému rozsirovani zpracované ¢asti
(viz obr.2.7). Takto je postupovano dokud nejsou zpracovany vsechny hrany a kom-
prese konektivity je tak hotova. V posledni radé¢ je provedena komprese jesté nad
samotnou vystupni sekvenci za tcelem jeste vétsiho kompresniho poméru.

11



2 Komprese trojithelnikovych siti

Uzavirani vrcholt je jednim z optimaliza¢nich prvkd, vyuzivanych timto algorit-
mem. Jak bylo v popisu této metody zminéno, sit je rozdélena na zpracovanou a ne-
zpracovanou cast. Priichodem sité a pripojovanim novych trojihelniki se pak zpra-
covana ¢ast stale rozrusta az do té doby, dokud neni sit zpracovana celd. Uvazujeme-
li zpracovavani manifoldnich siti, vrcholy, které 1ze do zpracované sité pripojit, musi
lezet budto na jeji hranici, nebo mimo ni v nezpracované ¢asti. K vrcholtim lezicim
uvnitt se nevracime. Neni tedy mozné vytvorit trojuhelnik, jehoz protéjsi vrchol by
lezel uvnitt zpracované ¢asti. Pro kazdy vrchol je tedy zavedena kontrola, zda jiz
neni uzavreny. V daném pripadé ho totiz Ize trvale vyloucit jakozto potencionalniho
kandidata na protéjsi vrchol jakékoliv v budoucnu zpracovavané hrany. Kontrola
muze probihat nasledovné. Pro kazdy vrchol je evidovana mnozina hran, jichz je
dany vrchol souc¢asti. Neni-li vrchol zatim soucasti Zadné hrany, znamena to, Ze jsme
se k nému prichodem sit¢ jesté nedostali. Tudiz lezi mimo zpracovanou ¢ast sité a
je v tom pripadé stile moznym kandidatem na protéjsi vrchol, ba je témér zadouci,
aby byl tento vrchol do sité jesté pripojen. Jako druhd varianta je pripad, kdy vrchol
v nasi siti jiz lezi. Tim padem musi existovat i mnozina hran, kterych je soucasti
(jind moznost také ani neni). Jak jinak by se totiz vrchol do sité dostal nez tak, ze
doslo k vytvoreni hrany mezi nim a vrcholem ve zpracované siti. Jelikoz vime, ze
jedinym pripadem, kdy mutze byt vrchol stale otevieny a zaroven soucasti zpraco-
vané sité je ve chvili, kdy lezi na jeji hranici. Zkontrolujeme tedy mnozinu jeho hran,
kde se musi nachazet alespon jedna takova, ktera je soucésti hranice. Pokud tomu
tak neni, Ize vrchol prohlasit za uzavreny a presunout jej do seznamu uzavienych
vrchold. Podstatné je, Ze toto oznaceni je definitivni a dalsim prichodem sité se stav
vrchol oznacenych jako uzavienych jiz nemtize zménit. V dalsich ¢astech se tedy
o tuto informaci budeme opirat a v urcitych situacich bude mit na funkci algoritmu
zasadni vliv.

Ohodnoceni vrcholu je zalozeno na geometrickych vlastnostech trojihelniku vznik-
1ého propojenim aktivni hrany s vybranym vrcholem a jeho vztahu k vychozimu
trojithelniku (jedna se o trojuihelnik lezici ve zpracované ¢asti jehoz je aktivni hrana
soucasti). Metoda pro vypocet kvality pak zohlednuje nékolik z téchto vlastnosti.
Jako prvni je to odchylka d, predstavujici vzdalenost kandidata od paralelogramové
predikce [TGo8] podélené primérnou délkou hrany I v kddované siti. Jako druha
vlastnost je hodnota «, rovnajici se velikost vnitfniho dhlu trojihelniku v kandi-
datnim vrcholu, pricemz kvalita kandidata je pfimo umérna této hodnoté. Treti
vlastnost také souvisi s thly a je ji dihedralni thel f mezi plochou vychoziho a nové
vzniklého trojuhelnika. Jako posledni vlastnost je symetrie S obou trojthelnikd, uda-
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2.4.4 Vybér kandiddtii a urceni protéjsiho vrcholu

Kandidatni vrchol

Paralelogramova prekce

Vychozi trojuhelnik Aktivni hrana

Obrazek 2.8: Znazornéni zohlednovanych geometrickych vlastni po vypocet kvality.

vajici, jak moc jsou si trojuhelniky podobné. V pripadé naprosté shody je S = 0 a
s rostouci odli$nosti za¢ina nabyvat zapornych hodnot. Jeji vypocet je popsan ve
vzorci 2.1. V ném je nejprve vypocten pomér r a rg mezi krat§imi hranami vycho-
ziho a protéjsiho trojuhelniku v, pp a jejich delsimi hranami vy, pp. Nésledné je
urcen jejich primeér r. Vysledna symetrie je urcena jako zaporna hodnota primérné
odchylky pomérid od praméru r. Vysledny vzorec pro vypocet kvality kandidata K;
je pak formulovan vzorcem 2.2.

(43 Vg
ek = —1g = —
Pk pd
r=(rg+rq)/2 (2.1)

§S=—(r=nl+lr—ri) /2

d
Ki:a—j-w1+[5’-w2+S-W3 (2.2)

Vsimnéme si, Ze vzorec také obsahuje vahy w;, w; a w3 pro jednotlivé parame-
try. Ty urcuji jak moc dil¢i vlastnosti vzniklého trojihelniku ovliviuji vyslednou
kvalitu kandidata. Nastaveni téchto vah muze tedy vyrazné ovlivnit efektivitu sa-
motného kédovani. Zaroven jejich optimalni nastaveni se rizni dle jednotlivych siti,
respektive geometrickych vlastnosti trojihelnikd, které ji tvori.

Mg¢jme aktivni hranu, ke které je momentalné pozadovano pripojit novy trojuhelnik.
I pres to, ze jsou dekodéru znamy polohy vsech okolnich bod{, nema predstavu o
tom, se kterym z nich by tento trojihelnik mél vytvorit. V tuto chvili musi danou
informaci predat kodér. Je sice mozné predat ji primo zapisem indexu daného bodu

13



2 Komprese trojithelnikovych siti

do vystupni sekvence, ze které by ho dekodér zpétné precet], to bylo by to ale velice
neefektivni. S rostouci velikosti kédované sité totiz roste i pocet biti potfebnych
na indexaci v$ech jejich vrchold. Tim padem by se postupné zvétsovala i celkova
velikost vystupni sekvence. Kromé toho by zapisované indexy byly viceméné zcela
nahodné, respektive pro n indext by byla pravdépodobnost vyskytu jednoho spe-
cifického indexu 1/n. To by kompresi dale negativné ovliviiovalo, pokud budeme
uvazovat, ze nad vystupni sekvenci chceme posléze provadét dalsi formu komprese.

Existuje vsak reseni. Je dalezité si uvédomit, ze geometrie a konektivita jsou
do urcité miry provazany. Je tak mozné usuzovat, ze protéjsi vrchol aktivni hrany
se bude pravdépodobnéji nachazet mezi témi vrcholy lezicimi v jejim okoli, nez v
odlehlé oblasti daleko od této hrany. Pokud budeme postupovat jesté dale a omezime-
li se na pomérné pravidelné teselované sité s pravidelnym délenim, je mozné urcit
kvalitu vybéru konkrétniho bodu, jakozto protéjsiho vrcholu, pomoci jeho pozice
vzhledem k dané hrané. Presné tak je postupovano i v tomto pripadé. Nejprve je tedy
zapotrebni vytvorit seznam kandidatnich vrchold. Do néj jsou zarazeny vSechny
vrcholy lezici do urcité vzdalenosti d od paralelogramové predikce. Vzdalenost d je
konstruovana jako oblast, ve které se jest¢ mohou nachazet vrcholy jejichz kvalita
je lepsi nebo stejn4, jako kvalita prozatim nejlepsiho nalezeného kandidata.

Mame-li vrchol s kvalitou g = g, je pak vzhledem k jejimu vypoctu mozné
urcit maximalni vzdalenost d,y, ve které se jesté mohou vrcholy s lepsi kvalitou
nachézet:

!

dmax = (w2 T+ = qp) . w_ (2-3)
1

Tento vzorec tedy rik4, ze vrcholy, pro které plati, ze d > d,;4x uZ nemohu mit lepsi
kvalitu nez q,. Dale Ize také urcit, ze pokud mé mit kandidét kvalitu g > g, musi
pro jeho vnitini thel platit @ > a,,, kde api, je definovana jako:

Omin =(qp — W1 T (2.4)

Tyto restrikce tak definuji vyslednou oblast z niz jsou kandidati vybrani. Do
tretice prichazi vyuziti informace o uzavienych vrcholech. Vyskytuje-li se mezi
kandidaty jeden ¢i vice takovych, pro které plati, Ze se nachazi v tomto seznamu,
je mozné je z aktuadlniho seznamu kandidatd vyloucit. Vyhneme se tak zcela zby-
te¢nému vypoctu kvality kandidatd, kteri uz nemohou byt vybrani jako protéjsi
vrchol.

Po tomto vybéru je zbylym vrcholiim pridélena jejich kvalita viz sekce 2.4.3,
podle niz jsou nasledné serazeni v sestupném poradi . Cely tento postup provede
nezavisle jeden na druhém jak kodér tak dekodér. Vysledkem je seznam, ktery bude
pro oba dva stejny. Stale méjme na paméti, ze dosud nebylo nutné prenaset mezi
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2.4.5 Vybér aktivni hrany

kodérem a dekodérem zadné informace. V tuto chvili ma jiz samotny dekodér po-
meérné jasnou prestavuj o tom, ktery z kandidatt je protéjsim vrcholem. Bude jim
s velkou pravdépodobnosti prvni ¢i jeden z prvnich kandidatd v seznamu. Kodér
tak pouze potvrzuje spravnost isudku dekodéru, pripadné posila korekci ve formé
relativniho indexu prot¢jsitho vrcholu v seznamu kandidatd. To je mozné prave z
toho divodu, ze kodér celou dobu emuluje postup dekodéru k ziskani tohoto se-
znamu. Pro cely proces je ovsem zcela zdsadni spravnost vzorce, kterym kvalitu
pocitame a podle které se také ridime. Ten, jak bylo jiz predem uvedeno, vychazi
z predpokladu pravidelnych trojihelnikd, ze kterych je sit tvorena. V pripadech,
kdy tomu tak neni, budou v sefazeném seznamu prot¢jsi vrcholy casto lezet na vys-
sich indexech. Spravny odhad dekodéru se tim vyrazné zhorsi a kodér bude muset
provadét vétsi korekcei. To povede k celkovému zhorseni efektivity kédovani.

V tuto chvili jiz vime, jak kandidatni vrcholy vybrat a vzhledem k aktivni hrané i
urcit jejich kvalitu. Doposud jsme si ale neukazali, na jakém principu z mnoziny
otevrenych hran zvolime tu, ke které novy trojihelnik pfipojit. Bylo tomu tak proto,
ze jeji vybér s ohodnocenim kandidath dzce souvisi. Samotny vybér hrany je pak
ale velmi prosty. K této akci je vyuzita prioritni fronta. Ve chvili kdy algoritmus
narazi na novu hranu, najde pro ni nejvhodnéjsi kandidaty a provede jejich ohod-
noceni stejné tak, jako kdyby se k ni momentalné snazil pripojit novy trojuhelnik.
Kvality kandidatt se opét seradi v sestupném poradi a vysledna priorita, se kterou je
hrana vlozena do prioritni fronty udava rozdil kvalit prvniho a druhého nejlepsiho
kandidata.

I zde se ukaze, jak prinosna mutze byt spravné zvolena strategie prichodu site,
zejména kdyz je kombinovana s informacemi o uzavrenych vrcholech. Predstavme
si situaci s hranou se dvéma kandidaty, kdy je obtizné urcit, ktery z nich je protéj-
$im vrcholem, jelikoz rozdil v jejich hodnoceni je maly. Nicméné, mtize existovat
dalsi hrana, kde je hodnoceni tychz kandidata zna¢né rozdilné (viz obr.2.9), coz
umoznuje uprednostnit jednoho z nich. Je proto logické pokracovat s touto hra-
nou. Timto zptisobem priichodu je mozné neprimo usnadnit rozhodovaci proces
pro ostatni hrany. Kdyz se na vrcholu fronty objevi ta hrana, kterou jsme si nebyli
jisti, predchozim priichodem sité pres jistéjsi hranu maze byt jeden z kandidati jiz
uzavren, coz odstrani ptivodni nejistotu a umozni s jistotou vybrat druhy vrchol.
Cilem je poukdzat na to, Ze pro dvé hrany sdilejici stejné kandidaty mtize byt jejich
hodnoceni pro kazdou z nich znaéné odlisné. Vyuzitim jistéjsi cesty je tedy mozné
dosdhnout uzavreni jednoho z vrcholi jesté pred prichodem k nejisté hrane.
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2 Komprese trojithelnikovych siti

Obrazek 2.9: Ukazka toho jak se mize pomér ohodnoceni dvou kandidatd vyrazné
ligit v zavislosti na vybéru konkrétni hrany.

Na zavér si ukazeme, jak tato metoda postupuje pri praci se sitémi obsahujicimi hra-
nici (nejedna se zde o hranici v kontextu zpracované a nezpracované ¢asti sité). Ty z
hlediska konektivity tvori svou vlastni kategorii siti, v niz nékteré jejich trojuhelniky
nejsou plné propojeny se zbytkem sité. Takové trojihelniky pak typicky obsahuji
jednu ¢i dvé hrany, ke kterym neni pripojen sousedni trojihelnik. Tyto hrany jsou
pak bézné oznacovany jako hrani¢ni. Pro algoritmy, jako je i tento, pracujici na
principu postupného prichodu siti pak predstavuji znacny problém, jelikoz pres
né, z divodu neexistence prilehlého trojuhelnika, neni mozné provadét expanzi
zpracovavané sité. To je zde vyreseno pomoci dvou mechanizm: predikce toho,
zda je hrana potencionalni hranici a vyhrazenim specialniho kédu borderCode pro
oznaceni takovychto hran.

Pro predikci, zda se v pripad¢ hrany jedna o hranici, je vyuzito kvality jejitho nejlep-
s$iho kandidata. Pokud bude nizsi nez urcita prahova hodnota t je hrana povazovana
za hranici a odpovidajicim zptisobem pak zakédovana. Pro vypocet této prahové
hodnoty je pred hlavnim prichodem sité, béhem kterého je provadéno kédovani,
proveden jesté jeden. V ném jsou zaznamenany kvality nejlepsich kandidatt vsech
hran a rozdéleny do dvou seznami Kj, a K, podle toho, zda prislusi hrani¢ni nebo
vnitini hrané. Jelikoz pro hrani¢ni hrany v siti neexistuje protéjsi vrchol, je pred-
pokladano, ze kvality jejich kandidat v seznamu Kj, by nemély byt dobré a oproti
kvalitdim kandidat vnitfnich hran v seznamu K, zna¢né nizsi. Vypocet prahové
hodnoty je tak proveden podle vzorce 2.5, v némz je prah t urcen jako jedna z moz-
nych kvalit v seznamech K}, a K, ktera nejlépe rozdéli tyto seznamy. V pripadé, ze
sit neobsahuje zddné hrani¢ni hrany tj. seznam K}, je prazdny, je prahova hodnota
nastavena jako —oo. Tim je zajisténo, ze kvalita kandidata zddné hrany nebude nizsi
nez tento prah a hrana nebude mylné identifikovana jako hranice. Vysledny prah je
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2.4.7 Komprese vystupni sekvence

zaslan dekodéru, aby mezi jim a kodérem byla zachovana synchronizace ve smyslu
detekce takovychto hran.

max {ie€ Kp:i<t}|+|{jeK,:j>t} (2.5)
teK,UK,

Béhem kédovani s takto zavedenou detekci hranic pak muize nastat nékolik pripadd,
kterym se dosavadni zptisob kédovani musi prizpasobit. Prvni dva pripady mohou
nastat ve chvili, kdy je zpracovavana hrani¢ni hrana. Pokud je dekodérem deteko-
vana (Oc¢ekavame, ze predikce je spolehliva a tento pripad bude nejéastéjsi.), dekodér
tuto predikci pouze potvrzuje. Vzhledem k dosavadni strategii indexace siln¢ vychy-
lované k nule, je pro tento pripad shodné¢ pouzit symbol 0. Naopak pokud hrana
neni dekodérem detekovana, musi kodér zaslat specialni symbol indikujici, ze tato
situace nastala. Ten je, stejné jako prahova hodnota, dekodéru poskytnut predem a
je roven nejvys$imu indexu ve vystupni sekvenci zvyseného o 1 (Jelikoz hodnota
nejvyssiho indexu neni kodéru zndma predem, béhem kédovani je tento symbol ve
vystupni sekvenci do¢asné nahrazen hodnotou —1 a az poté zpétné dopocten.).

Posledni pripad, ktery je tfeba osetfit je situace, kdy dojde k nespravnému identi-
fikovani hrany jako hrani¢ni. V tu chvili nastava konflikt mezi kodérem, ktery zasila
index protéjsiho vrcholu hrany a dekodérem, ktery ocekava jako nasledujici sym-
bol potvrzeni jeho predikce hranice. Jelikoz zde mize dojit k zaméné interpretace
symbolu 0, je kodérem zasilany index vzdy inkrementovan o 1. Jelikoz vysledna hod-
nota se tak nikdy nemiize rovnat nule, dekodér dostava informaci o zamitnuti jeho
predikce a zaroven dekrementaci predané hodnoty dostava i informaci o indexu
protéjsiho vrcholu. V pripadé, kdy hrana neni hranici a neni tak ani identifikovana,
zlstava postup kédovani samozrejme stejny.

Poté, co je kddovani dokonéeno a ve vystupni sekvenci je ulozena konektivita sité, je
pred ulozenim do souboru provedena komprese této sekvence. Pro tento ucel bylo
vybrano entropické kédovani, konkrétné kédovani pomoci adaptivniho aritmetic-
kého kodéru. Entropické kédovani komprimuje data tim zptisobem, ze nahrazuje
vstupni symboly (v nasem pripadé relativni indexy vrcholi) sekvenci s proménou
délkou. Pro symboly s velkou cetnosti jsou vyhrazeny sekvence s kratsi délkou a
naopak malo casté symboly jsou zakdédovany delsimi vystupnimi sekvencemi. Timto
zpusobem dochazi k optimalnimu zakédovani. Vyuziti adaptivniho aritmetického
kodéru je obzvlasté vhodné, protoze se dynamicky prizptisobuje ménicim se statisti-
kam symbolt béhem kédovani. To znamena, ze kodér nevyzaduje predem znamou
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2 Komprese trojithelnikovych siti

frekvencni distribuci symbolti a misto toho si sdm postupné buduje odhad pravde-
podobnosti jejich vyskytu, coz vede k jesté efektivnéjsimu zakédovani. V kontextu
predstavené komprese konektivity, kde rozdéleni pravdépodobnosti vyskytu jednot-
livych indexti neni rovhomérné, ale naopak je zde oc¢ekavano, ze kddované vrcholy
se budou pohybovat mezi prvnimi (optimalné vzdy na indexu 0) je tento zptisob
komprese idedlni.
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Umelé neuronove site

Jako umélé neuronové sité oznacujeme v informatice implementaci modelu strojo-
vého uceni spadajici do oblasti umélé inteligence. Ty jsou vyuzivané pro reseni rady
naro¢nych uloh, pro které by bylo casto obtizné nachazet ekvivalentni determinis-
tické reseni. Myslenkou tohoto navrhu je vytvorit sit podobnou té, ktera vznikala
béhem miliénti let vyvoje v lidském mozku propojovanim jednotlivych neuront do
spletité struktury synapsi [Siid21]. Cilem je, aby sit po jejim nauceni, na zdkladé pro-
chazeni velkého mnozstvi dat byla nasledné schopna predikovat nejpravépodobnéjsi
vystup pro data, ktera predtim jesté nevidéla.

3.1 Historie

V roce 1943 v publikaci [MP43] navrhl americky neurofyziolog a kybernetik Warren
Sturgis McCulloch spole¢né se svym spolupracovnikem Walterem Pittsem prvni
matematickou formulaci nervové aktivity mezi mozkovymi neurony, ¢imz se klic¢o-
vym zpusobem zasadili o rozvoj mnoha védeckych odvétvi jako je napriklad umela
inteligence ¢i jako jsou kognitivni a generativni védy. V jejich praci vychazeli z
predpokladu, Ze reakce neuronu na podnét je “vSe-nebo-nic"charakteru, pri kterém
nezalezi na sile tohoto podnétu. Je-li prekrocen urcity aktiva¢ni prah, neuron na
podnét reaguje a to vzdy s maximalni intenzitou, naopak v opacném pripadé na néj
nereaguje vubec. Signal zde zanika a dal se nesiri. Takto byli schopni vytvorit model
s vyuzitim logického kalkulu a popsat tyto déje pomoci vyrokové logiky. Ackoliv
bylo jejich badani jednozna¢nym prinosem pro nadchazejici rozvoj umélych neuro-
novych siti, byly tyto poznatky pouze teoretického charakteru a neprinasely zadné
konkrétni nastroje pro uceni téchto siti.

I proto bylo dlouhou dobu pouzivani neuronové sité vzhledem k drovni vypo-
cetnich prostredku a technologickému pokroku tehdejsi doby velice obtizné. Prace
s ni vyzadovala znacné vypocetni kapacity, které nebyly snadno dostupné, nebo
byly extrémné nakladné. AZ v poloviné 8o. let 20. stoleti se zacaly objevovat prvni
uspésné aplikace neuronovych siti, které demonstrovaly jejich potencial v praktic-
kych dlohach, jako je napriklad rozpoznavani rukou psaného textu nebo zpracovani
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3 Umélé neuronové sité

prirozeného jazyka. Tento pokrok pomohl vyvolat novou vlnu zjmu o neuronové
sité v akademické i pramyslové sfére.

Rozhodujici moment prisel s objevem a Sirokou adopci algoritmu zpétné propa-
gace chyby, ktery umoznil efektivni trénink vicevrstvych neuronovych siti tim, ze
optimalizoval jejich vahy s ohledem na minimalizaci chyby vystupu. Tato metoda se
stala zakladnim kamenem pro trénink hlubokych neuronovych siti a byla klicova
chvili zazivaji neuronové sité¢ dobu velkého rozmachu a jejich masivni aplikace ve
firmach pro reseni nejriznéjsich praktickych dloh. Stoji za tim hlavné rozsireni
verejného povédomi o umélé inteligenci a demonstrace jejich schopnosti napriklad
prostiednictvim ChatGPT [Opezo] modelu neuronové sité uréeného pro konver-
zaci s béznym clovékem prostrednictvim webového prohlizece. Na praci umeélé
inteligence je cenéna predevsim presnost, se kterou ji provadi, eliminace chyby za-
pric¢inéné lidskym faktorem nebo také neinavnost, se kterou muaze stroj své ukoly
vykonavat.

Neuron, neboli nervova burka, je zakladni stavebni slozkou nervové soustavy vsech
zivocicht. Pomoci chemickych reakci je schopen sirit eklektické signaly, které mo-
hou byt pak nasledné interpretovany napriklad jako chut, zrak nebo cich. Samotny
lidsky mozek obsahuje desitky miliard téchto neurond, které mezi sebou neustale
McCulloch s Pittsem navrhovali jeho prvni matematicky model, snazili se tomuto
principu co nejvice priblizit. Jejich navrh je zachycen na obrazku 3.1 a to pouze s
jednou drobnou zménou. Jelikoz ve své praci model definovali pomoci logického
kalkulu, ktery pracuje pouze se dvéma stavy, musel tomu odpovidal i tvar aktiva¢ni
funkce. Ta tak nabyvala pouze dvou hodnot 0 nebo 1 a to na zakladé toho, zda byl
prekrocen aktiva¢ni prah neuronu. Ackoliv se toto chovani vice priblizovalo sku-
te¢ném fungovani nervové aktivity, bylo zjisténo, ze je mnohem vyhodnéjsi, aby
se v pripadé aktivace jednalo o realnou funkci nabyvajici vice funk¢nich hodnot. V
soucasné dobé tak existuje fada druhti aktiva¢nich funkci [DSC22], které mohou byt
umélymi neurony vyuzivany.

Po popsani déjt a funkci v biologickém neuronu nastala otazka, jak tyto poznatky
efektivné aplikovat také ve svété vypocetni techniky. Touto otazkou se zabyval i
Frank Rosenblatt, ktery roku 1957 ve své praci [Ross7] predstavil svij navrh pod
nazvem perceptron. Jednalo se o jednoduchou strukturu dopredné neuronové site,
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3.3 Perceptron

Vstupy Vahy

Aktivaéni funkce

Vystup

Aktivaéni funkce

Obrazek 3.1: Model umélého neuronu.

ktera v jeho publikaci slouzila k rozliSovani jednoduchych tvart, které ji byly pred-
stavovany. Model v praci strukturuje do tfi separatnich ¢ésti: na ¢ast senzorickou
(sensory system), cast asocia¢ni (association system) a ¢ast odpovédni (responce sys-
tem). Funkce kazdé z nich je predstavena nize.

Senzoricka cast slouzila jako vstupni vrstva modelu. Jsou zde pfijimény vstupni
proménné, se kterymi ma perceptron pracovat a podle nichz mé predikovat nej-
pravdépodobnéjsi vysledek. Kazda z jednotek nese tedy urcitou hodnotu, tou mize
byt napriklad frekvence, amplituda ¢i jina méritelna velic¢ina, ktera se dale $ir{ po-
moci spojeni mezi touto jednotkou a urcitym poctem dalsich jednotek v asocia¢ni
vrstve.

Asociac¢ni vrstva pak obsahovala predem urceny pocet asocia¢nich jednotek do kte-
rych byl privadén signél z jednotek senzorickych. U kazdého spoje je zde predem
jasné urceno, zda ma byt pozitivni ¢i negativni, tj. jestli ma hodnota jednotku sti-
mulovat nebo jeji aktivitu naopak tlumit. Nasledné dochazi k souctu velikosti vSech
signalll a urceni zda byla prekrocena aktiva¢ni hranice, pti které dojde k dopred-
nému $ifeni tohoto signélu do dalsi vrstvy.
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3 Umélé neuronové sité

Odpovédni vrstva obsahovala urcity pocet odpovédnich jednotek, napriklad sadu
led diod, které rozsvicenim signalizovaly jednotlivé odpovedi. K zajisténi jedno-
znacénosti vysledku byly vzajemné vylu¢né c¢asti propojeny absolutnim inhibicnim
spojenim, coz bylo typem spojeni mezi jednotkami, které, pokud bylo aktivovano,
mélo za nasledek uplné potlaceni jejich aktivity. Toto spojeni bylo zavedeno mezi
jednotkami odpovédni vrstvy, u kterych neni zadouci aby doslo k jejich soucasné
aktivaci a také mezi jednotkami predchozi vrstvy, které jeji aktivitu stimuluji. Jako
priklad mize slouzit navrh, jehoz odpovédi se maji skladat z dvoupismennych slov.
Odpovédni ¢ast by byla tvorena dvéma sadami, kazda o 26 jednotkach, reprezen-
tujici jednotliva pismena. Tak aby v jedné sadé¢ nemohlo dojit k zobrazeni napf.
pismena N a pismena T zaroven, je kazda jednotka inhibi¢né propojena s kazdou
dalsi jednotkou dané sady. Aktivace pismena N tedy automaticky blokuje zobrazeni
jakéhokoliv dalsitho znaku v této sade.

Tento navrh byl velice pokrokovy a moc se nelisil od principu fungovani modernich
neuronovych siti. Ty vychazeji ze stejného zakladu predavani informaci z jedné
vrstvy neuronti do dalsi. Hlavnim rozdilem je, Ze v souc¢asné dobé jsou moderni sité
vyrazné hlubsi a obsahuji mnohem vice na sebe navazanych asocia¢nich (skrytych)
vrstev jak je ukdzano na obrazku 3.2.

Vstupni vrstva Skryté/Asociacni vrstvy Vystupni vrstva

Obrazek 3.2: Struktura vicevrstvého perceptronu.
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3.4 Optimalizace

Optimalizace je pri tréninku neuronovych siti jednou z nejdutlezitéjsich ¢asti celého
procesu. Stard se o upravu vah tak, aby se minimalizovala chyba mezi predikcemi
modelu a pozadovanymi vysledky.

Kazdé spojeni mezi dvéma neurony je ohodnoceno vahou, ktera udava jak velky
vliv ma aktivace jednoho neuronu na aktivaci neuronu druhého. Ta miize byt sa-
moziejmé jak pozitivni, tak negativni. Spravné nastaveni téchto vah pak vede k
optimalnimu vykonu neuronové sité a je hlavnim predmeétem celého procesu uceni.
Na zacatku jsou tedy vahy inicializovany jako nahodné hodnoty. I toto nastaveni, ac
ndhodné, mtize mit ov§em znacny vliv na samotné uceni a to predevsim z hlediska
rychlosti konvergence a schopnosti najit globalni minimum chybové funkce. Existuji
proto rizné metody pro inicializaci téchto vah, které casto vyuzivaji rizné formy
normélniho rozdéleni jako naptiklad metoda [He+15), u které je stfedni hodnota
rovna 0 a rozptyl definovén jako 2/N, kde N, je pocet neuronii v dané vrstve.

Chybova funkce slouzi k vypoctu metriky, pomoci které lze urdit, jak moc se pre-
dikce modelu lisi od pozadovanych vysledkd. Jeji vybér zalezi na druhu pouzitého
modelu a narok, které jsou na néj kladeny. Ty Ize rozde¢lit do nékolika kategorii.
Typickymi zastupci jsou napriklad regresni ¢i klasifikacni tlohy. V pripade regrese
je model pouzivan pro aproximaci urcitych funk¢nich dat. Chybova funkce zde
tedy zohlednuje, jak moc se jednotlivé predikce lisi od aproximovanych hodnot. V
klasifikacnich ilohach ma zas model za ukol rozrazovat data do jednotlivych trid
klasifikace. Zde naopak chybova funkce urcuje, jak moc se modelu toto rozrazovani
dari. Podle pozadavk téchto uloh je tedy vybrana vhodna funkce pro vypocet dané
chyby. Jako priklad muze byt uvedena cenova funkce kfiZové entropie (Cross-entropy
loss function) [MMZ23], definovana pomoci vzorce 3.1. H(P’, P) je zde chyba modelu,
P! je skutecna pravdépodobnost, ze prvek patii do tridy klasifikace i, P; je tataz prav-
dépodobnost pouze predikovana pomoci modelu a n je celkovy pocet trid klasifikace.
Existuje vsak i modifikovana verze tohoto vzorce Binary cross-entropy function, ktera
uvazuje pouze dv¢ tridy klasifikace. Ten pak dostava tvar 3.2, kde y znaci, zda dany
prvek skute¢né nélezi do dané tridy a p je opét tataz pravdépodobnost pouze urcena
pomoci modelu.
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3 Umélé neuronové sité

H(P',P) = = Pi-log(P) (3.1)
i=1
H(y,p) = —[ylog(p)+ (1-y)log(1-p)] (3.2)

Po zvoleni chybové funkce je zapotrebi k ni vybrat vhodny optimaliza¢ni algorit-
mus. Jedna se zde o nastroj urceny k jeji minimalizaci vypoctem gradientu, s jehoz
pomoci jsou jednotlivé vahy modelu nasledné upravovany tak, aby se budouci pre-
dikce projevovaly s co nejmensi chybou. To probihéd v takzvanych epochdch, kdy
jedna epocha predstavuje prichod napri¢ celou trénovaci sadou. Tato iterace je na-
vic bézné rozdélena do jednotlivych davek (batches), tvoricich podmnozinu celé sady.
Pri zpracovani davky se z trénovacich dat nejprve ndhodné vybere konstantni pocet
vzorki. Ty jsou nasledné modelem doprednym priichodem zpracovany a uréeny
jejich predikce. Pomoci zpétného priichodu je pak, na zakladé rozdilu mezi predik-
cemi a skute¢nymi cilovymi hodnotami vzorkd, vypocten gradient ztratové funkce.
Podle vybraného optimaliza¢niho algoritmu jsou potom na zakladé¢ tohoto gradi-
entu vahy modelu upraveny, tak aby se predikce vice blizily pozadovanym datim.
Vybrany algoritmus ma timto na u¢eni modelu zasadni vliv. Uréuje strategii toho,
jak ma na zjisténou chybu tpravou vah reagovat a jak razantni ma tato Gprava byt.
Béhem toho pracuje s hodnotami jako napriklad moment nebo rychlost uéeni.

Jednim takovym algoritmem je i adam (Adaptive Moment Estimation) [KB14). Ten
je charakteristicky svou adaptivni rychlosti uceni, kterda mu poméha prekonavat
lokalni minima chybové funkce a zaroven predchazi oscilaci. Rychlost uceni zde Ize
vnimat jako ¢islo udavajici, jak moc jsou vahy modelu pri kazdé upravé pozménény.
Pokud je toto c¢islo prilis malé, bude ke zlepsovani predikce modelu dochézet obecné
pomaleji a u¢eni bude vyzadovat delsi cas. Zaroven se tim béhem optimalizace zvy-
$uje Sance na uviznuti v lokalnim minimu chybové funkce, kdy pouze malé apravy
vah nedovoli prekonat kratkodobé zhorseni predikce modelu. Na druhou stranu,
pokud je rychlost u¢eni prilis velka, tiprava vah neni dostate¢né jemna na to, aby
provedla jejich optimalni nastaveni. Namisto toho za¢ne dochazet k oscilaci okolo
hodnot vah tohoto nastaveni. Dany problém adam tesi postupnym snizovanim této
rychlosti pro jednotlivé vahy, jelikoz je predpokladano, Ze na zac¢atku nebude pre-
dikce prilis dobra a provadéné tpravy budou muset byt razantnéjsi. Postupem casu,
jak se kvalita predikce zvysuje, je tato rychlost postupné snizovana, aby mohla byt
uprava vah preciznéjsi a mohlo dojit k jejich optimalnimu nastaveni.
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Navrh metody 4

4.1 Klicové zmeény

Navrzena metoda navazuje na referenéni metodu (2.4) v tom smyslu, ze vyuziva
stejného principu prichodu siti pripojovanim novych trojihelnikid ke zpracované
casti, k cemuz analogicky slouzi seznam kandidatd na protéjsi vrchol, jakoz i ukla-
dani jeho relativniho indexu do vystupni sekvence. Provedené zmény se pak tykaji
zpusobu, jak je jednotlivych cilti dosazeno. Ty jsou predstaveny nize.

Vybér kandidatu

Vybér opét stavi na ivaze, zZe protéjsi vrchol se pravdépodobné nachazi nékde v
blizkosti dané hrany. Je proto vytvorena paralelogramova predikce a k ni, pomoci
kd-stromu, vybrano k nejblizsich neuzavrenych vrchold. Ty budou tvofrit seznam
kandidata. Jelikoz velikost seznamu je hodnotou k pevné dana, jeji optimalni nasta-
veni se pro jednotlivé sité maze lisit a hlavni roli zde hraje pomér mezi efektivitou
komprese a vypocetni slozitosti.

Ohodnoceni seznamu kandidatu

Pro ohodnoceni kandidéta je vytvoren trojuhelnik mezi jim a prislusnou hranou.
Poté jsou zaznamenavany jeho geometrické vlastnosti a ty predany modelu umélé
neuronové sité, ktery odhadne pravdépodobnost, se kterou tato dvojice trojthel-
nik skute¢né tvori. Podle této pravdépodobnosti jsou nasledné kandidati sestupné
sefazeni a je vytvoren vysledny seznamu.

Vypocet priority hrany

Zptsobd, jak postupovat pri vypoctu priority, mize byt vice. Vzhledem vs$ak k tomu,
ze ohodnoceni jednotlivych kandidati Ize interpretovat jako pravdépodobnost, do-
mnivali jsme se, ze namisto omezeni se na jeji vypocet pouze pomoci rozdilu kvality
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dvou nejlepsich kandidatd, bylo by vhodnéjsi této skute¢nosti vyuzit a dale s ni
pracovat. Pristupt tak bylo zvoleno vice. Ty jsou detailnéji popsany v sekci (4.3.2).
Jak dale ukézi vysledky experimentd v sekci (5), mély zvolené postupy na kvalitu
komprese pozitivni vliv a tento predpoklad se tedy ukazal jako spravny.

Tato cast se zabyva procesem, kterym bylo postupovano pri tvorbé neuronové sité
a na jehoz konci stalo vytvoreni funkéniho modelu, ktery je schopen spolehlivé
uréit s jakou pravdépodobnosti piedana dvojice hrana/vrchol tvofi pfipojovany
trojuhelnik. Proces se ridil modelem ETL (z anglického Extract, Transform, Load)
a zahrnoval tak tfi klicové kroky: extrakce, kdy byl proveden sbér a export dat,
transformace, pri které byla tato data upravena tak, aby na nich bylo mozné provést
trénink, a nacitani, pri kterém doslo k prevzeti téchto dat metodou, ktera je vyuzila
pro samotné uceni modelu. Jednotlivé ¢asti jsou predstaveny nize.

Pro trénink neuronové sité bylo nejprve zapotrebi shromézdit zna¢né mnozstvi
trénovacich dat. Toho bylo docileno tak, ze do hlavni smy¢ky pivodni metody byla
vlozena ¢ast kddu, starajici se o jejich sbér. Ta béhem procesu kédovani pro kazdy
nové pridavany trojuhelnik exportovala pozice vrchola aktivni hrany, protéjsiho
vrcholu a vrcholu vychoziho trojihelniku, jehoz byla hrana soucasti. Kromé toho
bylo exportovano i 20 nejblizsich vrcholi od paralelogramové predikce, ktefi po-
slouzily jako negativni vzorky ucebni sady. Takto ziskana data byla zaznamenana
do externiho souboru (jeho struktura je zobrazena na obrazku 4.1) a to v binarni
podob¢, mimo jiné proto, aby se predeslo ztraté presnosti, nebot pozice vrcholt byly
reprezentovany cisly s plovouci desetinou ¢arkou. Tuto extrakci lze v kédu ptivodni
metody provést pomoci prepinace export ve ttidé Configuration jeho nastavenim na
hodnotu true. Jako zdroj téchto dat byla pouzita sada [Koc+19], ze které byla vybrana
podmnozina objektd, se kterou je metoda schopna pracovat. Doslo tak k vylouceni
napriklad nemanifoldnich siti.

V pozdé¢jsi fazi vyvoje bylo zjisténo, Ze tato data nemaji dostate¢nou informacni
hodnotu k natrénovani uspokojivé vykonného modelu. Dodate¢né k nim tak byla
exportovana jesté informace o velikosti celkového a primérného thlu v levém a
pravém vrcholu aktivni hrany. Uhlem je zde myslena velikost vnitfniho dhlu troju-
helniku, ktery je danym vrcholem tvoren.
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4.2.2 Transformace extrahovanych dat

X ‘ Y ‘ z X ‘ Y ‘ z
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Obrazek 4.1: Schématické znazornéni rozlozeni dat v souboru. G; az G, reprezen-
tuji jednotlivé hrany, pro které jsou vzdy exportovana jejich data. R a L predstavuji
pravy a levy vrchol hrany, B je vrchol vychoziho trojihelniku, O je protéjsi vrchol
a NBR; az N BR,, predstavuji n nejblizsich vrchold od paralelogramové predikce.
Kazdy vrchol je pak popsan tremi souradnicemi X,Y a Z, jejichz sekvencemi je
soubor tvoren. V pozdéjsi fazi byly také pridany hodnoty « a f udavajici celkovy
thel v pravém a levém vrcholu a a4, a fayg pramérny dhel v trojihelnicich, které
tvori.

Po extrakci dat byla provedena jejich transformace tak, aby s nimi mohl model
efektivné pracovat. Pro kazdou hranu byl nejprve rekonstituovan jeji vychozi troju-
helnik a ulozeny velikosti thld v jejim pravém a levém vrcholu, pozdéji s tim byly
pripojeny i informace o celkovém a primérném dhlu, ktery ve svych trojuhelnicich
sviraji. Nasledné byly naproti této hrané postupné vytvareny trojihelniky vznikajici
propojovanim s jednotlivymi vrcholy. Jako prvni se skutecnym protéjsim vrcholem a
nasledné s ostatnimi (viz obrazek 4.2). I zde byly zjistény velikosti thla ve vrcholech
hrany a zaznamenany. Jako posledni udaj byl zjistén dihedralni thel mezi vzniklym
a vychozim trojihelnikem. Téchto devét hodnot tvorilo vstupni parametry, podle
kterych byl model v prvnich fazich vyvoje trénovan. Aby byl vzorek kompletni byla
jesté ke kazdé sad¢ prifazena hodnota 1 nebo 0 podle toho, zda byl pripojeny troj-
thelnik skute¢né tvoren s protéjsim vrcholem. Takto pripravena datova sada byla
opét v binarni podobé¢ ulozena do externiho vystupniho souboru.

Na konci této sekce je vhodné zdiiraznit, k ¢emu byla tato interpretace dobré a
pro¢ modelu nebyly predstavovany pouze pozice vrcholt s dodate¢nou informaci
o tom, zda se jedna ¢i nejedna o protéjsi vrchol. Divodem bylo zajisténi invariance
jednotlivych vzork viic¢i jednoduchym transformacim jako je rotace, translace nebo
skalovani. Lze totiz dokazat, Ze zddna z téchto operaci nema na velikost ziskanych
uhld vliv a vzorek tak zlstavd nezménény. Opacné by $lo pak rict, ze vzorek je
schopny popsat vSechny tyto druhy transformaci, coz prispiva k vétsi obecnosti a
zvysuje se tim pocet pripadd, ktery je schopen reprezentovat.
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Obrazek 4.2: Reprezentace thla v sadé dvou trojihelnikd.

Po transformaci byla data nactena do programu vytvoreného v jazyce python, kde
byl sestaven a trénovan model neuronové sité. K tomu bylo vyuzito externi knihovny
PyTorch verze 2.2.2. Pro optimalizaci vykonu byly navic vypocty presunuty a prova-
dény na grafické karté Nvidia GeForce RTX 4070 a to za pomoci knihovny Cuda
verze 12.1.

Pfi procesu uceni byla pouzita trénovaci sada o velikosti 100 mil. vzork ziskanych
zpracovanim 8o rtznych trojihelnikovych siti (viz predchozi metody). Model se
skladal z jedné vstupni, jedné vystupni a jedné vnitini vrstvy. Jednalo se o plné
propojené linedrni vrstvy, jejichz kazdy neuron byl propojen se vSemi neurony
vrstvy nasledujici a mezi jednotlivymi vrstvami byla jako aktiva¢ni funkce vzdy
pouzita funkce ReLU (jeji prubéh je zndzornén na obrazku 4.4). Vstupni vrstva méla
zprvu pét, poté devét parametrd (odpovida poc¢tu hodnot popisujici trojihelnikovy
par), vnitfni vrstva byla rozsifena na 16 neurond. Vystupni vrstva obsahovala jeden
neuron jehoz vystup byl nasledné transformovan pomoci funkce Sigmoid (jeji pribéh
je znazornén na obrazku 4.3) tak, aby se jednalo o funkci pravdépodobnosti. Model
byl trénovan v epochach s velikosti davky 1024 prvka s ndhodnym vybérem a v
kazdém kroku byl k optimalizaci vyuzit algoritmus adam. Po kazdé epose doslo
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4.2.3.2 Urceni miry vykonnosti

1.5

Py

-0.5

_1
14+e*

Obrazek 4.3: Prabéh funkce sigmoid, definované jako f(x) =

Obrézek 4.4: Funkce ReLU, kterd je pro nezdporné hodnoty definovana jako f(x) =
x a v ostatnich pripadech je rovna o.

k vyhodnoceni vykonnosti modelu (vice v sekci Urceni miry vykonnosti) a pokud
se tato mira oproti ptivodni epose zlepsila, byla vykonnost zaznamenéna a vahy
modelu vyexportovany do binarniho souboru. Naopak pro pripady, kdy dokonceni
epochy nevedlo ke zlepseni, byl zaveden citac, ktery po ¢tyrech po sobé jdoucich
epochach s negativnim zlepsenim, trénink predcasné ukoncil.

4.2.3.2 Uréeni miry vykonnosti

Kromé trénovaci sady byla vytvorena i sada validac¢ni, ta tvorila zhruba 20% celko-
vého objemu zpracovavanych dat a slouzila pouze k urcovani miry vykonnosti, ne
k samotnému tréninku. Jeji zjisténi probihalo tak, ze po kazdé epose byla valida¢ni
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4 Ndvrh metody

data modelem nejprve ohodnocena. Déle, pokud pravdépodobnost pridélend vzorku
presahovala hranici 50%, byl vzorek oznacen jako pozitivni, v opa¢ném pripadeé jako
negativni. Toto ohodnoceni bylo porovnano se spravnymi vysledky a rozlozeno od
dvou trid klasifikace: skutecné pozitivni a falesné pozitivni. Mira vykonnosti byla poté
urcena na zékladé vzorce 4.1 pro vypocet presnosti. Ten udaval pomér mezi vzorky,
které byly spravné klasifikovany jako pozitivni, a celkovym pocétem pozitivné kla-
sifikovanych vzorkd. Tento vypocet byl zvolen za nédkladé nevyvazenosti vzorkové
sady, ve které vyrazné prevazovaly ty s negativnim ohodnocenim (kombinace hrana
vrchol netvorici pripojovany trojuhelnik).

Skutecné pozitivni

Presnost = (4.1)

Skutecné pozitivni + Falesné pozitivni

Dtivodem rozdéleni na trénovaci a validacni sadu, byla snaha o zjisténi, jak dobre
je model schopny generalizovat jeho poznatky a aplikovat nabyté znalosti na nova
data lezici mimo rozsah téch, na kterych byl trénovan. Béhem uceni totiz muze dojit
k takzvanému pretrénovdni. Pfi ném dochazi ke stalému zlepSovani vysledk pro
trénovaci data, to vsak ale na tkor obecnosti a zhor§ovanim vysledkd pro mnozinu
dat, kterou ma trénovany model reprezentovat. Tento problém je zjednodusené
popsan na obrazku 4.5.

Obrazek 4.5: Kfivky popisuji ménici se aproximaci dat v pritbéhu trénovani. Cervené
jsou vyznacena data trénovaci sady a zelen¢ data ze stejné datové mnoziny, ktera
vsak pri uceni pouzita nebyla. V prvni fazi je vidét, ze model s ndhodné nastavenymi
vahami neni schopen data dobfe reprezentovat. Béhem druhé faze dochazi diky
uceni ke stdlému zlepsovani jejich aproximace. Ve treti fazi jsou data optimalné
aproximovana vzhledem k celé jejich mnoziné. Ve ¢tvrté fazi dochazik pretrénovani,
kdy jsou vysledky pro trénovaci data zlepSovany na tkor téch, ktera v trénovaci sadé
nelezi.
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4.3 Zavedeni modelu do piivodni metody

Pro zavedeni modelu byla do piivodni metody nejprve importovana knihovna Kd-
Tree obsahujici implementaci této struktury. Ta je schopna, na zaklad¢ predané po-
lohy, k ni vyhledat k nejblizsich vrchold, které se ve stromé nachazeji. Z davodu
toho, zZe se v siti mize nachazet vice vrcholi lezicich na stejné pozici a ptivodni
implementace nebyla schopna tuto situaci dobre reflektovat, byla nad ni vytvorena
obalovaci trida MultiValueKDTree. Ta na kazdé pozici spravuje seznam indext vr-
choldy, které zde lezi.
Z davodu pouziti seznamu indext neni jejich poradi pri dekédovani jedno-
znacné. Je tedy mozné, ze u siti s prekryvajicimi se vrcholy dojde béhem de-
kédovani k jejich zdméné. Je-1i sténa objektu tvorena vrcholy (4, 5, 6) a sdili-li
napft. vrchol 4 svoji polohu s vrcholem 1, mize byt po zdekédovani tato sténa
tvorena vrcholy (1, 5, 6).

Nasledné byl v jazyce C# ptivodni metody implementovan model neuronové
sité. Ten je umistén ve tridé Neural. Tato tfida mimo jiné obsahuje statickou me-
todu LoadBinary, kterd je schopna na zakladé predaného souboru, do kterého bylo
exportovano nastaveni vah modelu béhem uceni, dany model zrekonstruovat a s
exportovanymi vahami inicializovat. Cesta k souboru, ze kterého mé byt model
nacten je ulozena v proménné modelSource ve tfidé Configuration.

Na pocatku algoritmu byly z kédovaného objektu nacteny vsechny jeho vrcholy
a ulozeny do globéalniho pole points. To mélo v procesu kédovani dtlezitou roli.
Aby bylo mozné mezi jednotlivymi vrcholy jednoznac¢né rozlisovat, byl kazdému
pridélen absolutni index rovnajici se jeho pozici v tomto poli. S timto identifikatorem
pak byly vrcholy postupné vlozeny do kd-stromu.

K vytvoreni seznamu kandidatt hrany slouzila metoda getRankByNN. Zde bylo po-
moci kd-stromu vybrano k nejblizsich vrcholt k bodu paralelogramové predikce
(Hodnota k je nastavena v proménna cndsToFind ve t¥idé Configuration a pred zacat-
kem kédovani je sdilena mezi kodérem a dekodéru tak, aby seznamy vytvorené na
obou stranach mély vzdy stejnou délku.). Kazdému kandidatovi byla poté pomoci
metody CalculateProbability pridélena pravdépodobnost, s jakou se jedna o protéjsi
vrchol a vysledny seznam byl predan volajici metode.

Co se tyce samotné hodnoty cndsToFind, jeji volba dosud predstavuje jednu z
nejvétsich nevyhod navrzené metody. Bez optimélniho nastaveni totiz neexistuje
zadné pravidlo, které by zarucovalo, Ze se bude protéjsi vrchol v tomto seznamu
nachazet. Zaroven zde neni zaveden Zadny mechanismus, ktery by toto nastaveni
provadél a jeji spravna volba pro konkrétni sit mtze byt tedy vzdy jen odhadovana.
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4 Ndvrh metody

Pri volbé této hodnoty bude vzdy hrat hlavni roli pomér mezi efektivitou kédovani
a ¢asovou narocnosti. Z hlediska efektivity je jasné, ze ¢im vétsi seznam bude, tim
vétsi bude i pravdépodobnost, ze obsahuje protéjsi vrchol a nebude nutné tento
vypadek dale resit. Naopak co se ty¢e Casové naro¢nosti, piipomenime, Ze vypocetni
slozitost vyhledavani prvku v kd-stromu je v priumérném pripadé rovna O(log(n)).
To je v algoritmu provedeno cndsToFind-krat pro kazdou hranu, kterych je v siti
asymptoticky zhruba 3n/2. Vysledna slozitost pouhého vytvoreni vSech seznamu
kandidata tak odpovida hodnoté O(3n/2 - log(n) - cndsToFind). I ptes to, Ze se
ve vzorci jednd o konstantu a vypocetni slozitost jako takovou zvolena velikost
seznamu fakticky neovliviiuje, v praxi miize predstavovat vyrazné zpomaleni.

Vypocet priority byl provadén metodou CalcualtePriority. Ta pro ziskani seznamu
kandidatt vyuzivala zminéného postupu v sekci (4.3.1). Vysledny seznam byl sera-
zen a nasledny vypocet priority pak zalezel na nastaveni prepinact normalization a
useCertainty nachazejicich se ve tridé Configuration.

Prepinac normalization je proménna vyctového typu Normalization, kteru lze na-
stavit na hodnoty: None, Proportional nebo SoftMax. Jeho nastavenim, 1ze pak nad
seznamem kandidat provadét normalizaci jejich pravdépodobnostniho ohodno-
ceni vzhledem k ostatnim kandidattim. V pripadé nastaveni None neni normalizace
uplatnovana. V pripadé Proportional je pravdépodobnost kandidata vypoctena podle
vzorce 4.2, kde p! je normované pravdépodobnost i-tého kandidata, p; je jeho pi-
vodni pravdépodobnost a n je pocet kandidat v seznamu. SoftMax je uz jen varianta
tohoto vzorce s vyuzitim exponencialni funkce a ma tvar 4.3.

’ pi
: i=1Pj
pi - n epj (43)

i=1

Tento prepinac slouzi k vybéru strategie toho, jak bude vysledna priorita hrany vy-
poctena. Pokud byl nastaven na hodnotu false, bylo postupovano podle navrhu pti-
vodni metody a priorita bude urcena jako rozdil pravdépodobnostniho ohodnoceni
dvou nejlepsich kandidata (tu Ize vsak stale ovliviiovat prepinacem normalization).
Pfi nastaveni na hodnotu true je k vypoctu priority vyuzit vzorec 4.4 pro urceni
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4.3.3 Zakodovdni relativniho indexu protéjsiho vrcholu

jistoty. V ném c reprezentuje vyslednou prioritu, p; je pravdépodobnost nejlepsiho
kandidata a p; jsou jednotlivé pravdépodobnosti ostatnich kandidati. Vysledna prio-
rita tedy urcuje: "Jaka je pravdépodobnost, Ze protéjsim vrcholem je prvni kandidat
a zaroven jim neni zadny jiny".

n

c=n-[T0-p (9

i=2

Kromeé téchto dvou prepinacu pracuje metoda CalculateProbability také s prepina-
¢em updateQ. Jedna se o pokus o dalsi zefektivnéni kédovani a vychazi z experi-
mentu, kterym se zabyvala jiz referen¢ni metoda. Priorita hrany je totiz vypoctena
pouze jednou a to ve chvili jejiho vlozeni do prioritni fronty. Jak jiz bylo ale zmi-
néno, béhem algoritmu dochazi k postupnému uzavirani vrchold a to i téch, které
mohly byt pri vypoctu priority pouzity. Pokud tato situace nastane, znamena to, ze
momentalni priorita hrany ve fronté, neodpovida té, kterou aktualné ma. V pripade
referenc¢ni metody bylo vs$ak zjisténo, ze k této situaci dochazi v méné nez 1% pri-
padu a efektivita kddovani tak neni prilis ovlivnéna. Vysvétleni takto nizké cetnosti
téchto pripadt mize byt predevsim ve zplisobu, jakym je priority hrany vypoctena.
Pokud je uvazovana pouze jako rozdil dvou nejlepsich kandidatt, je vcelku mala
pravdépodobnost, ze praveé uzavienym vrcholem bude jeden z nich.

To se vsak v pripadé naseho vypoctu vyrazné zméni. Je-1i kodér prepinacem
useCertainty nastaven tak, ze priorita hrany je vypoctena pomoci vzorce jistoty 4.4,
na hodnote¢ jeji priority se podileji vSichni kandidati a Sance, ze uzavien bude jeden
z nich se tedy znacné zvysuje. Béhem vypoctu byl tedy pro kazdy vrchol vytvoren
seznam hran, na jejichz priorité se podili. Doslo-li nasledné v pribéhu algoritmu k
jeho uzavreni, byla priorita vSech prislusnych hran v prioritni fronté aktualizovana.
Vysledky pro jednotlivé kombinace nastaveni téchto prepinacii jsou uvedeny v sekci

(5).

Vypocet relativniho indexu byl provadén pomoci metody getRank. Pfi ni nejprve
doslo k ziskani a serazeni seznamu kandidatd predané hrany a to jiz znamou me-
todu, popsanou v sekci (4.3.1). Protéjsi vrchol hrany byl pri kddovani samozrejmé
znam. Prichodem seznamu byla tedy zjisténa jeho pozice a ta zaznamenana jako
relativni index (Jak bylo jiz zminéno, seznam ve skute¢nosti neni tvofen pfimo vr-
choly, ale seznamem vrcholt lezicich na stejné pozici). Zaznamenan byl tedy index
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Obrazek 4.6: Prehled vSech pouzitych hodnot ve vystupni sekvenci a jejich vyznam.
Hodnoty 0 az x — 1 jsou zde pouzity pro relativni indexaci r do seznamu kandidatd.
Naopak hodnoty od x + 1 az x + i jsou absolutni indexy a do pole points o velikosti i
vrchol@. Hodnotou x + 1 je tedy reprezentovan prvni prvek tohoto pole, atd, az po
posledni prvek, ktery reprezentuje hodnota x + i. Hodnota k ma specialni vyznam
pro oznaceni hrani¢ni hrany a je diikladnéji popsana v sekci (4.3.4).

seznamu, ve kterém vrchol lezi. K tomu byla pouzita pomocna metoda getIndex-
Position. Za ur¢itych okolnosti v§ak mohlo doji k situaci, kdy se vrchol v seznamu
kandidata nenachazel. Typicky v pripadech, kdy byl protéjsi vrchol prilis vzdaleny
od paralelogramové predikce a nelezel tak mezi k nejbliz§imi vrcholy.

Pokud tato situace nastala, bylo zapotrebi ji resit. V nasem pripadé byl tedy in-
dex prot¢jsiho vrcholu zakédovan primo pomoci svého absolutniho indexu v poli
points. I zde se vSak muze vyskytnou problém v pripadé, ze absolutni index kédo-
vaného vrcholu bude mensi nez pocet vrcholt hledanych do seznamu kandidatt.
To by znamenalo, ze pri dekédovani nebude jasné, zda prec¢tend hodnota ma byt
interpretovana jako relativni index v seznamu kandidatt ¢i absolutni index v poli
vrchold. Aby doslo k rozliseni obou situaci, bylo-li zapotiebi zakédovat absolutni
index vrcholuy, byla k nému prictena hodnota odpovidajici poctu hledanych kandi-
datd. To efektivné posunulo vsechny absolutné kédované indexy tak, Ze hodnoty
0 az x — 1 byly rezervovany pouze pro relativni indexaci. Pfehled vsech pouzitych
hodnot a jejich vyznam ve vystupni sekvenci je popsan na obrazku 4.6.

K detekci hranice byl pouzit stejny mechanizmus pro vypocet prahové hodnoty,
pouze s tim rozdilem, ze vybrany prah neodpovida kvalité, ale hodnoté pravdépo-
dobnosti, pod kterou pokud ohodnoceni nejlepsiho kandidata poklesne, je hrana
klasifikovana jako hrani¢ni. Zde je diilezité poznamenat, Ze nastaveni prepinace nor-
malization nema v tomto pripadé na pravdépodobnostni ohodnoceni kandidata vliv
a to je vzdy nenormované.

Mnohem zasadnéjsi rozdil vsak predstavoval vybér symbolu borderCode pro
identifikaci hrani¢ni hrany. V referen¢ni metodé bylo zapotiebi nejprve pouzit do-
casny symbol —1 a ten nasledné nahradit inkrementovanym nejvyssim indexem ve
vystupni sekvenci tak, aby byla zarucena jeho unikatnost. Vysledny borderCode byl
pak opét explicitné predan dekodéru. V nasem pripadé¢ vsak toto predani nebylo
nutné a mohlo byt vyuzito dvou, jiz dfive pouzitych mechanizmi. Prvnim bylo infor-
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4.4 Kontrola integrity dat

movani dekodéru o poctu prvki, ze kterého ma vytvorit seznam kandidatd. Ten byl
ulozen do proménné cndsToFind. Z néj pak bylo mozné urcit, ze prichozi hodnoty
lezici v rozmezi 0 az cndsToFind odpovidaji relativnim indexdm v seznamu kan-
didatd. Diky nulové indexaci byl zaroven tento interval shora otevieny a samotné
¢islo cndsToFind tak nebylo jako index nikdy pouzito. Druhym mechanizmem bylo
zaruceni jednoznacnosti relativni a absolutni indexace posunutim absolutnich in-
dext na ¢iselné ose smérem k vys$sim hodnotam. Spojeni téchto tvou pristupt vedlo
k situaci, kdy byl vytvoren unikatni symbol, ktery nekolidoval jak s relativnim tak
ani s absolutnim oznac¢ovanim vrchold.

Hodnota cndsToFind tedy slouzila k vice acelim. Pokud bylo zapottebi vytvorit
seznam kandidatt hrany, byla pouzita k urceni délky tohoto seznamu. Ve chvili kdy
byla prec¢tena hodnota z kédové sekvence, bylo jejim porovnanim s touto hodnotou
urceno, zda se jedna o relativni ¢i absolutni index dalstho kédovaného vrcholu.
Pokud nastala situace, kdy se tyto dvé hodnoty rovnaly, jednalo se o indikaci toho,
ze praveé kédovand hrana je hranici sité.

Pro zjisténi, zda komprese probihala korektné a z ulozené konektivity je mozné ob-
jekt znovu sestavit, byl k navrzenému kodéru implementovan i prislusny dekodér.
Ten postupoval obdobnym zptisobem prioritizaci hran a vytvarenim jejich seznamu
kandidatu. Jeji Protéjsi vrchol byl pak vybran pomoci informace zaslané kodérem a
jejim vyse uvedenym zpracovanim. Vzhledem k tomu, Ze pti hledani k-nejblizsich
vrchold pomoci kd-stromu, jsou vrcholy razeny na zakladeé jejich vzdalenosti, mtze
dojit k nekonzistentnimu vybéra vrchold, jejichz vzdalenost je stejna. Béhem deko-
dovani pak miize dojit k desynchronizaci prichodu siti mezi kodérem a dekodérem.
Tento problém byl ¢aste¢né vyresen sekundarnim vybérem kandidatd pomoci radiu-
sového vybér kandidatt a to podle vzdalenosti nejvzdalenéjsiho kandidéata. Takto
by v seznamu mély byt zachyceni vsichni kandidati véetné téch, lezicich ve stejné
vzdalenosti. Tento seznam byl nasledné serazen. Primarné na zékladé vzdalenosti,
sekundarné pak na zakladé¢ absolutniho indexu kandidata. I vcetné pripadt kde byl
v metodé mylné uzavren protéjsi vrchol, tak bylo mozné uspésné komprimovat a
zpétné dekomprimovat 98, 8% vsech vzorka. Tento problém by sel pravdépodobné
zcela vyresit vlastni implementaci kd-stromu, ktera by byla schopna vybéru k nej-
blizsich prvkl stromu s jasné danou strategii.

35






Porovnani navrzeneé
metody s referencni
metodou

V této kapitole jsou shrnuty v§echny dulezité vysledky a to nejen ty ziskané na konci
vyvoje navrzené metody, ale také béhem n¢j. Kromé finalnich méreni jsou zde tedy
zdokumentovany i vysledky experimentt, které slouzily jako zachytné orientacni
body a vyznamnou mérou se tak podilely na sméru, kterym se dals$i vyvoj ubiral.
Pokud neni v konkrétnich pripadech stanoveno jinak, uvedena méreni jsou pro-
vedena s velikosti seznamu kandidata cndsToFind = 20. Konfigurace jednotlivych
proménnych a prepinaci je vzdy uvedena za ozna¢enim modelu a ma tvar:

+ |C = useCertainty je nastaven na false

+ C = useCertainty je nastaven na true

None | Pro | Sofmax = Znad¢i nastaveni prepinace normalization
+ U = Pokud je pritomno, prepina¢ updateQ je nastaven na true
« <cndsToFind> = Pokud je uvedeno, ¢islo znaci velikost seznamu kandidata

Méreni byla provadéna na 8oo testovacich vzorcich (jejich ukazka viz obrazek s5.1) ze
stejné ABC datové sady [Koc+19], ze které byly vybrany i trénovaci a valida¢ni vzorky
pro u¢eni modeld. Vysledna hodnota komprese je pak vzdy vazenym primérem
ziskanym na zakladé komprese jednotlivych siti a poctu jejich vrchola.
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5 Porovndni navrzené metody s referencni metodou

Obrazek 5.1: Priklady testovacich siti.

5.1 Dosazené vysledky

Tabulka 5.1: Vysledky komprese navrzené metody s ridznou konfiguraci a jeji pro-
centudlni zlepseni oproti referencni metodé€. bpf (bit per face) zde udava pramérny
pocet bitl pro zakddovani jednoho trojihelniku, ve sloupci Zlepseni je uvedeno pro-

centuélni zlepseni komprese oproti referen¢ni metodé.

Konfigurace bpf Zlepseni
Referen¢ni m. 0,16063

A427_!C_None 0,13317 | 17,10%
A427_IC_Pro 0,12921 19,56%
A427_C_None 0,13325 | 17,05%
A427_C_Pro 0,12590 | 21,62%
A4q27_C_Pro_U_40 | 0,10925 | 31,99%

Efektivita navrzené metody dzce souvisela s volbou modelu, ktery byl pri kompresi
pouzit (vice v sekci (5.2)). Jako nejvhodnéjsi se ukazal model A427, se kterym jsou také
hodnoty uvedené v tabulce 5.1 naméreny. U referencni metody byla kvalita komprese
naopak znac¢né ovlivnéna nastavenim jednotlivych vah wy, w;, ws. Vzhledem k tomu,
ze navrzena metoda predpokladala pravidelné teselované sité, na kterych bylo také
meérfeni provadéno, byly pro lepsi srovnani tyto vahy nastaveny na hodnoty, které
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5.2 Volba struktury modelu neuronové sité

jsou v puvodnim ¢lanku pro tento drubh siti uvedeny jako nejvhodnéjsi.

Béhem vyvoje byla vytvorena rada modeld, které se lisily v poctu vstupnich parame-
trd, vnitfnich vrstev nebo poctu neuronti ve vnitinich vrstvach. Pro snazsi orientaci
tak bylo zavedeno jejich znaceni. To mélo vzdy tvar XYZZ. X zde oznacovalo, zda
model vyuzival informaci o topologii okolni sité. Pokud ano, za¢inalo jeho oznaceni
pismenem A, pokud ne, byl oznacen pismenem B. Y bylo jednomistné ¢islo a rovnalo
se poctu vnitfnich vrstev daného modelu. S tim pak souviselo posledni dvojcisli ZZ,
které uvadélo pocet neuronitt v kazdé vnitrni vrstvé. Celkové byly navrzeny tyto

modely:
« Bu6 « A316 + Agq50
+ An6 o Agq27
o A216 « A250

Tabulka 5.2: Efektivita komprese pro model Bi16. Sloupec err udava pramérny pocet
vypadkt protéjsiho vrcholu ze seznamu kandidatd na tisic vrcholt sité. Zaporné
hodnoty ve sloupci Zlepseni naznacuji zhorseni oproti referencni metode.

Konfigurace bpf err ZlepSeni
B116_IC_None 0,16334 | 1,24 | -1,68%
Bu6_!C_Pro 0,14439 | 1,25 | 10,12%

B116_!C_Softmax | 0,16564 | 1,26 -3,11%
B116_C_None 0,16357 | 1,10 -1,83%
B116_C_Pro 0,14458 | 1,27 10, 00%
B116_C_Softmax | 0,18013 | 1,25 | —12,13%

Jak je patrné, model B116 byl jedinym modelem, ktery nevyuzival informace o
stavu topologie sité v okoli vrchold aktivni hrany. Tato informace byla pro dalsi
modely zavedena pravé az na zakladé jeho vysledkt uvedenych v tabulce 5.2. Z nich
bylo dale usouzeno, Ze provadét vypocet priority pomoci Softmax normalizace neni
vhodné a v dalsich fazich vyvoje s nim tak nebylo pracovano. Pro potvrzeni této
domnénky ma v tabulce slouzit sloupec err, jehoz cilem je demonstrovat, Ze vyrazné
rozdily mezi efektivitou komprese pro jednotlivé konfigurace nejsou zptisobeny
vypadky protéjsiho vrcholu ze seznamu kandidatd, nybrz distribuci jeho vyskytu v
ném.

Vysledky ostatni modelt v jejich nejlepsi konfiguraci jsou dale uvedeny v tabulce
5.3. Kompletni vysledky modelti a jejich konfiguraci jsou uvedeny v priloze B. Po-
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5 Porovndni navrzené metody s referencni metodou

vsimnéme si zde, Ze nezavisle na pouzitém modelu, se jako nejvhodnéjsi konfigurace
ukazalo nastaveni prepinaci na pouziti jistoty a normalizace pomoci proporcional-

niho rozdéleni.

Tabulka s5.3: Porovnani efektivity komprese jednotlivych modeli v jejich nejlepsi
konfiguraci. Sloupec Zlepseni udava procentualni zlepseni oproti referen¢ni metode.

Konfigurace | bpf Zlepseni
A116_C_Pro 0,13848 13,79%
A216_C_Pro 0,13127 18,28%
A316_C_Pro 0,13141 18,19%
A250_C_Pro | 0,12717 | 20,83%
A427_C_Pro | 0,12590 | 21,62%
A450_C_Pro | 0,14008 | 12,80%

Jak jiz bylo nékolikrat zminéno, urceni velikosti seznamu kandidat je proces, ktery
musi byt proveden jesté pred zahajenim komprese a jeji vhodné nastaveni miize byt
pouze odhadnuto. V tabulce 5.4 jsou proto uvedeny vysledky pro riizné nastaveni
této velikosti.

Tabulka 5.4: Porovnani efektivity komprese pri riizném nastaveni velikosti seznamu
kandidatt cndsToFind. Hodnota err udava primeérny pocet vypadku protéjsiho vr-
cholu ze seznamu kandidatt na tisic vrcholi sité, Zlepseni a Rel. Zlepseni udava
procentualni zlepseni, jak oproti referencni metode¢, tak zlepseni oproti predchozi
konfiguraci s niz§sim po¢tem hledanych kandidati. Pfi méreni byl pouzit model A427
v konfiguraci C_Pro.

cndsToFind | bpf err | Zlepseni | Rel. Zlepseni
10 0,15124 | 3,64 5,85% 0%
20 0,12590 | 1,11 | 21,62% 16,75%
30 0,12002 | 0,50 | 25,28% 4,67%
40 0,11829 | 0,29 | 26,36% 1, 44%

Jak je z tabulky 5.4 patrné, rostouci velikost seznamu pozitivné ovliviiuje efek-
tivitu komprese, a to predevsim snizovanim poctu vypadki protéjsiho vrcholu ze
seznamu kandidata. A¢ je toto tvrzeni pravdivé v ramci priméru celé testovaci sady,
neni pravidlem, Ze zvétseni velikosti seznamu kandidata by automaticky znamenalo
zlepseni komprese v ramci jednotlivych soubort. Naopak, byly zjistény i pripady,
kdy tato uprava vedla ke zhorseni. Divodem miize byt zaprvé normalizace, ktera
pravdépodobnost rozmélni mezi vice kandidatt a zadruhé vypocet jistoty, kde vice
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Obrazek 5.2: Porovnani ¢asu komprese pro rizna nastaveni velikosti seznamu kan-

didata.

kandidatt s nenulovou pravdépodobnosti snizuje celkovou jistotu pro vyvér nejlep-

$iho kandidata.

b.4 Aktualizace prioritni fronty

Tabulka s5.5: Porovnani efektivity komprese pri aktualizaci prioritni fronty s rozdil-
nou velikosti seznamu kandidatt. Ve sloupci Zlepseni jsou porovnany vysledky s
referencni metodou, ve sloupci Rel. Zlepseni, pak s navrzenou metodu vyuzivajici
stejny pocet hledanych kandidat(, pouze bez aktualizace prioritni fronty. Pro meé-
reni byl pouzit model A427 v konfiguraci C_Pro_U.

cndsToFind S aktualizaci Bez aktualizace Rel. Zlepseni
bpf ZlepSeni bpf Zlep$eni

10 0, 14622 8,98% | 0,15124 5,85% 3,32%

20 0,11821 | 26,41% | 0,12590 | 21,62% 6, 10%

30 0,11162 | 30,51% | 0,12002 | 25,28% 7,00%

40 0,10956 | 31,80% | 0,11829 | 26,36% 7,39%
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5 Porovndni navrzené metody s referencni metodou

Z hodnot uvedenych v tabulce 5.5 je zfejmé, ze aktualizaci prioritni fronty lze dosah-
nout pomérn¢ znacného zlepseni. Nicméné jak déle ukazuje graf 5.2, toto zlepseni
je podminéno zna¢nou ¢asovou narocnosti, ktera ¢ini aktualizaci prioritni fronty
pro praktické uziti témér nepouzitelnou. V kontextu provedeného méreni byla re-
feren¢ni metoda schopna zakddovat 21 soubort rizné velikosti béhem 5 minut .
Oproti tomu navrzené metod¢ s aktualizaci prioritni fronty a velikosti seznamu
kandidata 40, trvala tato komprese vice nez 18 hodin.

Jako posledni experiment byl proveden test symetrie, jehoz cilem bylo zjistit, jak
modely ohodnocuji jednotlivé kandidaty vzhledem k jejich poloze k vychozimu
trojuhelniku, a zda-li toho ohodnoceni nemtize byt symetrické. Motivaci k tomuto
experimentu bylo zjisténi, ze u modelu B116 témér nezalezelo na poradi, ve kterém
byly thly v levém a pravém vrcholu aktivni hrany modelu predavany.

Byl tak vytvoren trojrozmérny graf funkce ohodnoceni, ze kterého by mélo byt
jasné, zda je funkce opravdu symetricka. Postup byl nasledujici:

1. Byl zkonstruovan vychozi trojihelnik a jeho thly zafixovany (pro jednodu-
chost se jednalo o rovnostranny trojihelnik).

2. Byl zvolen thel, ktery ma pripojovany trojuhelnik v protéjsim vrcholu svirat
a ten opét zafixovan.

3. Nasledné byla ménéna velikost prvniho ze zbylych hlt a druhy dopocitavan
tak, aby se soucet vnitrnich thld pripojovaného trojihelniku vzdy rovnal
180°.

4. Tento postup byl pak opakovan s rtiznym nastavenim dihedralniho thlu mezi
vychozim a pripojovanym trojihelnikem.

5. Pro kazdou takto vzniklou dvojici bylo provedeno jeji ohodnoceni a to ulo-
Zeno.

Jak je zachyceno na obrazku 5.3, vysledek tohoto experimentu jasné ukazal, ze
ohodnoceni je opravdu symetrické. Jak je z obrazku dale mozné vycist, model zaro-
ven uprednostnoval pripojovani takovych trojuhelnika, které lezely ve stejné roviné
jako vychozi trojihelnik a nezavrhoval ani ty, které byly na vychozi trojihelnik
kolmé.

Pfi hlubsi analyze v$ak tento graf poukazuje i na hlavni uskali modelu. Tim, ze
neuvazuje topologii okolni sité bude tato predikce za vsech okolnosti vzdy stejna
a to i v pripadech, kdy takové ohodnoceni nedava smysl. Jako priklad 1ze uvést
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5.5 Test symetrie a funkce ohodnoceni
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Obrazek 5.3: Graf funkce ohodnoceni modelu Bi16.

Obrazek s5.4: Pripad kdy je pozadovano k cervené vyznacené hrané pripojit troju-
helnik se zelené znazornénym thlem v protéjsim vrcholu.

topologii sité¢ znazornénou na obrazku 5.4, kdy je treba pripojit trojuhelnik, jehoz
thel v protéjsim vrcholu nedovoluje, aby bez protéti okolni sité, oba lezely ve stejné
roviné. Model zde bude s velkou mirou presvédéen, ze pripojovany trojuhelnik by
mél stale umistit do této roviny.

Porovnejme nyni tuto modelovou situaci se dvéma modely Az47 a A116 pracu-
jicimi uz i s informacemi o okolnich bodech. Provedené ohodnoceni modelu A427
je zachyceno na obrazku 5.5 a je zde vidét, ze diky dodatecnym informacim o topo-
logii, 1épe reaguje na vzniklou situaci a trojihelniky se snazi pripojit spise tak, aby
mezi sebou sviraly pravy uhel. Jak je ale dale vidét na grafu ohodnoceni (viz obr. 5.6)
modelu A116 tato informace nemusi byt kazdym modelem zpracovéana spravng. Je
zde vidét, ze zfejmé kvili nedostate¢nému poctu skrytych vrstev nebyl tento model
schopny dostate¢né asociace mezi témito informacemi. Ty tak byly pouzity pouze
na dalsi zpresnéni polohy ve stejné roviné nikoliv vSak ke kalkulaci dihedralniho

uhlu. Seznam vsech testovanych topologii a k nim odpovidajici reakce modeld jsou
uvedeny v priloze C.
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5 Porovndni navrzené metody s referencni metodou

o
N
o

Pravdépodobnost
o
=
v

0.10

0.05

0.00

180
169

113

Dihedralni thel

Uhel pravého
vrcholu

Obrazek 5.5: Graf funkce ohodnoceni modelu A_427 pro situaci uvedenou na ob-
razku 5.4.
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razku 5.4.
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V praci byla navrzena a implementovana metoda pro kompresi konektivity, vycha-
zejici z navrhu pivodni metody zalozeném na principu ohodnocovéani kandidatnich
vrcholt. Bylo predstaveno nékolik klicovych zmén v ptivodni implementaci jako
naptiklad: zpasob vypoctu priority hran, vybér kandidatnich vrchold ¢i samotné
ohodnoceni kandidat. K nému metoda, namisto ptivodniho vzorce pro vypocet
kvality, vyuzila modelu neuronové sité. Ten byl natrénovan tak, aby byl na zakladé
informaci o vychozim trojuhelniku a poloze kandidata schopny urcit, s jakou prav-
dépodobnosti je tento vrchol soucasti sousedniho trojuhelniku, se kterym vychozi
trojuhelnik sdili aktivni hranu.

Tyto zmény mély na celkovou efektivitu komprese pozitivni vliv a metoda byla
za urcitych okolnosti schopna dosdhnout az 31% zlepseni. Nicméné prace zminuje
i dva zasadni nedostatky. Prvnim je doba komprese. Vzhledem k nutnosti prova-
dét pro kazdého kandidata jeho ohodnoceni pomoci dopredného prichodu vsemi
vrstvami neuronové sité, predstavuje tento proces v kombinaci s tim, ze metoda
nebyla nijak optimalizovana, vyrazné zhorseni co se tyce casové naroc¢nosti. Jako
druhy faktor byl uveden zptisob vybéru kandidatnich vrchold. Ten je provadén na
zakladé staticky zadané hodnoty a nedokaze reflektovat situaci, kdy se protéjsi vr-
chol nenachazi mezi vybranymi kandidaty. Nastala situace pak musi byt explicitné
osetrena.

Metoda se nicméné stale prokazala jako dostatecné efektivni a je tedy vhod-
nym kandidatem pro dalsi vyvoj. V budoucich pracich by bylo vhodné, zamérit se
predevsim na ohodnocovéani kandidatd pomoci kombinace pozitivné definitnich
funkci, které by, jako v ptivodni metod¢, dokazaly vytvorit restrikci oblasti, ve které
se jesté mohou nachézet vhodnéjsi kandidati. Byl by tim vyresen druhy zminovany
problém, tykajici se chyb¢jiciho protéjsiho vrcholu v seznamu kandidatd, coz by
mohlo teoreticky vést k dalsimu zefektivnéni.
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Obsah prilohy

Implementovana metoda stejné tak, jako textu této prace, vysledkd méreni a ostat-
nich uzitych programi je ulozena v priloze A21B0124P_priloha. Ta je strukturo-
vana do nékolika adresart jejichz obsah je popsan nize.

Al Text prace

Tento adresar obsahuje text bakalarské prace ve formatu pdf. Kromé néj, se zde
také nachazi soubor BP. tex a ostatni potfebné soubory k jeho vytvoreni pomoci
typografického systému TeX.

A.2 Aplikace a knihovny

Aplikace_a_knihovny

{1 Implementace navrzené metody
4 Lt ol of=3 o} af o 1y Hlavni soubor projektu
weights .......... Slozka s vahami jednotlivych modeld N. sité
requirements.txt.................. Soupis potiebnych knihoven

— python ............... Skripty pro upravu dat a trénovani N. sité
dataTransform.py ....... Vytvofeni trénovaci sady - popis uhly
neuralGPU.py ............... Trénovani a export modelu N. sité
requirements.txt .................. Soupis potrebnych knihoven

+— data_extraction ....Extrakce dat dpravou zdroj. kédu ref. metody

+— probability_function ..... Program pro vytvoreni grafu ohodnoceni
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A Obsah prilohy

A.3 Vysledky

Vysledky

+— Experiments .................... Vysledky provedenych experimentti
— Cnds_test ........... Vysledky pro ruzné velikosti s. kandidatt
+— PQ_update_COMPLET ....Kompletni vysledky méreni akt. p. fronty

— PQ_Update_Time...Casové méreni akt. p. fonty bézici v 1 vlakné

+— Symmetry_test ....Ziskané grafy funkci ohodnoceni vSech modelu
1= Vysledky pro otevienou sit

Narrow ......cuiiinnennnnnrnnnnanns Vysledky pro zuZenou sit

Closed ...viiiiiiii i Vysledky pro uzavienou sit

+— Models_performance ....Vysledky vSech modeli a jejich konfiguraci
+— A_RESULTS.XISX ....vviinrinnnnnnn Shrnuti vysledkli pro modely AYZZ
s B_RESULTS.X1ISX .....cviiinrennnnns Shrnuti vysledkli pro model B116

A.4 Vstupni data

Obsahuji citaci volné dostupné, datové sady, ktera byla v praci pouzita.

A.5 Readme.txt

Jedna se o textovy soubor, ktery shrnuje obsah celé prilohy zcela identickym zptso-
bem jako tato sekce.
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Vysledky komprese
pro jednotlive
konfigurace modelii

Vysledky jsou naméreny s velikosti seznamu kandidatt cndsToFind = 20

Tabulka B.1: Vysledky komprese pro model A116

Konfigurace bpf Zlepseni

A116_!C_None | 0,17877 | —11,29%

A1n6_!C_Pro 0,13955 13,12%

A116_C_None | 0,17991 | —12,00%

A116_C_Pro 0,13848 13,79%

Tabulka B.2: Vysledky komprese pro model Az16

Konfigurace bpf Zlepseni

A216_!C_None | 0,15316 4,66%

A216_!C_Pro 0,13291 17,26%

A216_C_None | 0,15279 4,88%

A216_C_Pro 0,13127 | 18,28%
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B Vyisledky komprese pro jednotlivé konfigurace modelii

Tabulka B.3: Vysledky komprese pro model A316

Konfigurace bpf Zlepseni

A316_!C_None | 0, 15464 3,73%

A316_!C_Pro 0,13256 17,48%

A316_C_None | 0,15487 3,59%

A316_C_Pro 0,13141 | 18,19%

Tabulka B.4: Vysledky komprese pro model Az50

Konfigurace bpf Zlepseni

A250_!C_None | 0,13056 18,72%

A250_!C_Pro 0, 13006 19,03%

A250_C_None | 0,13051 18,75%

A250_C_Pro 0,12717 | 20,83%

Tabulka B.5: Vysledky komprese pro model A450

Konfigurace bpf Zlepseni

A450_!C_None | 0,15168 5,58%

A450_IC_Pro 0, 14303 10,96%

A450_C_None | 0,15188 5,45%

A450_C_Pro 0,14008 | 12,80%

52



Grafy ohodnoceni
vzhledem k topologii
sité

C.1 Otevrena sit

Situace, kdy je celkovy thel jak v levém tak pravém vrcholu hrany roven 180°, jeho
prumérny thel je tak 90° (180° déleno 2 trojuhelniky).

Obrazek C.1: Topologie oteviené siteé.
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Grafy ohodnoceni vzhledem k topologii sité
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Obrazek C.2: Funkce ohodnoceni pro model A116 v otevrené siti.
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Obrazek C.3: Funkce ohodnoceni pro model A216 v oteviené siti.

~
a

105

~ Uhel pravého
-

111

113



Pravdépodobnost
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Obrazek C.4: Funkce ohodnoceni pro model A316 v oteviené siti.
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Obrazek C.5: Funkce ohodnoceni pro model Az50 v oteviené siti.
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Pravdépodobnost

C Grafy ohodnoceni vzhledem k topologii sité
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Obrazek C.6: Funkce ohodnoceni pro model A427 v oteviené siti.
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Obrazek C.7: Funkce ohodnoceni pro model A450 v oteviené siti.
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Pravdépodobnost

C.2 Zuzend sit

C.2 Zuzena sit

Situace, kdy je celkovy dhel jak v levém tak pravém vrcholu hrany roven 280°, jeho
pramérny thel je tak 70° (280° déleno 4 trojuhelniky).

Obrazek C.8: Topologie zuzené siteé.
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Obrazek C.g: Funkce ohodnoceni pro model A116 ve zuzené siti.
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Pravdépodobnost

Grafy ohodnoceni vzhledem k topologii sité
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Obrazek C.10: Funkce ohodnoceni pro model A216 ve ztGzené siti.
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Obrazek C.11: Funkce ohodnoceni pro model A316 ve zlGzené siti.
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Pravdépodobnost

C.2 Zuzend sit
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Obrazek C.12: Funkce ohodnoceni pro model Az50 ve zizené siti.
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Obrazek C.13: Funkce ohodnoceni pro model A427 ve ztGzené siti.
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C Grafy ohodnoceni vzhledem k topologii sité
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Obrazek C.14: Funkce ohodnoceni pro model A450 ve ztizené siti.

C.3 Seviena sit

Situace, kdy je celkovy dhel jak v levém tak pravém vrcholu hrany roven 315°, jeho
prumérny thel je tak 63° (315° déleno 5 trojuhelniky).

Obrazek C.15: Topologie seviené sité.
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C.3 Sevrend sit
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Obrazek C.16: Funkce ohodnoceni pro model A116 v seviené siti.
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Obrazek C.17: Funkce ohodnoceni pro model A216 v seviené siti.
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Pravdépodobnost

C Grafy ohodnoceni vzhledem k topologii sité
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Obrazek C.18: Funkce ohodnoceni pro model A316 v seviené siti.
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Obrazek C.19: Funkce ohodnoceni pro model Azs50 v seviené siti.
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C.3 Sevrend sit
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Obrazek C.20: Funkce ohodnoceni pro model A427 v seviené siti.

0.25

0.20

o
H
«x

o
=
o

Pravdépodobnost

180 .

105
13

Dihedralni uhel

Uhel pravého vrcholu
. o

Obrazek C.21: Funkce ohodnoceni pro model A450 v seviené siti.
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